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Resumo

Neste trabalho, propusemos e implementamos um método de aprendizagem por reforco no
sistema BioAgents, que tem a finalidade de auxiliar os bidlogos na fase de anotacao ma-
nual de sequéncias biologicas em projetos de sequenciamento de genomas. O sistema foi
reimplementado de modo a permitir a incorporacao do mecanismo de aprendizagem, por
meio de uma camada adicional no BioAgents. Para validar o método e a implementacao,
realizamos dois experimentos, com dados reais dos Projetos Genoma do fungo Paracocci-
dioides brasiliensis e da planta Paullinia cupana. Utilizamos genomas de referéncia para
validar as anotacgoes sugeridas, atribuindo recompensas aos bancos de dados e as ferra-
mentas utilizadas pelos agentes. Os resultados obtidos com a camada de aprendizagem,
quando comparados com o sistema sem o método proposto, mostram uma melhora de
desempenho.

Palavras-chave: Aprendizagem por Reforco, Anotacao Manual, Sistema Multiagente,
BioAgents
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Abstract

In this work, we proposed and implemented a reiforcement learning method at the BioA-
gents system which has the objective of assisting biologists in the process of manual
annotation of biological sequences in genome sequencing projects. The system was reim-
plemented to allow the incorporation of a learning mechanism, based in an additional
layer in BioAgents. To validate the method and implementation, we conducted two ex-
periments, with real data of the Projeto Genoma of fungus Paracoccidioides brasiliensis
and of plant Paullinia cupana. We used reference genomes to validate the suggested an-
notations, giving rewards to the databases and tools handled by the agents. The results
obtained with the learning layer, when compared with the system without the proposed
method, showed a performance improvement.

Keywords: Reinforcement Learning, Manual Annotation, Multiagent System, BioA-
gents
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Capitulo 1

Introducao

Desde que a estrutura de dupla hélice de uma molécula de DNA foi descoberta por Watson
e Crick em 1953 (Watson and Crick 1953), pesquisadores de todo o mundo tém realizado
grandes esforcos para melhor compreender a estrutura e o funcionamento da genética dos
seres vivos. Desde o inicio dos anos 90, os avancos nos métodos e nas técnicas relaciona-
das & Biologia Molecular e a Bioinformatica possibilitaram acelerar muito o processo de
descoberta e descricao da estrutura e das funcionalidades dos genes.

Em particular, o Projeto Genoma Humano (PGH), iniciado em 1990 e finalizado em
2001 (Lander et al. 2001, Venter et al. 2001), foi de essencial importancia para o atual
desenvolvimento da Biologia Molecular e da Bioinformatica. Muitos paises tiveram a
oportunidade de participar desse projeto, possibilitando que métodos e tecnologias fossem
desenvolvidos e compartilhados entre diversas institui¢coes de ensino e pesquisa.

Antes do PGH, foram desenvolvidos outros projetos de sequenciamento de organismos
mais simples, como Saccharomyces cerevisiae, Caenorhabditis elegans, Drosophilamelano-
gaster e Arabidopsis thaliana, entre outros. Estes projetos visavam a geracao de dados
nos laboratorios de Biologia Molecular e o aperfeicoamento das técnicas de andlise com-
putacional das sequéncias biolégicas para que depois fossem usados no sequenciamento
do genoma humano. Entao, o grande investimento de recursos no PGH proporcionaram o
surgimento de uma nova era, que pode ser chamada de Era Genomica da Biologia (Green
2001). Desde entao, centenas de projetos de sequenciamento de genomas surgiram em
todo o mundo.

Esses projetos geraram um grande volume de sequéncias biolégicas e informacoes rela-
cionadas, implicando na necessidade de se criar novas metodologias de pesquisa nas areas
de Biologia Molecular e Computagao. Surgiram maquinas de sequenciamento de alta pre-
cisao, com custos relativamente baixos, denominadas de sequenciamento Sanger, além de
intmeras ferramentas computacionais de analise e automacao de todo o processo. Esses
recursos possibilitaram aos pesquisadores explorarem cada vez mais rapidamente os pa-
droes de expressao génica dos genomas, tanto considerando sequéncias expressas quanto
o proprio DNA dos organismos.



No atual contexto da geracao de milhoes de sequéncias pelos novos sequenciadores de
alto desempenho, a analise e anotacao dos genes deve ser realizada de forma automatica,
pois nao é mais possivel incluir uma etapa de anotacao manual, como nos projetos Sanger.

Um grande volume de recursos financeiros e humanos vem sendo investido em Bioin-
formética, como se pode notar pelo grande nimero de centros privados e governamentais
especializados em sequenciamento genomico. Citamos o TIGR (The Institute for Genome
Research) ((http://www.tigr.org/)), um dos principais centros de pesquisa e geragao de
dados de sequéncias genomicas, o Instituto Broad (http://www.broadinstitute.org/),
o Instituto Sanger (http://www.sanger.ac.uk/), o DOE Joint Genome Institute
(http://www.jgi.doe.gov/), a Universidade de Washington em St. Louis
(http://www.wustl.edu/) e o European Bioinformatics Institute (EBI)
(http://www.ebi.ac.uk/), entre outros. Uma lista completa dos projetos de sequenci-
amento de genomas e dos centros de pesquisa pode ser acessada no GOLD (Genomes
OnLine Database) (http://wit.integratedgenomics.com/GOLD/).

Em ambito nacional, os esfor¢os pioneiros foram realizadas pela FAPESP (Fundagao
de Amparo a Pesquisa do Estado de Sdo Paulo) e pelo CNPq, que foram as primeiras
instituicoes a apoiar projetos na area de sequenciamento de genomas no Brasil. Inici-
almente, a FAPESP e o CNPq formaram um consércio de laboratorios e criaram um
instituto virtual responsavel pelo sequenciamento e analise de nucleotideos, denominado
ONSA (Organization for Nucleotide Sequencing and Analysis) (http://watson.fapesp.
br/onsa/Genoma3.htm). O primeiro resultado importante da ONSA e o seu reconhe-
cimento internacional ocorreram com a publicacao do genoma do fitopatogeno Xvylella
fastidiosa, agente etiologico da Citrus Variegated Chlorosis (CVC), mais conhecida como
“praga do amarelinho”, essa doenca destroi lavouras de laranja, principalmente no Estado
de Sao Paulo, ocasionando prejuizos economicos de grandes propor¢oes (Simpson et al.
2000).

O sucesso desse projeto foi tao significativo que motivou os 6rgaos governamentais,
particularmente a FAPESP, a investir em outros projetos ( http://www.fapesp.br/),
como o do mapeamento do genoma da cana-de-acticar, do cancer humano, que teve a
participacao do Instituto Ludwig para Pesquisa do Cancer, do café e também de varios
organismos e pragas como o Xylella fastidiosa de videira, o Xanthomonas campestris, o
Xanthomonas axonopodis e o Leifsonia zyli, além de subsidiar outros projetos como o do
mapeamento do genoma funcional do Schistosoma mansoni.

Outro aspecto de destaque foi a criacao das redes de sequenciamento, estimulado pelo
governo federal, que ocorreu tanto no ambito nacional como no regional. No ambito nacio-
nal, foram criados dois projetos: o Projeto Genoma Brasileiro, que sequenciou a bactéria
Chromobacterium violaceum (Vasconcelos 2003), que apresenta resultados de potencial
aplicabilidade no controle da doenca de chagas e da leishmaniose, e o projeto Genolyp-
tus (http://ftp.mct.gov.br/especial/genolyptus3.htm), responséavel pelo sequenci-
amento do eucalipto (Fundo Verde-Amarelo/MCT). No ambito regional surgiram varias
redes para executar projetos de sequenciamento de organismos importantes, especialmente
para o controle de pragas e doencas. Dentre elas podemos destacar:

e Rede Genoma do Estado de Minas Gerais (Schistosoma mansoni);



e Rede Genoma Nordeste (Leishmania chagasi);
e Rede Genomica do Estado da Bahia e Sao Paulo (Crinipellis perniciosa);

e Rede Genoma integrante do Consorcio do Instituto de Biologia Molecular do Parana,
FIOCRUZ e Universidade de Mogi das Cruzes (Trypanossoma cruzi);

e Programa Genoma do Estado do Parana (Herbaspirillum seropedicae);
e Rede Genoma do Rio de Janeiro (Gluconacetobacter diazotrophicus);

e Rede Sul de Anélise de Genomas e Biologia Estrutural (Mycoplasma hyopneumo-
niae);

e Rede Genoma Centro-Oeste (Paracoccidioides brasiliensis).

Estes projetos inseriram o Brasil no grupo dos paises com tecnologia e infra-estrutura
suficientes para viabilizar e conduzir pesquisas nas areas de Biotecnologia e Bioinformé-
tica. Esse fato tem importancia estratégica, pois permite que o pais desenvolva tecnologia
propria para resolver problemas especificos que afetam nossa populagao e/ou produgao
agropecuaria, independente da boa vontade dos governos e laboratorios estrangeiros. Além
disso, esses projetos estimulam o desenvolvimento de tecnologias e a capacitagao de pro-
fissionais especializados, o que contribui para colocar o Brasil em posicao de igualdade
perante a comunidade cientifica internacional nessa area.

Os dois tipos de sequenciamento, o Sanger e de alto desempenho, diferem na quanti-
dade e no tamanho das sequéncias obtidas no projeto. O tamanho da sequéncias obtidas
no sequenciamento Sanger sao maiores que no sequenciamento de alto desempenho, porém
nesse altimo sao obtidas milhdes de sequéncias, enquanto no Sanger sao obtidas poucos
milhares.

Como uma area importante da computacgao, e dentro da visao moderna de Inteligéncia
Artificial (IA) encontramos na literatura a abordagem de agentes inteligéntes
(Russell and Norvig 2002). Um Agente Inteligente pode ser definido como uma entidade
de software capaz de perceber o ambiente onde se encontra por meio de sensores tendo
capacidade de interagir com tal ambiente por meio de atuadores. Um Sistema Multiagente
(SMA) consiste em um grupo de agentes inteligentes que interagem entre si, por meio de
troca de mensagens através de uma infra-estrutura de rede computacional ou por um
software que viabilize tal comunicagao (Weiss 2000, Wooldridge 2009).

Ainda na area de IA, temos a subarea de Aprendizagem de Maquina, a qual tem a
funcao de melhorar o conhecimento manipulado pelos agentes racionais, na qual os al-
goritmos de aprendizagem de méaquina podem ser classificados em trés tipos distintos:
(i) supervisionados, que consistem na aprendizagem de uma funcdo a partir de exemplos
de entradas e saidas desta fungao; (ii) nao supervisionados, que consiste no reconheci-
mento de padroes nas entradas sem nenhuma informagao sobre a saida desejada; (iii) e
por reforco, que consiste na aprendizagem a partir de recompensas obtidas a cada acao
tomada (Mitchell 1997, Russell and Norvig 2002).

O BioAgents ¢ um SMA desenvolvido com a finalidade de auxiliar os bidlogos na
fase de anotagdo manual, sugerindo fun¢oes as sequéncias analisadas (Lima et al. 2007,



Ralha et al. 2008). O BioAgents utiliza a plataforma JADE (Bellifemine et al. 2003;
2005), como framework de desenvolvimento, e o motor de inferéncia JESS (Friedman-Hill
2003) para processar as regras. Para melhorar o processo de recomendagiao de anotagao
no BioAgents, utilizaremos algoritmos de aprendizagem de maquina para aumentar a ra-
cionalidade e autonomia dos agentes existentes no sistema, o que aumenta a complexidade
de desenvolvimento do projeto.

Dentro do contexto dos projetos de sequenciamento, existe uma grande dificuldade na
atribuicao de funcdes as sequéncias genéticas devido a quantidade de sequéncias obtidas
nos projetos de sequenciamento, na ordem de milhdes no sequenciamento de alto desem-
penho. Hoje, grande parte dessa atribuicao é feita automaticamente por programas, que
nao sao especializados na anotagao de sequéncias biologicas, nao permitindo a acuracia
desejada devido a redugao do tamanho das sequéncias, bem como o grande volume de
sequéncias. Tendo isso em vista viu-se a necessidade de melhorar a qualidade e a acuracia
das sugestoes feitas pelo BioAgents e uma forma de se alcancar essa meta é a aplicacao de
algoritmos de aprendizagem de maquina para melhorar o conhecimento e a autonomia dos
agentes inteligentes durante o processo de anotacao. Neste contexto, os objetivos deste
trabalho sao:

e Propor um método de aprendizagem automatica, baseado na abordagem de apren-
dizagem por reforco, a ser implementado no sistema BioAgents;

e Incorporar uma camada de aprendizagem ao sistema BioAgents;

e Realizar experimentos utilizando as anotacoes realizadas no Projeto Genoma Pb da
Rede Genoma Centro-Oeste (https://helix.biomol.unb.br/Pb/) e no Projeto
Genoma Guarané da Rede Genoma Norte (https://www.biomol.unb.br/GR/);

e Discutir e comparar os resultados obtidos pelo BioAgents com e sem a camada de
aprendizagem.

Esse trabalho foi dividido em sete capitulos. O Capitulo 2 apresenta conceitos basicos
de Biologia Molecular e Bioinformatica utilizados neste trabalho. O Capitulo 3 apresenta
definicoes de Inteligéncia Artificial os quais foram utilizados tantos na modelagem quanto
na implementacao da solucao proposta. O Capitulo 4 descreve o sistema BioAgents,
as ferramentas utilizadas e todas as alteracoes introduzidas no presente trabalho para
alcancar os objetivos propostos. O método proposto para a aprendizagem por reforco
e o funcionamento do sistema, com o método incluido, sao descritos no Capitulo 5. Os
experimentos e resultados obtidos sao descritos e discutidos no Capitulo 6. Por fim, o
Capitulo 7 aprensenta as conclusoes e propoe trabalhos futuros.



Capitulo 2

Fundamentos de Biologia Molecular e
Bioinformatica

Neste capitulo serao apresentados conceitos basicos de Biologia Molecular necessarios para
o entendimento do contexto do trabalho.

Na Secao 2.1, serao apresentados algumas técnicas biologicas utilizadas no estudo de
genomas, pelos dois métodos, Sanger e alto desempenho. Na Secao 2.2 apresentaremos
conceitos de Bioinforméatica. E por ultimo, na Secao 2.3 descreveremos métodos utilizados
nos projetos de sequenciamento.

2.1 Estudando o Genoma

A informacao basica que se deseja extrair de uma molécula de DNA é sua sequéncia
de pares de bases. O processo através do qual essa informacao é obtida denomina-se
sequenciamento.

2.1.1 Sequenciamento Sanger

Os projetos de sequenciamento de genomas utilizando as técnicas Sanger permitiram o
sequenciamento de fragmentos com cerca de 1000 pares de base, enquanto, por exemplo,
um cromossomo humano tem em torno de 10° pares de bases (Settibal and Meidanis
1997). Assim, torna-se necessario quebrar o DNA em fragmentos menores, sequencia-los
e remonta-los de modo a obter a sequéncia original. A montagem dos fragmentos, em
especial, ¢ um problema bastante complexo e requer a utilizacao de técnicas da area de
Matematica e Computagao. Atualmente sao utilizadas duas técnicas para quebrar as
moléculas de DNA, sao elas:

e nucleases de restrigao: faz o reconhecimento de sitios especificos dentro da mo-
lécula, determinados por uma curta sequéncia de bases, e quebra o DNA nesses
pontos, sendo que cada nuclease é especifica para uma dada sequéncia de bases;



e shotgun: consiste em uma solucao contendo DNA purificado — uma grande quan-
tidade de moléculas idénticas — que é submetida a uma alta carga de vibragoes (ou
algum procedimento que induza & quebra desordenada das moléculas). Cada mo-
lécula é quebrada aleatoriamente em varios locais, sendo os fragmentos resultantes
filtrados e separados para posterior processamento.

Para realizar qualquer experimento laboratorial com DNA é necessario uma porc¢ao
minima de material. Assim, é essencial que se possa produzir esse material em quantidade,
de modo a permitir que o experimento seja repetido ou que novos experimentos sejam
conduzidos. Um modo de se obter copias de uma amostra de DNA é utilizar o mecanismo
de reproducao natural de certos organismos. Primeiramente, insere-se a amostra no DNA
do organismo, que é chamado de hospedeiro ou vetor. Quando o vetor se multiplica por
sua reproducao natural, a amostra é replicada juntamente com o restante de seu DNA. O
DNA obtido dessa forma é chamado de DN A-recombinante. Como o genoma do vetor
j& é conhecido, basta retirar essas sequéncias do DNA resultante para conseguir as copias
das amostras.

Uma outra maneira de produzir copias de moléculas de DNA é utilizar a enzima DNA
polimerase. Essa enzima catalisa o processo de construcao da segunda fita do DNA a partir
de uma fita inicial solta, esse método é conhecido como Polymerase Chain Reaction
(PCR).

Sequenciamento

O sequenciamento, isto é, a identificacao das bases que compoem uma molécula ou porcao
de DNA, ¢é efetuado por meio de uma técnica denominada eletroforese em gel. Pri-
meiramente, através de uma replicacao controlada, sao gerados separadamente para cada
base todos os fragmentos possiveis que terminam com aquela base (Figura 2.1).

TGAACTGCCACAGT
TGA T TG TGAAC
TGAA TGAACT TGAACTG TGAACTGC
TGAACTGCCA TGAACTGCCACAGT TGAACTGCCACAG TGAACTGCC
TGAACTGCCACA TGAACTGCCAC

Figura 2.1: Cada coluna indica todos os fragmentos da sequéncia original terminados em
uma base particular.

A seguir, sao preparados quatro blocos de gel fino — um para cada base — onde serao
depositados os fragmentos correspondentes (por exemplo, os fragmentos terminados em
G serao depositados no bloco da base G). Aplica-se entdo um campo elétrico nos blocos.
Uma vez que o DNA é carregado negativamente, os fragmentos migram em dire¢cao ao
eletrodo positivo, de tal forma que os fragmentos maiores migram mais lentamente pois o
seu avancgo ¢ mais lento no gel. No decurso de varias horas, os fragmentos de DNA ficam
espalhados ao longo do bloco de acordo com o tamanho, formando uma escada de faixas
discretas, cada uma composta de uma colecao de moléculas de DNA de comprimento
idéntico. Utilizando-se algum método para tornar possivel a visualizagao dos quatro
blocos com as faixas lado a lado, pode-se identificar a sequéncia de bases que compoem



o fragmento original a partir dessas faixas (Figura 2.2). Esse processo é chamado de
corrida.

—116

— — 50

Figura 2.2: Resultado da eletroforese em gel em filme fotografico.

As vezes, essa técnica apresenta algumas falhas, pois as marcas podem estar borradas
ou nao muito claras, especialmente nas proximidades das bordas. Além disso, o tamanho
dos fragmentos que podem ser sequenciados dessa maneira esta limitado a cerca de 1000
bases.

Os sequenciadores automéaticos capazes de sequenciar uma quantidade da ordem de
centenas de amostras de DNA simultaneamente. O MegaBace, por exemplo, é capaz de
sequenciar 96 amostras em uma corrida.

A técnica utilizada pelos sequenciadores modernos utiliza o mesmo principio da eletro-
forese em gel, mas com algumas diferencas importantes. A primeira é que os fragmentos
sao depositados em um tnico bloco, chamado de capilar, ao invés de um bloco para cada
base. A segunda é que a visualizacao dos resultados é feita através de um eletrofero-
grama. O eletroferograma gerado pelo sequenciador apresenta quatro graficos coloridos
— cada um correspondendo a uma das quatro bases. Quando uma base é identificada em
uma dada posicao do fragmento, o grafico daquela base apresentara um pico na posicao
correspondente. Assim, a identificacao no eletroferograma da sequéncia dos picos e suas
respectivas cores revela a sequéncia de bases do fragmento sequenciado (Figura 2.3).



Figura 2.3: Exemplo de eletroferograma gerado por um sequenciador automatico.

2.1.2 Sequenciamento de Alto desempenho

Embora o sequenciamento Sanger tenha sido a técnica de sequenciamento dominante
durante os ultimos anos, novas técnicas de sequenciamento massivamente paralelo estao
no mercado e modificaram a forma como se realiza o sequenciamento de DNA no mundo.
Ao permitirem o sequenciamento de milhoes de sequéncias a um custo muito baixo, em
comparagao com o método Sanger, esses métodos tiveram um grande impacto nas éreas de
pesquisa onde se realizam sequenciamentos de DNA, e abriram novas frentes de pesquisa,
tais como o estudo de DNAs antigos, como mamutes, e a caracterizacao da diversidade
ecologica por meio do sequenciamento de DNA de amostras ambientais (Mardis 2008).

Existem hoje no mercado alguns sequenciadores de alto desempenho, o 454-FLX Ro-
che (Mardis 2008) e o Illumina Solexa (Mardis 2008). Esses sequenciadores funcionam
diferentemente, o que dificulta a elaboracao de um pipeline e de softwares que apodiam
os projetos de sequenciamento, modificando o pipeline realizado na bioinformética desses
projetos.

O sequenciador 454-FLX Roche foi o primeiro a aparecer no mercado, em 2004, e
utiliza uma técnica de sequenciamento conhecida como pirosequenciamento. No pirose-
quenciamento a incorporacao de cada nucleotideo a uma fita de DNA por meio da enzima
DNA polimerase acarreta a liberacao de pirofosfato. Esta molécula por sua vez, inicia
uma séria de reacoes quimicas cujo produto final é a liberacao de luz. A identificacao das
bases é feita através da deteccao dessa liberagao de luz. Uma caracteristica desse processo
é o aumento da liberacao de luz quando um mesmo nucleotideo é anexado a sequéncia.
Isso dificulta a correta identificacdo da quantidade de bases de um monoémero!, gerando
erros durante o sequenciamento.

O primeiro passo do processo de sequenciamento feito pelo 454-FLX Roche é a amplifi-
cacao do DNA. Essa amplificacao é feita misturando fragmentos de DNA com estruturas

'Monémero ¢ uma molécula formada pela repeticio de uma mesma estrutura, como por exemplo a
sequéncia AAAAAAAAAAA



de agarose? contendo sequéncias de DNA complementares as sequéncias adaptadoras.
Com isso cada estrutura de agarose fica ligada a um tnico fragmento de DNA. Essas
estrutura contendo um fragmento de DNA sdo isoladas em micélios 6leo/agua contendo
reagentes para a enzima DNA polimerase. Através de um ciclo térmico, produzem-se
milhoes de copias dos fragmentos de DNA contidos na superficie da estrutura de agarose.

O proximo passo feito no 454-FLX Roche é o sequenciamento. Cada estrutura de
agarose é colocada em um recipiente de estrutura silica capilar. Esses recipientes fornecem
uma localizacao fixa para o monitoramento das reacoes de sequenciamento. Em cada
recipiente, enzimas catalizam a reacao de pirosequenciamento sao adicionadas e a mistura
é centrifugada com o objetivo de cobrir as agaroses.

Por fim, cada nucleotideo é anexado na sequéncia e durante esse processo um senso
CCD registra a luz emitida, assim determinando a sequéncia de DNA. Todo esse processo
é ilustrado na Figura 2.4. Esse sequenciador prové em média 100 milhoes de sequéncias
de boa qualidade com aproximadamente 250 bases de comprimento ap6s um periodo de
8 horas.

O sequenciador Illumina Solexa utiliza técnicas de sequenciamento por sintese, onde
todos os quatro nucleotideos sao anexados simultaneamente a uma célula. Essa célula é
um dispositivo micro-fabricado de vidro com oito canais que permite uma ampliacao bridge
dos fragmentos em sua superficie e utiliza DNA polimerase para produzir copias de DNA,
o que é chamado de amplificagao.

Apobs esse processo sao as moléculas de DNA nucleotideos fosforescentes. Como o
grupo 3’-OH é quimicamente bloqueado, a DNA polimerase é capaz de anexar somente
um fragmento por vez as sequéncias amplificadas. Durante esse processo sao processadas
imagens das luzes oriundas dos nucleotideos fosforescentes. Por fim esses nucleotideos sao
quimicamente removidos. Esse processo é repetido uma quantidade de vezes determinada
pelo operador. Esse processo por completo é descrito nas Figuras 2.5 e 2.6. O Illumina
Solexa é capaz de determinar mais de um bilhdao de sequéncias com 25 a 35 bases de
comprimento.

2.2 Conceitos de Bioinformatica

Até o final dos anos 80, as metodologias manuais utilizadas para gerar sequéncias de DNA
exigiam um tempo muito maior que os sequenciadores automéaticos usados atualmente. O
crescente avango da tecnologia tem permitido que os laboratorios de Biologia Molecular
fornecam detalhes cada vez mais precisos sobre as estruturas estudadas. O enorme volume
de informacoes acumulado desde entao e a necessidade de trabalhar esses dados eficiente-
mente criou uma série de problemas que sao, por natureza, interdisciplinares. Em parti-
cular, as teorias da matematica e da computagao tornaram-se fundamentais no processo
de manipulagao de dados cientificos dentro da Biologia Molecular (Setubal and Meidanis
1997).

2A agarose é um polimero composto de subunidades de galactose. Quando dissolvida em agua quente
e seguidamente arrefecida, a agarose toma uma consisténcia gelatinosa. Este gel é muito utilizado na
biologia molecular para processos como sequenciamento.
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Figura 2.4: Processo de sequenciamento do 454-FLX Roche (Mardis 2008).
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E nesse contexto que surge a Bioinforméatica, uma nova area do conhecimento que
visa estudar e aplicar técnicas e ferramentas computacionais na organizacao e interpreta-
cao das informagoes associadas as estruturas estudadas na Biologia Molecular
(Luscombe et al. 2001). A Bioinformatica, apesar de ser um campo relativamente novo,
tem evoluido dramaticamente nos tltimos anos e, hoje, é fundamental para compreender
varios aspectos dentro da Biologia Molecular (Gibas and Jambeck 2001).

H& trés objetivos principais dentro da Bioinformatica. O primeiro é prover um meio
de organizar os dados biolégicos de forma a tornar facil o acesso as informacoes e a
submissao de novos dados a medida que estes sao gerados. Diversos bancos de dados
biologicos foram e continuam sendo criados com esse objetivo. O segundo objetivo é o
desenvolvimento de ferramentas para ajudar a analisar esses dados armazenados. Por
exemplo, depois de sequenciar uma determinada proteina é interessante compara-la com
outras sequéncias ja produzidas em busca de alguma similaridade estrutural ou funcional.
O terceiro objetivo é o processamento dos resultados gerados por essas ferramentas para
analisar e interpretar as informacoes de uma maneira que seja biologicamente consistente
e relevante (Luscombe et al. 2001).

Tradicionalmente, pesquisas em Biologia investigavam um sistema isoladamente e o
comparava com outros poucos sistemas relacionados. A Bioinformatica permitiu condu-
zir anélises globais envolvendo um volume muito maior de dados, de forma a descobrir
principios comuns e caracteristicas importantes mais facilmente (Luscombe et al. 2001).

2.2.1 Pipeline de um projeto de sequenciamento de genoma San-
ger

O Pipeline computacional para um projeto de sequenciamento de genoma refere-se a uma
sequéncia de passos a serem seguidos para a realizagao do processamento de sequéncias
biol6gicas. Em projetos de sequenciamento de genoma baseado na técnica Sanger, o
pipeline é constituido de trés grandes fases: Submissao, Montagem e Anotacao, que sao
executadas em sequéncia, sendo que os dados resultantes de cada fase sao utilizados como
dados de entrada da fase seguinte.

Na Figura 2.7, apresentamos as trés fases que formam o pipeline.

Submisséo _) Montagem _'+ Anotacéo

Figura 2.7: As trés grande fases de um Pipeline para um projeto de sequenciamento de
genoma baseado na técnica Sanger.

Submissao

Cada fragmento do DNA (também chamado read) é colocado em um espago especifico e
marcado de uma placa contendo varios fragmentos, de tal forma que esta placa serd pro-
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cessada por algum sequenciador automatico (por exemplo, o MegaBace). O sequenciador
automatico gera um arquivo de eletroferograma, que contém graficos que identificarao
cada uma das bases nitrogenadas da read este arquivo de probabilidade de error é gerado
pelo programa phred.

O inicio da etapa de Submissao ocorre quando os bidlogos enviam arquivos compac-
tados com os eletroferogramas. A Figura 2.8 mostra um exemplo da fase de submissao,
para o Projeto Genoma Paracoccidioides brasiliensis - Pb.

Para submeter os arquivos com todas as sequéncias de uma placa, o pesquisador deve
informar seu nome (usuario) e senha, para que o sistema possa realizar a autenticagao.
Caso a autenticacao seja confirmada, o sistema criard uma sessao e o pesquisador tera
acesso a todas as informacoes do sistema. Na submissao, o pesquisador envia o arquivo
compactado (formato zip, por exemplo). Quando a transferéncia é concluida, inicia-se a
andlise. O sistema descompacta o arquivo e executa o programa Phred que transforma
os graficos em strings e calcula a qualidade das bases, gerando arquivos com extensao
phd. O sistema executa em seguida um programa chamado Phd2fasta, que converte os
arquivos phd em arquivos no formato fasta.Observamos que o fasta é um padrao utilizado
em projetos de sequenciamento e possui um formato como a apresentada na Figura 2.9.

Apos a execucao do Phd2fasta, o sistema executa o Crossmatch para retirar os vetores
da sequéncia. Neste ponto termina a etapa de submissao, sendo gerados dois arquivos, um
contendo a sequéncia de caracteres correspondentes as bases do fragmento sequenciado e
outro contendo as qualidades de cada base dessa sequéncia. Sao gerados também relatérios
de acordo com as necessidades do projeto.

Montagem

O processo de montagem consiste em tentar agrupar as sequéncias que foram aceitas na
etapa de submissao, de tal forma que sequéncias contendo extremidades similares sao
unidas no mesmo conjunto. Sao processados dois arquivos de entrada, um contendo as
sequéncias e outro contendo as qualidades e o programa de montagem das sequéncias gera
como saida um grupo de contigs e outro de singlets. Contigs sao sequéncias formadas a
partir de um grupo contendo duas ou mais sequéncias e singlets sao formados por um
unica sequéncia que nao foi agrupada com nenhuma outra. A Figura 2.10 mostra um
exemplo da etapa de montagem, para o Projeto Genoma Pb.

Anotagao

Esta etapa é dividida em anotacao automatica e anotagao manual.

O processo de anotacao automatica executa programas que comparam as sequéncias
geradas no projeto com sequéncias armazenadas em bancos de dados que ja tiveram suas
fungoes determinadas.

A anotacao manual realizada pelo bidlogo, por interface web amigével, que decide a
funcao associada a cada gene. A Figura 2.11 mostra um exemplo do processo de anotagao
para o Projeto Genoma Pb.
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Figura 2.8: Exemplo de Pipeline da etapa de Submissao do Projeto Pb.

TGATCCCCGGCTGCAGGAATCGGCACGAGGCCCCCGATATAATATATACAGGCTTTTCAT]
TCATAATTCTATCATTCATTCCATAAGACCATTCCTGTTAACACTTCTATCCAACCGCGA]
CGGCCACGCCCATTGTCACAAACATTTTGGCGTCAGAGAGAACCTTAGGCGTGCATTGTG
TTCTGGCAATTGCAGTCTTCTCCCTCCTGCTTCACCACTTTAACAACATAAAATTATCCT]
TTCAATATCCGTCATTATATAACCAAATGCCCCGCTTACCTATATTCATATCCTTGAAGA]

Figura 2.9: Exemplo de um arquivo no formato Fasta.
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Figura 2.10: Exemplo de pipeline da etapa de Montagem do Projeto Genoma Pb.
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Figura 2.11: Exemplo de pipeline da etapa de Anotacao do Projeto Genoma Pb.
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2.2.2 Pipeline de um projeto de sequenciamento de genoma de
alto desempenho

Devido as caracteristicas das sequéncias obtidas pelos novos sequenciadores, dois pipelines
sao possiveis. A escolha de qual pipeline adotar dependeréa, entre outros, do sequenciador
utilizado, das caracteristicas dos dados gerados, da disponibilidade de outros dados.

O primeiro tipo de pipeline possivel e constituido de trés fases, a saber mapeamento,
montagem e anotacdo. E mais indicado para sequenciadores como o Illumina Solexa,
que produzem sequéncias muito pequenas, impedindo a montagem direta de todos os
fragmentos. A submissao, onde os dados sao obtidos e armazenados, é feita pelos proprios

sequénciadores autométicos.

A etapa chamada de mapeamento, consiste no alinhamento das sequéncias a um ge-
noma de referéncia, formando grupos de sequéncias proximas. A seguir, cada um desses
grupos é montado por meio de um software de montagem, obtendo assim os singlets e os

contigs. Por fim, os grupos sao anotados utilizando-se algoritmos de alinhamento, como
por exemplo o0 BLAST (Altschul et al. 1990; 1997).

O outro pipeline possivel contém apenas as etapas de montagem e anotacao. Esse
pipeline é indicado quando as sequéncias produzidas pelo sequenciador permitem a mon-
tagem dos fragmentos diretamente ou quando ainda nao h4 um genoma de referéncia
que permita a execucao da fase de mapeamento. Nesse pipeline, as sequéncias obtidas do
sequenciador sao montadas, sendo obtidos os singlets e os contigs. Por fim, na fase de ano-
tacao, a funcao de cada um dos grupos ¢ anotada utilizando os algoritmos ja conhecidos
desde o sequenciamento Sanger.

2.2.3 Anotacao Gendmica

Conforme mencionado, o processo de interpretar os dados gerados em um projeto de
sequenciamento, tornando-os informacgoes biologicamente relevantes, é chamado de ano-
tagao (Lewis et al. 2000). Com o extraordinario progresso das técnicas biologicas de
sequenciamento, as etapas de anotacao, correcao e verificacao da relevancia das informa-
¢oes tém sido um fator limitante na maioria dos projetos de sequenciamento. Embora
a anotacao de um genoma completo forneca uma perspectiva geral sobre este, nao des-
creve detalhadamente todos os genes. Para o aprimoramento do processo de descricao
dos genes, intimeros programas foram e vém sendo desenvolvidos, visando, por exemplo,
a predicao de genes, elementos regulatorios, sitios de iniciagao da traducao, localizacao de
motivos em sequéncias, entre outros (Pertsemlidis and Fodon 2001). E importante men-
cionar que, além da automatizacao da analise dos dados, uma visao biolégica é essencial
na interpretagao e corre¢ao das informagcoes (Andrade 2002).

Como dito anteriormente, essa etapa dos projetos de sequenciamento é feita no compu-
tador, por meio de programas de anélise e de consulta a bancos de sequéncias destinados
a anotacao gendmica. Observamos que nos projetos de sequenciamento Sanger esta etapa
era parcialmente feita pelos bitlogos. Sendo assim, essa etapa é denominada anotacao
semi-automatica.

17



Os programas e bancos de sequéncias utilizados na anotacao variam de acordo com
as necessidades de cada projeto de sequenciamento. Nesta secao descreveremos algumas
ferramentas comumente utilizadas.

Ferramentas de Analise

Nesta secao, apresentaremos inicialmente programas para comparar sequéncias geradas
nos projetos com sequéncias armazenadas nos banco de dados com informagoes biologi-
camente relevantes.

BLAST

BLAST (Basic Local Alignment Search Tool) é uma familia de ferramentas para andlise
de similaridade entre sequéncias e estd entre os programas mais usados em pesquisa de
bancos de sequéncias no mundo (Setitbal and Meidanis 1997).

BLAST utiliza uma heuristica que tenta otimizar uma medida de similaridade espe-
cifica. A complexidade espacial do algoritmo utilizado é expressa pelo produto do com-
primento da sequéncia a ser consultada (m) e comprimento das sequéncias pertencentes
a base de sequéncias(n), ou seja, O(mn) (Altschul et al. 1990; 1997).

BLAST pesquisa pequenos pares de subsequéncias, uma da sequéncia a ser consultada
e outra de uma das sequéncias do banco, cujo alinhamento tem qualidade minima de
acordo com informagoes do usuario. Alguns desses alinhamentos sao ligados para produ-
zir alinhamentos maiores, porém, mantendo a qualidade minima. BLAST utiliza entao
programacao dindmica e procedimentos heuristicos para produzir os alinhamentos finais
com espacos. No caso de pesquisa de sequéncias de proteinas, o BLAST utiliza matrizes
de substitui¢ao para pontuar os pares de residuos alinhados (Altschul et al. 1990; 1997).

BLAT

O BLAT é uma ferramenta de alinhamento de sequéncias genéticas mais rapida que as
ferramentas mais populares (Kent 2002), similar ao BLAST. Esta ferramenta foi utilizado
para resolver dois problemas durante o sequenciamento do genoma humano, alinhar mi-
lhoes de genes humanos e alinhar milhoes de genes inteiros e escolhidos aleatoriamente de
ratos contra genes humanos.

FASTA

FAST é uma outra familia de programas para consulta a bancos de sequéncias. O primeiro
programa a ser disponibilizado publicamente, o FASTP, foi projetado para pesquisar
apenas sequéncias de proteinas. O algoritmo béasico usado pelo FASTP era comparar cada
sequéncia do banco com a sequéncia a ser pesquisada e retornar aquelas mais similares
junto com os alinhamentos e outras informacoes importantes. A velocidade do FASTP
era devida a sua eficiéncia em comparar duas sequéncias muito rapidamente.
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Além das ferramentas de pesquisa, a familia FAST inclui um programa bastante ttil
para estabelecer o rigor estatistico de uma pontuagao. Melhorias na deteccao de similari-
dades no programa FASTP levaram a criagao do FASTA. Uma caracteristica incorporada
foi a capacidade de processar DNA assim como sequéncias de proteinas. FASTA pode
ser visto como uma combinacao de FASTP com FASTN, um programa projetado espe-
cificamente para analisar sequéncias de nucleotideos. Um outro programa dessa familia,
TFASTA, compara uma sequéncia de proteinas com um banco de sequéncias de DNA,
fazendo as tradugoes nas seis fases de leitura (http://fasta.bioch.virginia.edu/).

Uma outra observacao relaciona-se com a computacao das pontuacoes iniciais. FASTA
executa um passo adicional depois que as melhores regides foram selecionadas: tenta jun-
tar sequéncias que estejam em regioes vizinhas, mesmo que elas nao pertencam a mesma
diagonal. Com isso, as pontuacoes iniciais melhoram significativamente para sequéncias
relacionadas. Além disso, as 10 melhores regides sao escolhidas em FASTA, enquanto
que no FASTP eram apenas 5. Outros programas que usam as mesmas técnicas também
fazem parte do pacote. LFASTA é uma ferramenta para similaridades locais, reportando
mais do que um bom alinhamento entre um par de sequéncias.

PFAM

O Pfam (http://pfam.wustl.edu/) é banco de alinhamentos de familias de dominios
protéicos (regiao de uma proteina com uma funcao especifica). Um exemplo é a DNA
polimerase, que possui um dominio responsavel exclusivamente pela ligacao com a fita
de DNA. O Pfam ¢é dividido em dois bancos menores: o Pfam-A e o Pfam-B . O banco
Pfam-A contém mais de 2700 perfis de alinhamento (a maioria destes perfis abrange
dominios protéicos inteiros), sendo que esses alinhamentos foram montados permitindo-se
a insercao de espagos. Por sua vez, o banco Pfam-B é gerado automaticamente a partir do
agrupamento das sequéncias que sobraram durante o processo de construcao do Pfam-A.

PSORT

O PSORT ¢é um pacote de programas, desenvolvido por Nakai em 1991, para realizar
a predi¢ao da localizagao de proteinas nas células. De acordo com o tipo de organismo
ao qual a proteina pertence, um conjunto de localizacoes possiveis é testado. O PSORT
verifica se a proteina pertence ao citoplasma, & membrana interna, & membrana externa
ou ao periplasma da célula, um espago situado entre a membrana externa e membrana
citoplasmatica (http://www.psort.org/).

INFERNAL

O INFERNAL ¢ um pacote de ferramentas que permite ao usuario fazer perfis® em
estruturas secundarias de RNA similares ou criar novas estruturas baseadas em alinha-

3 Perfis de alinhamento sdo representacoes numeéricas, normalmente matriciais, de um alinhamento
multiplo. Esse perfil representa as caracteristicas comuns aquele particular conjunto de sequéncias, que
é, em geral, uma familia de proteinas.
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mentos miltiplos de sequéncias (Eddy 2005). O INFERNAL é também capaz de fazer a
detecgao de RNAs nao codificadores.

O INFERNAL é comparavel ao HMMER (Vide http://hmmer.wustl.edu/). O pacote
de ferramentas HMMER utiliza Modelos de Markov - de sequéncias lineares - para produ-
zir perfis de alinhamentos miltiplos de sequéncias, chamados de perfis HMMs. Os perfis
HMMs capturam apenas caracteristicas de estruturas primaéarias similares. Os perfis pro-

duzidos pelo INFERNAL incluem informacoes sobre sequéncias e estruturas secundarias
de RNAs.

O INFERNAL ¢ a implementacao de modelos probabilisticos para a anélise de estru-
turas de RNA, chamados de Modelos de Covariancia (MC). Uma vantagem consideravel
desta implementacao foi o ganho na complexidade do algoritmo de programacao dinamica
para MC em estruturas de RNA (em relacao aos baseados nos Modelos de Markov). O al-
goritmo base do INFERNAL é analogo ao algoritmo de Myers/Miller (para alinhamentos
de sequéncias lineares), porém tem uma complexidade da ordem de O(N?log N) enquanto
outros possuem complexidade da ordem de O(N?) (Eddy 2002).

A ferramenta gera saidas robustas, porém com falta de muitos dados acerca de carac-
teristicas relevantes para os especialistas. E muito importante ressaltar que os algoritmos
do INFERNAL requerem um enorme tempo de processamento, tornando-o uma ferra-
menta muito lenta e que os projetos que venham a necessitar de seu uso provavelmente
vao requerer o uso de varios processadores através de um ambiente distribuido, tal como
computacao em grade por exemplo.

Portrait

O Portrait é uma ferramenta baseada em Maquinas de Vetores de Suporte, apresentada
e desenvolvida por Arrial e co-autores (Arrial et al. 2009). Essa ferramenta possibilita
a andlise de ncRNA’s de transcriptomas de espécies pouco caracterizadas. O resultado
dado pelo Portrait é a probabilidade de uma sequencia nao codificar uma proteina.

2.3 Genoma Estrutural e Funcional

Nos projetos de sequenciamento existem dois possiveis caminhos para analisar o DNA de
um organismo: projeto genoma estrutural ou projeto genoma funcional. Os pro-
jetos de genoma estruturais visam sequenciar todo o DNA do organismo, incluindo as
partes que ndo codificam proteinas (introns e regides intergénicas). Ja nos projetos de
genoma funcional, o enfoque esta no sequenciamento das regides génicas cujos transcritos
efetivamente farao parte do mRNA final, que sera traduzido nos ribossomos. O obje-
tivo principal nos projetos genoma funcionais é conhecer os genes que sao expressos do
organismo estudado.

Tanto os projetos genoma estruturais como os funcionais tém dedicado uma parte do
esforco ao sequenciamento de ESTs (Ezpressed Sequence Tags). O conceito de EST foi
proposto no final dos anos 80 (Wolfberg and Landsman 2001). Uma EST é uma sequéncia
obtida do mapeamento de uma porcao do cDNA, gerado pela transcricao reversa do
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mRNA citoplasmatico, e pode ser feito a partir da extremidade 5 (EST 5') e/ou da
extremidade 3’ (EST 3') (Adams et al. 1991). O esquema de produgao de ESTs pode ser
observado na Figura 2.12.
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Figura 2.12: Ciclo de producao de ESTs.

Geralmente ESTs tém tamanho pequeno, variando em média de 200 a 800 pares de
bases e representam fragmentos de genes e nao sequéncias completas. Geralmente ESTs
sao sequenciadas uma tnica vez. Por isso, as sequéncias podem apresentar uma maior
frequéncia de erros do tipo remocoes, substituicoes e insercoes de bases quando compa-
radas ao mRNA original (Wolfberg and Landsman 1997). Além disso, essas sequéncias
comumente apresentam contaminacoes com material genético do vetor, que precisa ser
detectado e retirado antes, de prosseguir na andlise final dessas sequéncias, mas isso pode
ser feito por métodos computacionais.

O sequenciamento usando ESTs é uma estratégia rapida e eficiente na prospeccao
de novos genes, pois permite a analise da informacao efetivamente expressa por estes,
abordando principalmente o estudo de proteinas sem a necessidade de enfocar elementos
estruturais ou de regulacao génica. Nesta estratégia, é possivel trabalhar com pequenas
sequéncias, dispensando o esforco e os custos de efetuar a montagem completa do genoma.
Entretanto, o conhecimento de uma sequéncia genomica completa as vezes torna-se ne-
cessario, pois prové informacoes especificas, que nem sempre podem ser obtidas apenas
com o sequenciamento de ESTSs.

Desde a descricao original do projeto de sequenciamento de 609 ESTs, em 1991
(Adams et al. 1991), tem havido um acentuado crescimento no nimero de ESTs deposita-
das nos bancos publicos de sequéncias. Em meados de 1995 o niimero de ESTs no GenBank
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(http://www.ncbi.nlm.nih.gov/Genbank/) ultrapassou o nimero de nao-ESTs. Ja em
junho de 2000 os registros chegaram a 4,6 milhoes de ESTSs, constituindo 62% do total
de sequéncias depositadas no GenBank. Apesar do fato das ESTs originais serem de
origem humana, o banco dbEST do NCBI ( http://www.ncbi.nlm.nih.gov/) contém
atualmente ESTs de mais de 250 organismos (Wolfberg and Landsman 2001).

Em sequenciamento de alto desempenho, a producao de sequéncias expressas, deno-
minadas de cDNA, é realizada por um conjunto de técnicas descritas de forma breve na
Secao 2.1.2.

2.3.1 Genoma Funcional

Atualmente, novas sequéncias bioldgicas sao anotadas funcionalmente simplesmente da
comparac¢ao com sequéncias existentes, armazenadas em bancos de dados como, por exem-
plo, o GenBank (Rigden and de Mello 2002). A anotagao feita nessa abordagem compara
a nova sequéncia com outras sequéncias bem caracterizadas, verifica o grau de simila-
ridade entre essas sequéncias e transfere a funcao da sequéncia bem caracterizada mais
similar para a nova sequéncia.

A grande vantagem do genoma funcional é a sua eficiéncia em anotar novas sequéncias.
Essa eficiéncia se mostra muito importante hoje devido ao grande volume de sequéncias
obtidas nos projetos de sequenciamento. Porém existem duas falhas nesse método. Uma
nao muito grave é a incapacidade de anotar novas sequéncias que nao apresentam simila-
ridades com nenhuma outra sequéncia previamente conhecida. A falha mais grave nesse
método ¢ a grande probabilidade de se introduzir e propagar um erro de anotacao nas bases
de dados. Isso se deve ao fato que as anotacoes transferidas por métodos de comparacao
sao muito mais frequentes do que as anotagoes produzidas por experimentos laboratoriais.
Uma grande fonte de erros é a ma interpretacao dos resultados de alinhamento, feitos, por
exemplo, pelo BLAST (Altschul et al. 1990; 1997). Esse alinhamento mede a similaridade
local de duas sequéncias o que em alguns casos nao é uma caracteristica suficiente para
caracterizar uma transferéncia da funcao biologica.

Existem cinco métodos que sao classificados como genoma funcional. Trés deles sao
dependentes das sequéncias obtidas em projetos de genomas completos 4, que sao os perfis
filogenéticos, contexto gendmicos e genoma diferencial. Os outros dois métodos restantes
sao similaridade de arvores filogenéticas e o método baseado nas consequéncias de eventos
de fusao de genes.

2.3.2 Genoma Estrutural

Sabe-se que tanto a estrutura de uma proteina quanto sua estrutura tridimensional podem
determinar sua funcao. Os métodos tradicionais funcionam bem devido as conhecidas
relagoes entre sequéncia, estrutura e fungdo de proteinas (Rigden and de Mello 2002).

40 termo genoma completo se refere aos projetos de genoma que sequenciam todos o conteudo genético
de um organismo.
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Verifica-se que, de modo geral, proteinas de uma mesma familia nao possuem similaridades
em suas sequéncias, mas conservam mesma estrutura tridimensional.

A parte que caracteriza a funcao de uma proteina sao os residuos, que orientados em
suas corretas posicoes, servem de interfaces para a ligagao da proteina a outras molécu-
las. Como esses residuos podem nao ser conservados mesmo com grande conservacao da
sequéncia ou pequenas mudancas na sequéncia mudaram o posicionamento desses resi-
duos, impedindo assim o acesso a eles, a simples analise de uma sequéncia pode levar a
conclusoes erradas sobre a funcao, introduzindo assim erros aos bancos de dados. Esse
problema pode ser evitado através de uma extrapolacao da sequéncia em estrutura, de-
nominado de modelagem protéica.

Existem duas categorias de ferramentas de bioinformatica estrutural utilizadas para
inferéncia de funcoes a partir da estrutura protéica. A primeira categoria de ferramentas
busca por possiveis sitios de ligacao e a segunda tenta localizar possiveis sitios de catalise,
que s6 sao aplicaveis a enzimas.

2.3.3 Anotacao dos Projetos Genoma Pb e Genoma Guarani

O Projetos Genoma Pb e Genoma Guarand, foco dos experimentos desse trabalho, sao
genomas funcionais. Ambos anotados com base na similaridade das sequéncias obtidas nos
projetos. Nos dois projetos foram utilizados as seguintes classificagoes quanto a anotacao
da sequéncias:

e Anotacao com sucesso - a anotacao automatica reportou bons alinhamentos que
deram subsidios a anotacao do campo;

e Nao-conclusivo (nc) - a anotagao automatica reportou alinhamentos com valores de
e-value; menores que 107° e baixos scores

e Nao-identificado (nid) - a anotagdo automéatia nao reportou alinhamentos.

O Projeto Genoma Pb foi anotado com base nos resultados da anotacao automatica
feita com cinco bancos de dados, nr, COG, GO, Saccharomyces cerevisiae e Schizosac-
charomyces pombe, e dois algoritmos, BLAST e FASTA. Os bancos de dados nr, COG e
GO foram utilizados com o BLAST e os bancos de dados S. cerevisiae e S. pombe com
o FASTA, perfazendo um total de 2820 genes anotados manualmente, como mostrado a
Figura 6.2 da pagina 69.

A Figura 2.13 mostra uma anotacao do Projeto Genoma Pb. A secdo superior da tela
mostra os resultados da anotacao automatica que foram utilizados na anotacao manual.
A funcao da sequéncia é descrita no campo Nome do Produto e esse dado é o foco da
sugestao dada pelo BioAgents.

As anotagoes manuais do Projeto Genoma Guarané foram feitas com base nos bancos
de dados nr, KOG, GO e SwissProt utilizando a ferramenta BLAST, perfazendo um
total de 7.725 genes anotados, como mostra a Figura 6.6 da pagina 73.

A Figura 2.14 mostra uma anotac¢ao do Projeto Genoma Guarani. Anélogo ao Projeto
Genoma Pb, a secao superior da tela mostra os resultados da anotacao automética que
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ANOTAGAO do Projeto Pb
Contig268 (ver bases)

blastX contra nr

FrefNP_500000.1) (NM_068409) B0350 2d.p [Caenorhabditis elegans]

blastX contra xyva
Inexistente enhuma seqiiéneia similar encontrada!
blast¥ contra go

>3248 SPTR:P16157 symbol: ANK1_HUMAN "Anlyrin 1"[GO:0005200 "structural constituent of cytoskeleton"” evidence=TAS]
[GO:0003886 "plasma membrane" evidence=
[GO:0015629 "actin cytoskeleton” evidence
FASTA (*)
>>gi 19114634 refNP_3593722.1 hypothetical ankyrin-repeat protein [Schizosaccharomyces pombe] (234 aa)

Interpro
Sequence "" crcé4 checksum: length: aa.
method ZocHumber shortName location

Sequence "CITTGIGICICGCGECAGAGCACCTARATGATCCGTECCATTCECCTTTTIGATTGACRATG p20_3" crco6d4 checksum: DROTEB2358CEL172ZF length: 204 aa.

InterPro IPROOZ110 Znkyrin

method ZocHumber shortName location

FPrintScan PRO1415 ANEYRIN T[84-3&] 1.8e-05 T[96-108] 1.8e-05

ProfileScan PS50088 T[43-82] 9.458 T[83-115] 14.313 T[1l&-148] S5_885

ProfileScan PS50237

T[1-182] 35.835

(*XS_cerevisiae+5_pombe)

Nome do Produto: ankyrin-repeat protein
A

X ~ Para ver a tabela do COG
Categoria do COG: T/D Nome do COG:

EC(GO): D Para ver a tabela de categonas | Enderecos teis para anotagio:
Procura no Kegg: Categorizagio
45 33 &
Nome do Gene (Fasta): Pesquisa de Patentes:

Anotagdes:
Pfam: -
Enkyrin repezt

There's no clear separation between noise and signal on the

m

HMM search Ankyrin repezsts generally consist of & beta,
alpha, alpha, beta order of secondary structures. The
repeats associate to form a higher order structure.

The ankyrin repeat is one of the most common protein-protein
interaction motifs in nature. Ankyrin repeats are

tandemly repeated modules of sbout 33 amino acids. They
occur in a large number of functionally diverse proteins
mzinly from eukaryotes. The few known examples from
prokaryotes and wviruses may be the result of horizontal gene
transfers [MEDLINE:541512Z85]. The repeat has been found in
proteins of diwverse function such as transcriptional A

Figura 2.13: Tela de anotacao do Projeto Genoma Pb.
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foram utilizados na anotacao manual. A funcao da sequéncia também é descrita no campo
Nome do Produto.

Numero de bases: 1302 (ver bases)

BlastX contra NR
Nenhum hit encontrado.

BlastX contra KOG
Nenhum hit encontrado.

BlastX contra GO
Nenhum hit encontrado.

BlastX contra SwissProt
Nenhum hit encontrado.

DomAnios pfam de GRN-AM-F01-0068a A01 n-32 5:573 e:1079 (frame:-3}

1. BLIP ("Beta-lactamase inhibitor (BLIP) ", E-Value = 1.2)
2. DiS_P_Dis ("Bacterial Peptidase A24 N-terminal do”, E-Value = 9.68)
3. Lectin_legA ("Legume lectins alpha domain ”, E-Value = 4.9)

DomAnios pfam de GRM-AM-F01-00689 A01 p+11 s:1 e:306 (frame:+1)

1. DUF1596 ("Protein of unknown function (DUF1596) ", E-Value = 3.5)
DomAnios pfam de GRN-AM-F01-0068g A0l n-31 s:573 e:1079 (frame:-3)

1. BLIP ("Beta-lactamase inhibitor (BLIP) ", E-Value = 1.2)
2. DiS_P_DisS ("Bacterial Peptidase A24 N-terminal do”, E-Value = 9.6)
3. Lectin_legA ("Legume lectins alpha domain ", E-Value = 4.9)

Anotacdo Manual

Mome do produto: NG

Categoria KOG: Nome do KOG: |At5g15530 Tabela do KOG
EC(GO): Tzbela de Categorias Enderecos Uteis
Procura no Kegg: Categorizagdo

Nome do Gene:
Pesguisa de Patentes:

Anoctagdes:

Gravar Anotagdo

Figura 2.14: Tela de anotacao do Projeto Genoma Guarané.
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Capitulo 3

Fundamentos de Inteligéncia Artificial

A area de TA possui varias defini¢oes, nao existindo um consenso entre os pesquisadores.
Segundo (Russell and Norvig 2002), as defini¢de podem ser separadas em quatro catego-
rias: sistemas que pensam como humanos, sistemas que pensam racionalmente, sistemas
que agem como humanos e sistemas que agem racionalmente. Para esse trabalho serao
adotados as defini¢oes que se encaixam na quarta categoria, ou seja, sistemas que agem
racionalmente, como definido em (Winston 1992):

“The study of the computations that make it possible to perceive, reason, and act.”

3.1 Agentes Inteligentes e Sistemas Multiagentes

Nesta secao, discutimos conceitos relacionados a IA, com foco no desenvolvimento de
solucoes com agentes inteligentes de software, bem como no agrupamento de agentes
formado em um SMA, necesséarios para o entendimento deste trabalho.

3.1.1 Agentes Inteligentes

Podemos dizer que o conceito de agente segundo (Russell and Norvig 2002) é uma enti-
dade capaz de perceber seu ambiente através de sensores e de agir sobre esse ambiente
através de atuadores, conforme mostrado na Figura 3.1. Note que na figura, o médulo
de raciocinio “?” formaliza a funcao do agente, que mapeia sequéncias de percepgoes
especificas para determinadas acoes.

Para um melhor entendimento da figura e dos termos mencionados acima, conside-
remos, por exemplo, um agente robotico. Neste agente poderiamos ter como sensores
cameras e detectores da faixa de infravermelho e seus varios motores, por exemplo, bracos
roboticos, esteiras de movimentacao, funcionando como atuadores. Um outro exemplo
poderia ser um agente de software, que recebe sequéncias de teclas digitadas, contetido
de arquivos e pacotes de rede como entradas sensoriais e atua sobre o ambiente exibindo
algo na tela, gravando arquivos e/ou enviando pacotes de rede.
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Figura 3.1: Caracteristicas de um agente inteligente.

Segundo (Wooldridge 2009), um agente inteligente deve possuir como caracteristicas
desejaveis: autonomia, proatividade, sociabilidade (nogdo de sociedade) e reatividade.
Um agente inteligente deve ser autonomo e agir sem intervencao humana. Por proativi-
dade podemos entender que os agentes inteligentes devem ter iniciativas para que possam
atingir seus objetivos. A nocao de sociedade deve-se ao fato de que os agentes podem e
devem se relacionar com os outros agentes, ou seres humanos no ambiente, por exemplo,
a comunicacao dentro de um SMA para alcancar seus objetivos. Por fim, o conceito de
reatividade esta ligado a percepcao do ambiente pelo agente, e sua resposta pode ser en-
tendida em tempo hébil as alteragoes ocorridas, sempre agindo de forma a alcancar seus
objetivos (Wooldridge 2009).

Passaremos a relacionar as caracteristicas desejaveis de um agente inteligente con-
forme (Sycara et al. 1996):

e Execucao de tarefas: o agente pode executar tarefas delegadas tanto por humanos
como por outros agentes que pertencam ao ambiente relacionado;

e Confiabilidade: o agente deve realizar com seguranca e eficacia as tarefas delegadas
pelo usuario;

e Adaptabilidade: o agente deve se adaptar bem as alteracoes das necessidades dos
usuarios e do ambiente;

e Colaboracao: o agente deve colaborar tanto com os humanos quanto com os outros
agentes. Esta caracteristica permite que os agentes incrementem seus conhecimen-
tos, resolvam conflitos e inconsisténcias nas informacgoes recebidas e nas tarefas
realizadas, assim melhorando a capacidade de suporte a decisao;
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e Pro-atividade: o agente deve iniciar suas atividades para solucao de problemas,
antecipar informacoes e alertar os usuérios sobre as informagoes relevantes, além de
decidir quando mesclar informagoes para prover um melhor entendimento.

3.1.2 Sistema Multiagente

Hé& vertentes, direcionadas por diversos grupos de pesquisa, em relagao ao paradigma de
Agentes Inteligentes, na qual acredita-se que a inteligéncia nao pode ser separada do con-
texto social, ou seja, nao se deve considerar os agentes apenas como entidades inteligentes
isoladas. A partir deste contexto surge a idéia de SMA (Ferber 1999, Wooldridge 2009).

Segundo (Wooldridge 2009), um SMA consiste de agentes que interagem entre si,
tipicamente por envio de mensagens através de alguma infra-estrutura de rede computa-
cional; ou através de softwares capazes de viabilizar esta comunicagao, por exemplo, o
framework JADE que sera explanado na Secao 4.1.1 (Bellifemine et al. 2003). Na Figura
3.2 é apresentada a estrutura de um agente e suas caracteristicas desejaveis dentro de um
SMA.

Modulo de N
Conhecimento
, Ambiente
Mddulo de Colaborativo
Comunicacao
< >
Médulo de +—>
Acédo

Agente

Figura 3.2: Estrutura de um agente na abordagem de um SMA.

Analisando a Figura 3.2, podemos notar o Médulo de Conhecimento, o qual contém a
base de conhecimento utilizada pelo agente bem como o conhecimento alterado através de
mecanismos de aprendizagem. As acoes sao executadas pelo Modulo de Ag¢ao que processa
a execucao das requisicoes através das percepgoes dos agentes. Essas requisi¢oes sao
enviadas periodicamente pelo sistema. Estas acoes podem ser, por exemplo, acoes BLAST
(que executa a ferramenta NCBI BLAST) ou acoes de deteccao de genes (Genemark,
Glimmer). O Modulo de Comunicagao recebe as mensagens enviadas pelos outros agentes
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e pelo sistema e as envia para o destino apropriado. As requisi¢coes para execucao de acoes
sao enviadas para o Modulo de A¢ao enquanto as mensagens de dados sao enviadas para
o Mo6dulo de Conhecimento.

Os agentes trocam mensagens utilizando determinadas linguagens de comunicacao,
como a ACL (Agent Communication Language), padrao FIPA (FIPA 2006), ou a KQML
(Knowledge and Query Manipulation Language). Os agentes que compoem um SMA
podem interagir entre si ou com os usuarios, de acordo com seus objetivos e motivagoes.

Segundo (Sycara 1998), as caracteristicas de SMAs sao tais que: (i) cada agente possui
uma visao limitada; (ii) ndo ha controle global do sistema; (iii) trabalham com dados
descentralizados; e (iv) a computagio é assincrona (permitir comunicagao entre entidades
heterogéneas).

Para que os agentes sejam capazes de interagir, através de uma linguagem comum, é
desejavel que exista uma ontologia conceitual entre eles, a qual é definida e declarada em
uma linguagem, como em ACL, por exemplo.

3.2 Ontologia

Segundo (Gruber 1993), ontologia' é uma especificagio explicita de uma conceitualizagio.
Neste contexto, conceitualizacao é a organizacao do conhecimento sobre o mundo em
forma de entidades e a especificacao é a representacao da conceitualizacao em uma forma
concreta.

Para (Almeida and Bax 2003) existem caracteristicas e componentes basicos presentes
em grande parte das ontologias, a saber:

e Relagoes: representam o tipo de interacao entre os conceitos de um dominio;
e Axiomas: usados para modelar sentencas sempre verdadeiras;

e Instancias: utilizadas para representar elementos especificos, ou seja, os proprios
dados;

e Classes: organizadas em uma taxonomia?.

No contexto deste trabalho a Ontologia é utilizada na comunicagao entre os agentes,
definindo assim, uma linguagem comum entre os agentes nos sistema BioAgents.

3.3 Regras de Producao

Inferéncia é um processo pelo qual se chega a uma proposicao, afirmada com base em
uma ou mais proposicoes aceitas, como ponto de partida do processo. Existem dois tipos

1O termo ontologia conforme a Filosofia, significa uma sistemética da existéncia. Segundo (Gruber
1993), para a IA, o que existe é o que pode ser representado.

2Refere-se a classificacdo das coisas e aos principios subjacentes da classificacio. Quase tudo - objetos
animados, inanimados, lugares e eventos - pode ser classificado de acordo com algum esquema taxonémico.
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de raciocinio inferencial neste escopo: o encadeamento progressivo (forward channing) e
encadeamento regressivo (backward chaining).

No encadeamento progressivo, a parte esquerda da regra é comparada com os fatos
contidos atualmente na base de fatos. As regras que satisfazem a esta descricao tém sua
parte direita executada, o que, em geral, significa a introducao de novos fatos na base de
fatos. Por exemplo, temos um conjunto de condi¢oes (X, Y e Z) que compdem a parte
esquerda da regra, quando essas condicoes forem satisfeitas entao a parte direita da regra
sera executada (W), sendo que W é uma agao que pode vir a ser um novo fato, ou seja
pode vir a ser inserida na base de fatos.

X,Y,Z -> W

No encadeamento regressivo, ocorre um processo relativamento contrario ao encade-
amento progressivo, da direita pra esquerda. O comportamento do sistema é controlado
por uma lista de objetivos. Um objetivo pode ser satisfeito diretamente por um elemento
da base de fatos, ou podem existir regras que permitam inferir algum dos objetivos cor-
rentes, isto é, que contenham uma descricao deste objetivo em suas partes direitas. As
regras que satisfazem esta condicao tém as instancias correspondentes as suas partes es-
querdas adicionadas a lista de objetivos correntes. Caso uma dessas regras tenha todas as
suas condigoes satisfeitas diretamente pela base de fatos, o objetivo em sua parte direita é
também adicionado a base de fatos. Um objetivo que nao possa ser satisfeito diretamente
pela base de fatos, nem inferido através de uma regra, este objetivo é invalido. Quando o
objetivo inicial é satisfeito, ou nao ha mais objetivos, o processamento termina.

Neste trabalho foi utilizado o encadeamento progressivo das regras de produgao utiliza-
dos pelos agentes inteligentes, tendo em vista a caracteristica dos conjuntos de condicoes
das regras (parte esquerda das regras), como condi¢oes necessérias a serem satisfeitas para
uma recomendagao de anotagao (parte direita da regra).

3.4 Aprendizagem de Maquina

A aprendizagem de méquina trouxe um progresso significativo em diversas areas, inclusive
na Biologia (Mitchell 1997). Diz-se que um programa aprende a partir de um conjunto
de experiéncias, em relacao a um conjunto de tarefas, com uma medida de desempenho,
se seu desempenho na execucao de suas tarefas melhora com o aumento de sua experién-
cia (Mitchell 1997).

Como citado em (Russell and Norvig 2002), os algoritmos de aprendizagem de mé-
quina sao classificados em trés tipos distintos: supervisionados, nao supervisionados e por
reforco. A aprendizagem supervisionada consiste na descoberta de uma fun¢ao a partir
de exemplos de entradas e saidas desta funcao. Em ambientes totalmente observaveis, o
agente sempre pode observar o resultado da sua acao, o que favorece o uso da aprendi-
zagem supervisionada. Existem algumas técnicas de aprendizagem supervisionado, como
por exemplo, Redes Neurais do tipo Multilayer Perceptron, Maquina de Vetores de Suporte
(MVS), Algoritmos Genéticos e Arvores de Decisao.
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A aprendizagem nao supervisionada consiste no reconhecimento de padroes nas en-
tradas sem nenhuma informacao sobre a saida desejada. Um agente que usa somente
aprendizagem nao supervisionada nao consegue aprender o que fazer, pois ele nao possui
informacoes sobre qual seria uma acao correta e um estado desejavel a ser alcancado.
Redes neurais do tipo mapas auto-organizaveis, algoritmo k-médias e os algoritmos de
agrupamento hierarquico sao exemplos de técnicas de aprendizagem nao supervisionada.

A aprendizagem por reforco utilizada nesse trabalho sera abordada de forma mais
extensa e apresentada na Secao 3.5.

Segundo (Russell and Norvig 2002), alguns conceitos basicos sao necessarios para que
se possa utilizar aprendizagem de maquina:

e Exemplo: é um par (z, f(x)), onde x é a entrada e f(x) ¢ a saida esperada para a
entrada x. A inferéncia pura é a tarefa de achar uma funcao h que se aproxima de
f dado, um conjunto de exemplos da funcao f.

e Atributo: é uma caracteristica de um objeto, com isso, dizemos que um conjunto
de atributos define um objeto.

e Classe: é a classificacao dada a um objeto.

e Conjunto de Exemplos: Os conjuntos de exemplos sao divididos em conjunto de
treinamento e conjunto de teste. O conjunto de treinamento, como o proprio nome
sugere, treina o algoritmo e o conjunto de teste valida o treinamento feito.

e Querfitting: ocorre quando o algoritmo se ajusta para um conjunto de dados muito
especifico, sendo assim ineficaz para um conjunto de dados mais geral.

3.5 Aprendizagem por Reforco

Segundo (Sutton and Barto 1998), a aprendizagem por refor¢co é uma abordagem de TA
que permite a uma entidade aprender, a partir de sua interacao com o ambiente, por
meio do conhecimento sobre o estado do individuo, das agoes efetuadas e das mudancas
de estado que ocorreram devido a essas agoes.

A aprendizagem por refor¢o pode ser utilizado quando existem agentes, que necessitam
de uma maior autonomia, inserido em um ambiente, no qual nao existem exemplos de
acoes, que sirvam de parametros uteis para determinacao das proximas acoes. Neste caso,
o agente, apos executar qualquer agao, podera obter um retorno, o qual podemos chamar
de recompensa. Essa recompensa pode ser boa ou ruim dependendo da acao tomada pelo
agente. Tendo isso em vista, o papel da aprendizagem por reforco é utilizar as recompensas
obtidas para aprender as agdes Otimas, ou quase 6timas, dentro deste ambiente (Mitchell
1997).

Segundo (Dietterich et al. 2008), existe a necessidade de se aprender simultaneamente
e em diferentes escalas de tempo. Isto, apesar de complexo, ajuda a tornar a aprendiza-
gem por reforco mais eficiente, ja que as recompensas podem ser instantaneas, o que pode
aumentar a velocidade da aprendizagem. Existem algumas técnicas de aprendizagem por

31



reforco, como por exemplo, o agente baseado na utilidade, que utiliza a funcao de utili-
dade nos estados para selecionar uma acao que maximize a utilidade esperada. Também
podemos citar o algoritmo -learning, que utiliza a fungao QQ para calcular a utilidade de
uma a¢ao em um determinado estado.

3.5.1 Caracteristicas da Aprendizagem por Reforco

Conforme (Sutton and Barto 1998), grande parte dos sistemas que utilizam a aprendiza-
gem por reforco, possuem quatro caracteristicas em comum: aprendizagem pela interacao,
retorno atrasado, orientacao ao objetivo e usufruto versus exploracao. Esses quatro con-
ceitos serao explanados:

e Aprendizagem pela Interacao - Um agente de aprendizagem por reforco atua no
ambiente e aguarda pelo valor de refor¢o que o ambiente ou uma “entidade critica”
deve informéa-lo como resposta perante a acao tomada. Ele deve assimilar, através
da aprendizagem e durante varias interacoes, o valor de reforco obtido para tomar
decisoes posteriores.

e Retorno atrasado - O valor de reforco obtido, seja ele maximo até o momento, nao
significa que o agente tomou a melhor acao possivel, porém até o momento essa acao
foi a melhor.

e Orientacao ao Objetivo - Na aprendizagem por reforco, os agentes tentam alcancar
sempre um objetivo e esperam um retorno do ambiente ou de uma “entidade critica”.

e Usufruto versus Exploracao - Os agentes durante as interagao no ambiente, devem
decidir se deve agir segundo a melhor informacao ja obtida até o momento ou agir
tomando outra informacao qualquer para tentar coletar novas informacoes sobre o
ambiente.

3.5.2 O Problema da Aprendizagem por Reforco

O problema da aprendizagem por reforco é um problema de aprendizagem através de
interagOes para se alcangar um objetivo (Sutton and Barto 1998). O agente é o elemento
tomador de decisoes e também é a entidade que aprende dentro do sistema. O agente per-
cebe e interage com o ambiente, que é tudo além do préprio agente, através das percepgoes
de estados(s;) e a¢oes(at), como mostra a Figura 3.3.

O agente e o ambiente interagem durante uma sequéncia discreta de tempo, t =
1,2,3,.... Em cada momento ¢, o agente recebe uma representacao do estado do ambiente,
s; € S, onde S é o conjunto de possiveis estados e com isso seleciona uma agao, a; € A(s;),
onde A(s;) é o conjunto de agoes para o estado s;.

Toda acdo a; € A(s) tem uma recompensa imediata 7..1(s;,a;) € R, onde R é o
conjunto de possiveis recompensas, ou seja, no momento t+1 o agente recebe a recompensa
r¢+11 pela acao a; que foi tomada no estado s; e apos essa interagao o ambiente se encontraréd
no estado s¢11.
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Figura 3.3: Modelo classico de aprendizagem por reforgo (Sutton and Barto 1998).

Assim temos que a recompensa total que um agente recebe em seu tempo de vida,
partindo de um momento ¢ é:

R(t) = Z ik (3.1)
k=0

onde v € (0,1] é chamado de fator de desconto ou taxa de amortizagao. Caso k possua
um valor final, ou seja, k£ seja limitado superiormente ao invés de tender ao infinito como
mostrado na Equacao 3.1, a interacao entre o agente e o ambiente chega a um estado final
e termina. Porém normalmente esse limite superior nao existe.

Se v < 1 dizemos que o desconto é utilizado. Caso 7 — 0, significa que o agente
maximiza somente os reforgos imediatos e caso 7 — 1 o agente da maior importancia ao
estado final, desde que a interacao chega a um fim.

Resumindo, um algoritmo de aprendizagem por refor¢o procura maximizar R(t) para
todos os s € Ny, onde N, é o conjunto de estados no momento .

As funcgoes de retorno ou de reforco, sao responsaveis por calcular a recompensa
ri11(se, a¢) de cada agdo a; no momento s;. Existem pelo menos trés classes para es-
sas funcoes e devem ser escolhidas de acordo com o problema abordado:

e Reforgo s6 no estado final - O agente nesse caso s6 recebe uma recompensa ou uma
penalidade quando alcanca o estado final. Assim o agente aprendera que os estados
correspondentes a uma recompensa sao bons e os que levam a uma penalidade devem
ser evitados.

e Tempo minimo ao objetivo - Essa fun¢oes sempre retornam uma penalidade para
qualquer estado exceto o estado final, que tem recompensa 0. Assim o agente
aprende escolher acoes que minimizam o tempo para alcancar o estado final.

e Minimizar reforcos - Nem sempre, o agente precisa ou deve tentar maximizar a
funcao de reforco, ao invés, ele precisa minimizi-la. Isso é necessario quando o
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reforgo é uma funcao de recursos limitados e o agente precisa aprender a conserva-
los.

Na aprendizagem por reforco o agente normalmente deve aprender uma politica para
alcancar seu objetivo, essa politica é denotada por 7 e nao ¢ nada além de um mapeamento
de estados e agdes em um valor 7(s,a). Um agente de aprendizagem pode mudar sua
politica e assim a probabilidade da escolha de acoes muda, o que acarreta numa variacao
do funcionamento do sistema. Assim podemos dizer que um problema de aprendizagem
por refor¢o pode ser expresso em termos da convergéncia até uma politica 7*(s,a) que
conduz a uma solu¢ao 6tima.

Outras duas fun¢oes importantes usadas na maioria dos algoritmos de aprendizagem
por reforgo sdo as fungoes valor-estado e valor-agao, denotadas por V(s) e Q(s,a) res-
pectivamente. Essas funcoes definem se estar em um estado ou estar em um estado e
executar uma agao é bom para o agente. Ser bom para o agente quer dizer que o agente
pode esperar bons retornos.

Como a escolha das agoes é baseada na politica 7, essas fung¢oes também sao depen-
dentes dessa politica. Com isso pode-se definir em um processo de decisao markoviano as
fungoes valor-estado V™ (s) e valor-agao Q7 (s, a) com sendo:

V7(s) = Ex{Rilsi = s} = Ex{3 507" eskialsr = s}
Q7 (s,a) = Ex{Ri|s; = s,a; = a} = E- {37500V "esnpalse = 5,0, = a}

Onde E, denota o valor esperado se o agente seguir a politica .

3.5.3 Propriedade de Markov

Quando a probabilidade de transicdo no momento ¢ de uma estado s; para um estado s’
apoOs a execucao de uma acao a;, depender pelo menos do estado s; e da acao a;, mas
nunca depender de mais que o historico completo de estados e agoes até o momento, ou
seja, do conjuntos Sg, S1, S, ..., S¢ € ag, a1, ds, ..., a;, diz-se que satisfaz a propriedade de
Markov (Sutton and Barto 1998).

Com isso podemos definir a equacao que expressa a probabilidade de alcancar o estado
S¢y1 € a recompensa ;11 no momento ¢ + 1 ap6s uma agao a; executada no momento ¢,
como sendo:

/ /
PT{St—I—l =S5, Tt4+1 =T |St7atart7 St—1,At—1,Tt—15 -+ 31,(11,7"1,30,&0}

Caso essa probabilidade somente dependa do estado e da acao anterior, a equacao é a
seguinte:

Pr{sis1 =&, rep1 =1"|s, a1}

onde Pr é o operador de probabilidade.
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3.5.4 Processo de Decisao de Markov

Um problema de aprendizagem por reforco que satisfaz a propriedade de Markov é cha-
mado de processo de decisao de Markov. Se o conjunto de estados e a¢oes forem finitos,
entao este &€ um processo de decisao de Markov finito.

Em um processo de decisao de Markov finito, podemos definir a probabilidade de um
estado s passar a um estado s’ dada uma agao a, é:

Py = Pri{sy = s'[s; = s,a; = a}

De forma analoga podemos definir a recompensa esperada, dados os estados s e ' e a
acao a, podemos definir a expressao como:

Rg,s’ = FE{rilsi =s,a, = a, 841 = s}

Os valores de P!, e R determinam os aspectos mais importantes da dinamica de
uma problema de decisao de Markov finito. Ele pode ser caracterizado como:

e um ambiente que evolui probabilisticamente baseado em um conjunto finito e dis-
creto de estados;

e para cada estado do ambiente, existe um conjunto finito de acoes possiveis;

e para cada passo em que o sistema de aprendizagem executar uma agao, é verificado
um custo positivo ou negativo para o ambiente em relagao a agao;

e estados sao observados, acoes executadas e reforcos, relacionados.

Assim, para quase todos os problemas de aprendizagem por reforco é suposto que tenha
a forma de um processo de decisao de Markov, desde que seja satisfeita a propriedade de
Markov no ambiente. Nem todos os algoritmos de aprendizagem por refor¢o necessitam de
uma modelagem como processo decisorio de Markov inteiro do ambiente, mas é necessério
ter pelo menos a visao do ambiente como um conjunto finito de estados e agoes.

3.5.5 Meétodos de Solucao

Segundo (Sutton and Barto 1998), para solucionar problemas de aprendizagem por reforgo
existem trés classes de métodos fundamentais: programacao dinamica, Monte Carlo e
diferenca temporal.

A programacao dinamica refere-se ao conjunto de algoritmos que podem ser usados
para computar politicas 6timas, dado que se tem um modelo perfeito do ambiente como
um processo decisorio de Markov. Esses algoritmos, portanto, sao considerados limitados,
j& que, necessitam do modelo perfeito do ambiente.

Os algoritmos classicos de programacao dinadmica sao usados de forma limitada, ja que
uma modelagem perfeita do ambiente exige um grande esforco computacional. Apesar
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disso eles fornecem um bom fundamento para o conhecimento dos outros métodos usados
na solucao de problemas de aprendizagem por reforco e também fornecem um padrao de
comparagao.

A idéia na qual a programacao dinamica se baseia é usar valores de funcoes para orga-
nizar e estruturar as buscas pelas melhores politicas. E com um ambiente bem modelado
como um processo de decisao de Markov, toda dinamica do sistema é baseada nas funcoes
Pe e R{,, que foram descritas na Segao 3.5.4.

O método de Monte Carlo, por sua vez, nao necessita de uma modelagem do ambiente
e se baseia simplesmente no calculo da média dos retornos obtidos em sequéncia. Para
garantir que existam valores de retorno bem definidos, o0 método é definido somente para
tarefas temporais, ou seja, a experiéncia é dividida em episédios e todos os episddios
eventualmente terminam independentemente das acoes tomadas. Com isso, somente apos
o termino de um episdédio que os valores sao estimados e as politicas sao alteradas.

Apesar das diferengas do método Monte Carlo e da programagao dinamica, as idéias
mais importantes do método da programacao dinamica sao utilizados no Monte Carlo. Os
dois métodos computam a mesma funcao de valor e também interagem da mesma forma
para alcancar a resultados 6timos.

Ja o método de diferenca temporal utiliza idéias dos dois métodos anteriores, assim
como o Monte Carlo, esse método pode aprender diretamente da experiéncia pura sem
uma modelagem do ambiente, onde aplica técnicas da programacgao dinamica, quando faz
estimativas da funcao de valor a partir de outras estimativas ja aprendidas.

O método que serd proposto nesse trabalho no Capitulo 5 pode ser classificado como
um método de diferenca temporal e faz uso de suas vantagens sobre os métodos Monte
Carlo e programacao dinamica. Como vantagens podemos citar: a nao necessidade de um
modelo do ambiente bem definido e a experiéncia nao precisa ser dividida em episédios,
o que se adequa ao contexto de um sistema que recomenda anotacoes em projetos de
sequenciamento de genomas.

3.5.6 Algoritmos de Aprendizagem por Reforco

Nesta secao sera apresentado um algoritmo classico de aprendizagem por reforco, o 1-step
Q-Learning.

1-step Q-Learning

Segundo (Whitehead 1991), o algoritmo 1-step Q-learning é descrito como segue:

One-Step-QLearning(){
1. s = Estado atual
2. se (s \in G) entdo pare
3. escolha a \in A(s)
4. -execute agdo a
/* Como consequéncia, o agente recebe
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uma recompensa r(s,a) e move para o
estado succ(s,a), incrementando o
nimero de passos t =t + 1
5. Q(s, a) :=r(s, a) + yU (succ(s, a))
6. Volta para 1.

Deve-se notar que U(s) = max,cas)Q(s,a) em todos os instantes.

Esse algoritmo armazena informacao sobre seus “acertos” em agoes dentro dos estados.
Isso é feito mantendo o valor de (s, a) dentro do estado s para cada agdo a. Q(s,a) se
aproxima ao total 6timo de recompensas recebidas por um agente que inicia em s, executa
a, e age de forma Otima.

A linha 3 implementa a selecao de uma acao, porém aqui ela nao é definida, ja que
podem ser utilizadas quaisquer heuristicas para essa selecao. As linhas 4 e 5 implementam
respectivamente, a execugao da agao e a atualizagao do valor Q(s,a).

Para analisar o 1-step @-learning, vamos considerar um caso geral e determinar que
o conjunto GG é o conjunto de todos os s que sao classificados como estados objetivos, ou
seja, estados que o agente quer alcancar. E que todos os valores () de cada estado sao
inicializados com 0.

Definimos que:
1. O valor @ é consistente se e somente se para todo s € G e a € A(s), Q(s,a) =0e
para todo s € S — G e a € A(s), —1 + U(succ(s,a)) < Q(s,a) <=0

2. Um Q-Learning sem desconto com representagao de penalidades por agao é chamado
de admissivel se somente se os valores () sao consistentes e sua selecao de acao é
dado por: a = mazyecasQ(s,a’).

Se um algoritmo @-Learning é adminissivel, entao seus valores () sao consistentes e
sao decrescentes.

Lema 1: Para todo passos t de uma algoritmo sem desconto com representacao de
penalidades por acao e admissivel temos:

Ut(st) + ZSES ZaeA(s) QO(S’ (Z) —t=< ZSES ZaGA(s) Qt(s’ CL) + U0<SO) - lOOpt

loop" < 35D nenis)(@(s,a) — Q'(s,a))

onde loop! é o nimero de acdo antes do passo t que nao alteraram um estado.

O Lema 1 mostra que todos os passos dependem somente do estado inicial e do valor
( atual, e que todos os valores () diminuem ao longo da execucao.

Lema 2: Um algoritmo -Learning sem desconto com representacao de penalidades
por acao e admissivel termina em até:
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D ses-G 2aca(s) (@8, a) + gd(succ(s, a)) + 1) — U%(s°)

Onde —gd(s) é o total de recompensas 6timo sem descontos.

Teorema 1: Um algoritmo ()-Learning sem desconto com representacao de penalidades
por acao e admissivel alcanga um estado objetivo e termina em no maximo O(en) passos.

Inicio Objetivo

Figura 3.4: Exemplo de pior caso para o Q-Learning.

Se o conjunto de estados ndo possuir duplicatas, entdo e < n?, entdo a complexidade
de pior caso se torna O(n?). A Figura 3.4 mostra um conjunto de estados onde no minimo
1
—n3 — én passos podem ser necessarios para chegar ao estado objetivo.

6

Como o conjunto de estados e seus conjuntos de a¢oes para o uso do )-Learning dentro
do BioAgents nao foi definido, nao temos como calcular o valor exato de e. Porém pode-se
afirmar que o @)-Learning é polinomial em n em seu pior caso, ja que é possivel modelar
um conjunto de estados e acoes que nao faz com que e se torne exponencial e ainda mais,
se o conjunto de estados nao possuir duplicatas podemos dizer que e < n?.

3.6 Trabalhos Correlatos

Varios trabalhos na area de Bioinformatica utilizam técnicas de IA, através do uso de
abordagens distintas como a de SMA, Mineragao de Dados, Aprendizagem de Méquina,
Raciocinio Automatico e Tratamento Seméantico. Essas abordagens tém sido aplicadas em
diferentes processos envolvidos no pipeline de execucao que inclui desde a comparacao e
analise de genomas até a inferéncia das funcoes dos genes dos organismos. Apesar de um
grande volume de trabalhos nesta area, nao foi encontrado nenhuma trabalho que utiliza
SMA e aprendizagem de méaquina para anotar funcoes genomicas como proposto neste
trabalho.

Passaremos a apresentar alguns trabalhos que consideramos importantes por se relaci-
onarem a Bioinformatica com utilizacao de técnicas de IA, através de diversas abordagens,
no entanto, nao pretendemos ser exaustivos.
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O sistema BioMAS utiliza a abordagemde SMA para anotagao automatica do virus da
herpes (Decker et al. 2001). O foco do trabalho esta na extragao da informagao contida
nos bancos de dados piblicos e no processo de anotacao automatica.

O Eletronic Annotation-EAnnot é uma ferramenta originalmente desenvolvida para a
anotagao manual do genoma humano (Ding et al. 2004). O software combina ferramentas
para extrair e analisar grandes volumes de dados em bancos piblicos, gerando anotacoes
automaticas e predi¢oes de genes de forma rapida. EAnnot usa informagoes contidas em
RNA mensageiros, Expressed Sequence Tags-ESTs e alinhamentos de proteinas, além de
identificar pseudogenes, entre outras caracteristicas.

O software Ambiente para Anotacao Automética e Comparacao de Genomas-A3C
(Santos and Bazzan 2004) é baseado em uma aquitetura de SMA e tem como proposito a
integracao de tarefas relacionadas a anotacao denominada pelos autores como nivel 1 e a
comparacao de genomas considerada como nivel 2. O nivel 1 é composto por ferramentas
para a anotacao automética de proteinas, enquanto o nivel 2 é composto por algoritmos
para comparacao de genomas que visam a extracao de informacoes tteis aos resultados
do nivel 1. O objetivo do A3C é descobrir a relacao entre diversos organismos, obtendo
entao informacoes especificas sobre um dado genoma através do conhecimento sobre outros
genomas que ja se encontram sequenciados.

A ferramenta denominada Agent-based environmenT for aUtomatiC annotation of
Genomes-ATUCG ¢é baseada em uma aquitetura de agentes, tendo como objetivo re-
duzir o trabalho manual dos bidlogos através da re-anotacdo (Bazzan et al. 2003). No
processo de re-anotacao as informacoes adquiridas das sequéncias originalmente anota-
das sao revisadas e comparadas com novos modelos e dados para obter caracteristicas e
informacgoes sobre as sequéncias e refazer a anotacao manual, caso seja necessario.

Foi apresentado por (Tetko et al. 2008) um método que utiliza aprendizagem de mé-
quina aplicado na anotacao, que utiliza o melhor valor de score de alinhamentos para
determinar a funcao da sequéncia. Neste trabalho, foi utilizada a técnica de 5-fold cross-
validation em cada algoritmo de aprendizagem para predizer o score de cada par de
proteinas. Apos a validacao em diferentes bases de dados, é escolhido o melhor score
calculado por esses algoritmos.

Com o intuito de melhorar a anotacao de Caenorhabditis elegans utilizando técnicas
de aprendizagem de maquina, foi proposto por (Rétsch et al. 2007) um sistema de apren-
dizagem, chamado de mSplicer, que foi treinado para reconhecer éxons e introns dentro
de um mRNA. Foi utilizada a técnica de Maquina de Vetores de Suporte e Label Sequence
Learning. Este trabalho conseguiu identificar corretamente todos os éxons e introns do
genoma do C. elegans.
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Capitulo 4

BioAgents

Nesse capitulo serd apresentada o sistema BioAgents. Sua concepcao inicial seré descrita
na Secao 4.1. Na Secao 4.2 serao apresentadas todas as modifica¢oes que foram realizadas
para melhoria do sistema e para o suporte a nova arquitetura que sera proposta para o
uso do aprendizado por reforgo.

O sistema BioAgents possui codigo fonte aberto utilizando licengca GPL e esta hos-
pedado no SourceForge ( http://bioagents.sourceforge.net/), sendo que seu codigo
fonte esta disponibilizado no enderego http://sourceforge.net/projects/bioagents/.

4.1 Concepcao Inicial do BioAgents

O sistema BioAgents, proposto em (Lima 2007, Lima et al. 2007) e depois de aprimorado
em (Ralha et al. 2008), ¢ um SMA, no qual diferentes agentes cooperam entre si e inte-
ragem com o ambiente, com o objetivo de auxiliar os bi6logos no processo de anotacao
manual. Sua arquitetura inicial foi proposta como mostra a Figura 4.1.

Nessa arquitetura, a camada de apresentacao é responsavel por receber as requisi¢oes
submetidas ao sistema e retornar o resultado do processamento ao usuario. Essa requisicao
consiste na submissao de sequéncias a serem analisadas.

A camada colaborativa é responsavel pela consolidagao dos resultados provenientes das
andlises feitas sobre os bancos de dados da Camada Fisica e por retorna-los & Camada de
Apresentacao. Essa camada é composta pelos seguintes agentes:

e Agente Resolvedor de Conflitos - Esse agente tem por objetivo submeter as requi-
sicoes enviadas pela Camada de Apresentacao aos agentes gerentes especializados.
Ao receber os resultados dos agentes gerentes, esse agente também decide qual a
sugestao mais apropriada para ser enviada a Camada de Apresentacao.

e Agentes Gerentes - Os agentes gerentes recebem do agente resolvedor de conflitos as
requisicoes de acordo com sua especialidade. Um particular agente deste tipo verifica
quais sao os bancos de dados e saidas dos programas que devem ter sido previamente
executados. Esses agentes alocam os Agentes Analisadores para fazer a anélise
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Figura 4.1: Arquitetura proposta para o BioAgents (Lima et al. 2007).
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individual dessas saidas juntamente com os bancos de dados. Os Agentes Gerentes
aguardam as sugestoes de todos agentes analisadores, consolidando-as através do
uso de regras de producao previamente definidas.

e Agentes Analisadores - Cada agente analisador avalia os resultados apresentados em
um arquivo de saida gerado pela ferramenta especifica. Ele é criado por solicitacao
de um agente gerente e esses agentes utilizam analisadores para extrair informagoes
dos arquivos de saida, gerando uma estrutura contendo dados especificos das ferra-
mentas. O resultado desse processamento é uma sugestao, que é retornada a um
agente gerente.

A camada fisica é responsavel pelos bancos de dados utilizados pelo BioAgents.

Na implementagao inicial (Lima et al. 2007), foram utilizados duas ferramentas para
fazer o alinhamento das sequéncias, o BLAST (Altschul et al. 1997) e o FASTA
(http://fasta.bioch.virginia.edu/). Os Agentes Analisadores, por sua vez, nao exe-
cutavam as ferramentas para obter a saida. mas necessitavam da saida como parte de sua
requisicao.

Para a comunicacao entre os agentes, foi utilizado um tnico protocolo de comunicac¢ao
entre todos os agentes, o Request Interaction Protocol definido pela FIPA (FIPA 2006)
como mostra a Figura 4.2. Utilizando esse protocolo, os agentes faziam suas requisicoes,
normalmente aceitas, exceto quando um agente recebia uma requisicao invalida, ou nao a
entendia.

4.1.1 Ferramentas Utilizadas

Passaremos a apresentar as ferramentas utilizadas para o desenvolvimento do BioAgents:

JADE

O JADE (Java Agent DEvelopment Framework), que segue os padroes da organizagao
FIPA (FIPA 2006), tem sido amplamente utilizado em vérios projetos como: projetos
que trabalham com ontologias; projetos de telecomunicacoes e projetos voltados para
computacao em grade.

Segundo (Bellifemine et al. 2003; 2005), o framework JADE, desenvolvido pela TI-
LAB (Telecom Italia LAB), é um middleware utilizado para desenvolvimento e execugao
de aplicacoes peer-to-peer baseadas em agentes inteligentes, que pode operar tanto em am-
bientes computacionais wired (com fio) como wireless (sem fio). JADE é um framework
completamente desenvolvido em Java e estd fundamentado de acordo com os principios
seguintes:

e Interoperabilidade - Conformidade com a especificagdo FIPA (FIPA 2006). Isto
significa que os agentes construidos com o JADE podem interoperar com outros
agentes desde que estes obedecam a especificacao FIPA.
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Figura 4.2: FIPA Request Interaction Protocol (FIPA 2006).
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e Uniformidade e Portabilidade - JADE prové um conjunto homogéneo de APIs! que
¢ independente da rede e da versao Java utilizada. Em relacao a linguagem Java, as

APIs JADE fornecem recursos para desenvolvedores em ambientes J2EE2, J2SE? e
J2ME*.

e Facilidade de Uso - Apesar do framework possuir uma determinada complexidade,

esta fica transparente ao usuério devido a simplicidade provida pelo seu conjunto
de APIs.

e Filosofia “Pay-as-you-go” - Os desenvolvedores nao precisam usar todos os recursos
fornecidos pelo middleware. Os recursos que nao estao sendo utilizados nao trazem
overhead aos recursos computacionais.

O JADE possui uma vasta biblioteca, através de um conjunto de classes Java, para o
desenvolvimento de agentes inteligentes, bem como um ambiente de execucao que prové
servicos bésicos, os quais devem ser ativados no dispositivo® antes dos agentes serem
executados. Cada instancia, em tempo de execucao do JADE, é chamada de container
(desde que esta contenha agentes). O conjunto de containers é chamado de plataforma
e prové uma camada homogénea, a qual nao é transparente aos agentes, pois o container
determina a localizagao de um agente na plataforma (Bellifemine et al. 2003).

O framework JADE é extremamente versatil, com bom desempenho tanto em conjunto
com aplicagoes construidas em arquiteturas complexas, tais como .NET or J2EE, ou
em conjunto com aplicagoes executadas em ambientes com recursos limitados, tais como
dispositivos moveis, como telefones celulares. Na Figura 4.3 temos a arquitetura do
framework JADE.

O framework pode ser observado a partir de duas visoes: funcional e da aplicagao. Do
ponto de vista funcional, o JADE prové os servicos béasicos necessarios para aplicacoes
peer-to-peer em ambientes wired ou wireless. O JADE permite que cada agente, dentro do
paradigma peer-to-peer, descubra dinamicamente os outros agentes, que fazem parte do
sitema multiagente, e estabeleca comunicacao entre eles. Do ponto de vista da aplicacao,
cada agente é identificado por um nome (identificador tnico) e prové um conjunto de
servigos. O agente pode registrar e modificar seus servi¢os e/ou buscar por agentes,
dentro do SMA, que fornegam um determinado servigo, pode controlar seu ciclo de vida
e, em particular, estabelecer comunicac¢do com todos os outros peers (topologia peer-to-
peer) (Bellifemine et al. 2003).

A comunicacao estabelecida entre os agentes, por troca de mensagens, pode ser feita de
maneira assincrona. Segundo (Bellifemine et al. 2005), este ¢ um modelo de comunicagao

LAPI, Application Program Interfaces, ¢ um conjunto de rotinas, classes, protocolos e ferramentas
para construcado de softwares.

2J2EE (Java 2 Platform Entreprise Edition) é um ambiente de desenvolvimento para aplica¢des em
maquinas de grande porte (servidores), por exemplo.

3J2SE (Java 2 Platform Standard Edition) ¢ um ambiente de desenvolvimento para aplicagdes em
desktop, por exemplo.

4J2ME (Java 2 Platform Micro Edition) é um ambiente de desenvolvimento para aplicacdes em redes
wireless e dispositivos moveis, por exemplo.

5Um dispositivo mével, caso J2ME, ou uma aplicacdo executando em um PC (no caso do J2SE ou do
J2EE).
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Figura 4.3: Arquitetura do framework JADE (Bellifemine et al. 2003).

usado para comunicacgoes entre entidades heterogéneas que nao sabem nada sobre as
demais entidades com as quais estabelecem comunicacao. A estrutura da mensagem esta
de acordo com a linguagem ACL, definida pela FIPA (FIPA 2006).

BioJava

O Biojava ( http://biojava.org/) é um projeto de codigo aberto que visa disponibili-
zar ferramentas, desenvolvidas em Java, para processamento de dados biologicos. Estas
ferramentas incluem objetos para manipulacao de sequéncias, analisadores de arquivos,
programacao dinamica, entre outros. O BioJava foi utilizando na trasformacao das saidas
tipo BLAST em uma estrutura de dados adequada ao BioAgents.

JESS

Em relacao ao processo de inferéncia realizado por regras de producao foi utilizado o
JESS (Java Ezxpert System Shell) ( http://wuw.jessrules.com/), O JESS é um motor
de inferéncia para construcao de bases de conhecimento e inferéncia dirigida por padrao.
Foi desenvolvido por Friedman-Hill no Sandia National Laboratories. Como o proprio
nome sugere, o JESS é feito para interagir com Java, o que permite a criacao de soft-
ware Java com a capacidade de reagir usando conhecimento vindo das regras declarativas
implementadas no JESS. O JESS é considerado leve e rapido sendo projetado para dar
acesso a toda API Java. Desta forma, é possivel criar objetos Java, invocar métodos dessa
linguagem e implementar interfaces Java sem compilar nenhum cédigo Java.
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Protégé

Com relacao ao apoio ferramental para definicao de ontologias, a ferramenta Protégé é
uma das mais utilizadas em ambito mundial. Protégé foi desenvolvida como uma ferra-
menta de codigo livre, permitindo assim que possa ser realizada customizagoes de modo
a compatibliza-la com outras ferramentas para criacao de ontologias, bem como permite
a geracao automatica de codigo. Isso é possivel porque podemos definir em Protégé uma
ontologia em um formato abstrato, que pode entao ser convertido para linguagens especi-
ficas, através de plug-ins. O Protégé gera codigo de ontologia em JADE automaticamente,
usando como formato abstrato na ferramenta o modelo de ontologias de JADE (http://
protege.stanford.edu/).

4.2 Modificagoes no Sistema BioAgents

Todas as mudancas feita no sistema BioAgents foram feitas baseada na arquitetura ori-
ginal, ou seja, todas as camadas continuam com a mesma estrutura. Porém a camada de
apresentacao sera representada como uma nivem, conforme apresentado na Figura 4.4,
pois essa camada pode ser generalizada para que qualquer tipo de sistema, que possa en-
viar uma mensagem para o agente resolvedor de conflitos, faga uma requisicao ao sistema
e obtenha uma resposta.

Interface com usuario

Figura 4.4: Representacao da camada de apresentacao.

4.2.1 Drools

A primeira mudanca feita no BioAgents, foi a alteragdo do motor de inferéncia. O JESS
apesar de ser um bom motor de inferéncia nao apresenta uma linguagem, ferramentas de
auxilio para o desenvolvimento muito amigéveis, e a evolucao deste motor de inferéncia
estd aparentemente desativada, ja que a ultima atualizacao foi feita em 11 de novembro
de 2008. Pelos motivos expostos, o JESS foi substituido pelo Drools (Browne 2009). O
Drools é um projeto da JBoss.org e também é um motor de inferéncia para construgao
de bases de conhecimento e realiza inferéncia como o JESS. O Drools foi construido em
Java e disponibiliza uma API para integracao com qualquer aplicagao Java. O Drools é
dividido em quatro subprojetos:

e Drools Guvnor - E um repositorio centralizado de bases de conhecimento drools que
possui diversas ferramentas web para gerenciamento.
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e Drools Expert - Esse projeto é o motor de inferéncia propriamente dito.

e Drools Flow - Prové a capacidade ao motor de inferéncia de organizar os processos
e as regras em fluxos.

e Drools Fusion - Prové a capacidade ao motor de inferéncia de processar eventos
temporais.

Para a implementacao do BioAgents foi utilizado somente os projetos Drools Ezpert
e Drools Flow. Na Figura 4.5 é apresentado um exemplo de fluxo utilizado no agente
resolvedor de conflitos.

Q Start

Gene non identified

3% Run Portrait

End

Figura 4.5: Fluxo Drools utilizado no Agente Resolvedor de Conflitos (FIPA 2006).

O fluxo apresentado na Figura 4.5 descreve parte do funcionamento interno do Agente
Resolvedor de Conflitos, onde primeiramente ¢é verificado se existem sugestoes que identi-
ficaram o gene. Caso existam tais sugestoes, o agente executa as regras do grupo "‘Hits'"”’,
caso contrario, o agente solicita a outro agente a execugao do Portrait, que seré discutida
posteriormente na Secao 4.2.3.

No cédigo abaixo apresentamos um exemplo de regra utilizado no sistema BioAgents.

rule "Get Best Hit"
ruleflow-group "Hits"
when
sl : Sugestion()
s2 : Sugestion()
eval(sl.getHit () .getEvalue() >= s2.getHit().getEvalue())
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eval(sl.getHit () .getScore() <= sl.getHit().getScore())
eval(sl != s2)

then
Ruleldentifier ruleldentifier = Ruleldentifier();
ruleldentifier.setPackageName (kcontext.getRule() .getPackageName());
ruleIdentifier.setName (kcontext.getRule() .getName());
if (!s2.getRules() .contains(ruleIdentifier)){

s2.getRules() .add(ruleldentifier);
}
retract(sl);
end

Nota-se que o Drools possibilita que a parte “then” da regra seja escrita em Java, o
que facilita o desenvolvimento de regras no Drools. Essa regra verifica se existem duas
sugestoes distintas que possuem e-values distintos e remove a de maior e-value.

4.2.2 Problema da Troca de Mensagens

Foi identificado na implementacao inicial do BioAgents um problema na troca de men-
sagens entre os agentes. O fluxo de mensagens no qual foi identificado o problema é
apresentado na Figura 4.6.

Agente Resolved
Agente de Interface genie esg vedor Agente Gerente Agente Analisador
de Conflitos
REQUEST >
( AGREE
REQUEST
>
( AGREE
REQUEST >
AGREE
INFORM
( INFORM
INFORM
<€

Figura 4.6: Fluxo de Mensagens na implementacao inicial do BioAgents.

Entende-se por agente de interface qualquer programa que tenha a capaciadade de
enviar uma requisicao ao Agente Resolvedor de Conflitos e espere uma resposta. Qualquer
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programa, refere-se a capacidade do JADFE de receber informagoes através de mensagens
de qualquer programa, nao apenas de agentes, e também de responder essas mensagens.

Todas as mensagens recebidas e enviadas por um agente eram tratadas por um tnico
comportamento (Behaviour segundo a nomenclatura do JADE). Esse comportamento era
implementado utilizando uma maquina de estados finita (FSMBehaviour). Com isso, o
comportamento nao era flexivel o suficiente para tratar mensagens fora deste fluxo, ou
seja, quando um agente recebia uma mensagem que nao estava esperando, o fluxo era
interrompido e o agente entrava em um estado de permanente espera.

Primeiro passo para resolver este problema, foi trocar o protocolo de comunicacao
entre alguns agentes. Entre o Agente Resolvedor de Conflitos e os Agentes Gerentes foi
utilizado um protocolo de interacao definido pela FIPA como Contract Net Interaction
Protocol (FIPA 2006) descrito na Figura 4.7. Esse protocolo permite a competi¢ao e
concorréncia entre varios agentes gerentes do mesmo tipo para a execucao de uma tarefa.

Entre os Agentes Gerentes e os Agentes Analisadores, foi utilizado o protocolo Achieve
Simple Rational Effect. Esse protocolo é uma simplificacao do protocolo FIPA Request
Interaction Protocol, que nao necessita que um agente concorde (mensagem AGREFE)
ou descorde (mensagem REFUSE) da requisi¢do. Esse novo fluxo de mensagens esta
apresentado na Figura 4.8.
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Figura 4.7: FIPA Contract Net Interaction Protocol (FIPA 2006).
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Agente Resolvedor .
Agente de Interface X Agente Gerente Agente Analisador
de Conflitos
REQUEST
>
€ AGREE
CFP >
< PROPOSE
ACCEPT_PROPOSAL >
REQUEST >
INFORM
<
€ INFORM
€ INFORM

Figura 4.8: Fluxo de Mensagens dentro da nova implementagao do BioAgents.

A troca de mensagens também foi dividida entre diversos comportamentos, ao invés
de um tnico comportamento, os quais foram agrupados em grupos de trabalho. Para
dividir esse trabalho entre os comportamentos de cada agente, definiu-se que cada agente
apresenta um unico comportamento responsavel tanto pelo recebimento de requisicoes
quanto pela criacao de grupos de trabalhos responsaveis pelo tratamento de cada mensa-
gem recebida. Dentro do grupo de trabalho, existe um tinico comportamento responsavel
por responder a requisicao inicial podendo existir diversos outros comportamentos que se
responsabilizam por cada parte de trabalho. Assim um agente pode possuir diversos gru-
pos de trabalho tratando, cada um, de uma tarefa diferente. Além disso o agente ainda
pode receber outras requisicoes, sem interromper outro grupo de trabalho, e trata-las
corretamente.

Na Figura 4.9 é apresentada a troca de mensagens de um Agente Resolvedor de Confli-
tos, onde a mensagem em vermelho (a requisigao de um trabalho) é recebida e tratada pelo
comportamento responsavel pelo recebimento e criacao do grupo de trabalho. O grupo
de trabalho nessa figura é representado pelos comportamentos que recebem e enviam as
mensagens azuis e verdes, onde as mensagens azuis sao enviadas pelo comportamento
responsavel por responder a requisicao e as mensagens verdes sao enviadas e recebidas
por um comportamento auxiliar.
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Figura 4.9: Fluxo de Mensagens de um Agente Resolvedor de Conflitos separadas por
comportamento.

4.2.3 BLAT e Portrait

O algoritmo FASTA foi substituido pelo algoritmo BLAT (Kent 2002), pois nao foi usado
FASTA nos projetos de sequenciamento dos quais foram retirados os dados usados nos
experimentos.

O impacto de incluir o BLAT no sistema foi minimo, ja que a saida do BLAT pode
ser igual a saida do BLAST, portando foram usados analisadores e estruturas de dados
j& desenvolvidas.

O sistema BioAgents nao possuia uma forma de identificar RNAs nao-codificadores
(ncRNAs). Entao foi introduzido na camada colaborativa um Agente Analisador Portrait
(Figura 4.10).

O Portrait foi utilizado no seguinte contexto dentro do BioAgents. Foi criado o Agente
Analisador Portrait que recebe uma requisicao do Agente Resolvedor de Conflitos toda vez
que nao existirem sugestoes vindas dos agentes gerentes, ou seja, caso o agente resolvedor
de conflitos nao receba alguma sugestao dos agentes que identificam proteinas, ele solicita
ao Agente Analisador Portrait para verificar se a sequéncia poderia ser um ncRNA.

4.2.4 Execucao de Ferramentas de Comparacao
Nessa nova implementacao do BioAgents, os Agentes Analisadores ganharam a capacidade

de executar as ferrramentas BLAST e BLAT. Isso possibilitou a execucao do BioAgents
mesmo sem os arquivos de saida do BLAST e BLAT terem sido gerados. Portando, o
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Interface com usuario

v

Agente Resolvedor de Conflitos

Agente Analisador Agente Gerente Blast Agente Gerente Blat
Portrait
Agente Analisador Blast Agente Analisador Blast Agente Analisador Blat

Camada Colaborativa

Camada Fisica
GO NR C.elegans

Figura 4.10: Arquitetura do BioAgents incluindo o Agente Analisador Portrait.
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usuario nao precisa mais produzir arquivos de saida compativeis com os analisadores ja
implementados.

Isso aumentou um pouco a complexidade das requisicoes, uma requisicao ¢ um con-
junto de subrequisicoes que se diferenciam em subrequisi¢oes de analise de arquivo ou de
execucao de ferramenta de comparacao. Um agente gerente pode receber um conjunto
mesclado de subrequicoes, dividindo-as e distribuindo-as entre os agente analisadores.
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Capitulo 5

Método de aprendizagem por reforco
no BioAgents

Nesse capitulo serd apresentado o método utilizado para o aprendizagem de méquina in-
cluido no sistema BioAgents. A descrigao do método sera feita na Segao 5.1. A arquitetura
baseada em agentes que compoem a camada de aprendizagem é apresentada na Secao 5.2.
E os detalhes de funcionamento do sistema serao apresentados na Secao 5.3.

5.1 Descricao do Método

Antes de se estabelecer um método de aprendizagem por reforco, foi analisado o conjunto
de estados e acoes do BioAgents para verificar a aplicabilidade dos métodos tradicionais.
Nota-se que os agentes do BioAgents nao possuem um conjunto S finito de estados e um
conjunto A(s) finito de agoes predeterminadas para cada estado, pois nao se pode prever
todas as sequéncias genéticas que serao submetidas ao BioAgents. Isso implica que os
métodos tradicionais, que tentam maximizar a provavel recompensa através da escolha de
a € A(s), como, por exemplo, o Q-Learning, nao podem ser aplicados.

Desta forma, o método de aprendizagem por reforco proposto para o sistema BioAgents
usa os bancos de dados e as ferramentas utilizadas na camada colaborativa. Os bancos de
dados utilizados podem variar de acordo com o projeto de sequenciamento. Os algoritmos
utilizados foram os BLAST e o BLAT, os quais sao suportados pelo BioAgents.

A idéia do método é baseada na pontuacao das ferramentas e dos bancos de dados
utilizados no sistema. Essa pontuacao é feita para que o BioAgents considere mais forte-
mente as ferramentas e os bancos de dados com maior pontuagao. Assim, os agentes, ao
longo de suas interagoes, vao aprendendo quais os bancos de dados e as ferramentas mais
adequadas para as sugestoes, o que caracteriza a aprendizagem por interacao, uma das
caracteristicas da aprendizagem por reforco.

Essa pontuacao nao é feita imediatamente, mas apos a sugestao ser feita pelo sistema.
Isso mostra outra caracteristica da aprendizagem por reforco, o retorno atrasado. Essa
pontuacao sera feita por “entidades criticas” dentro do ambiente, o que é transparente para
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os agentes que esperam pela pontuagao. Essas “entidades criticas” compoem a camada de
aprendizagem, que serd detalhada na secao 5.2.

Outra caracteristica do método é a orientacao ao objetivo. Todos os agentes den-
tro do BioAgents trabalham de forma cooperativa para alcancar um objetivo e sugerir
uma boa anotacao para uma sequéncia analisada. A pontuacao feita pela camada de
aprendizagem auxilia o cumprimento desse objetivo.

Para calcular se um banco de dados e uma ferramenta devem ser pontuados, a ca-
mada de aprendizagem primeiramente faz uma comparacao com um banco de dados de
referéncia, o qual nao é analisado dentro do projeto de sequenciamento, porém é um or-
ganismo similar e com uma anotagao muito curada, denominada de organismo modelo.
Essa comparacao é feita utilizando o algoritmo BLAST que alinha a sequéncia em questao
com esse banco de dados de referéncia e toma o melhor resultado. A partir dele é obtido
o Gene Ontology Accession Number (GO Accession Number) tanto a sugestao quanto
para o resultado obtido a partir do banco de referéncia. Se os GO Accession Numbers
forem iguais, a sugestao é considerada correta. Porém para pontuar os bancos e as fer-
ramentas, sao analisadas todas as sugestoes de cada etapa de execucao do BioAgents,
que serao descritas na secao 5.3, para verificar quais bancos e ferramentas retornaram
uma sugestao correta, sendo entao pontuados. A pontuacgao feita aos bancos de dados
e as ferramentas é considerada a atribuicao de recompesas feita aos agentes. Utilizando
a Equagao 3.1 apresentada na Secao 3.5.2, na pagina 33, temos os seguintes valores de
recompensa (ry4+441) dado aos banco de dados e as ferramentas tratadas pelos agentes.

e 1 quando ao menos uma sugestao ¢ considerada correta

e 0 quando nenhuma sugestao é considerada correta

Cada agente, antes de fazer a andlise de seu conjunto dados, verificard a pontuacao
do banco de dados e da ferramenta que estao sendo analisados para ver o conjunto de
sugestoes a serem retornadas. Isso é feito para que o agente do nivel superior tenha mais
hits de um bom banco de dados e de uma boa ferramenta para analisar e extrair suas
sugestoes.

A quantidade de sugestoes, Qtd(p), a serem retornadas foi empiricamente definida.
O critério de escolha é baseado numa fungao que aumenta o niimero de sugestoes com
poucos pontos. Esta decisao também considerou que um projeto de sequenciamento possui
milhares de sequéncias. Entao, ap6s um crescimento acentuado dos pontos, evita-se que
a quantidade retornada por Qtd(p) seja um nimero muito grande, considerando que a
quantidade de bons hits de uma ferramenta de comparagao é limitada. A fungao Qtd(p)
foi definida como sendo:

5 ,p=0
Qtd(p> = {L5*log(p)J+5 ,£>0

O valor de p para um agente gerente é a pontuacao do algoritmo que ele esta tratando,
e para os agentes analisadores, é a pontuagao dos bancos que eles estao tratando. Pode-se
afirmar que quando um algoritmo é pontuado, obrigatoriamente pelo menos um banco de
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dados é pontuado, e se um banco de dados é pontuado obrigatoriamente um algoritmo

2

também é pontuado. Novamente utilizando a Equacao 3.1, temos que:

b= R@) = Z ’Yth+k+1
k=0

5.2 Arquitetura Proposta

A camada de aprendizagem foi concebida como mostra a Figura 5.1. Essa camada pos-
sui um Agente Controlador de Aprendizagem e Agentes de Aprendizagem, que fardo a
andlise e armazenamento dos resultados da analise. Observamos que, para simplificar a
Figura 5.1, nao foi colocada a base de dados do BioAgents que armazena todas as infor-
macoes de execuc¢ao, como requisi¢oes, sugestoes e pontuacao das bases de dados e das
ferramentas. Todos os agentes fazem acessos a esse banco de dados para executar suas
tarefas. Esses acessos serao descritos na Secao 5.3.

Interface com usuéario

Y

Agente Resolvedor de Conflitos

| Agente de Controle de

~ Aprendizagem

Agente Analisador
Portrait

Agente Gerente Blast Agente Gerente Blat

Agente de
Aprendizagem I

A
Y
Agente Analisador Agente Analisador Agente Analisador
Blast Blast Blat
A A A
Camada Colaborativa Camada de Aprendizagem
Camada Fisica GO NR C.elegans Banco de Dados de Referéncia

Figura 5.1: Arquitetura com o tratamento de requisi¢oes Blast e Blat, um Agente Anali-
sador Portrait, um Agente de Controle de Aprendizagem e um conjunto de 3 Agentes de
Aprendizagem.

A funcao do Agente Controlador de Aprendizagem é fazer a execucao do BLAST da
sequéncia requerida com o banco de referéncia escolhido para o projeto. Os melhores
resultados serao enviados para os Agentes de Aprendizagem, junto com o escopo a ser
analisado. Entende-se por escopo uma parte da andlise feita pelo BioAgents, por exemplo,
a analise da execugao do Agente Resolvedor de Conflitos ou de um Agente Gerente.
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A anélise de um Agente de Aprendizagem no escopo do Agente Resolvedor de Con-
flitos vai ser feita considerando todas as sugestoes recebidas dos Agentes Gerentes e
comparando-as, utilizando o GO Accession Number, com as sequéncias enviadas pelo
Agente de Controle de Aprendizagem. Assim o Agente de Aprendizagem ird pontuar as
ferramentas que fizeram uma sugestao correta.

O outro escopo de analise, que analisa um Agente Gerente, tem um funcionamento
similar. Da mesma forma, serao comparadas as sugestoes retornadas pelos Agentes Ana-
lisadores, e serao pontuados os bancos de dados que originaram as sugestoes corretas.

Os dados para as andlises dos agentes da camada de aprendizagem sao obtidas do
banco de dados do BioAgents implementado para suportar essa solucao. Notamos que
essa camada nao existia na proposta original. A camada contém todos os dados de uma
requisicao e as sugestoes que foram feitas por cada agente para essa requisicao. Esse dados
serao utilizados na camada de aprendizagem para fazer as comparacoes, mas logo apos
isso, eles serao removidos por questao de espaco. O tinico dado preservado é a requisicao
original e seu resultado, para consultas posteriores.

5.3 Funcionamento

Para exemplificar o funcionamento do sistema BioAgents, vamos utilizar a seguinte requi-
sicao:

e Requisicao:

— Subrequisi¢ao 1:
x Tipo: Execucao de ferramenta
*x Ferramenta: BLAST
x Sequéncia: ACGTAGGTCCA...
x Base de Dados: SwissProt

— Subrequisi¢ao 2:
Tipo: Execucao de ferramenta
Ferramenta: BLAT

Sequéncia: ACGTAGGTCCA...
Base de Dados: S.cerevisiae

* X KX ¥

— Subrequisicao 3:

x Tipo: Anélise de Arquivo
*x Ferramenta: BLAST
« Caminho: /var/exemplo/saida.blast

— Subrequisigao 4:

* Tipo: Anélise de Arquivo
* Ferramenta: BLAT
« Caminho: /var/exemplo/saida.blat
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Nota-se que uma requisicao é dividida em subrequisi¢oes. Uma subrequisi¢ao contém
o seu tipo, a ferramenta a ser utilizada e uma sequéncia com uma base de dados, ou uma
arquivo de saida produzido pela ferramenta em questao. Existem dois tipos de subrequi-
sicoes, analise de arquivo e execucao de ferramenta. O tipo andlise de arquivo pressupoe
um arquivo de saida previamente pronto, enquanto o tipo execucao de ferramenta deve
produzir esse arquivo utilizando a sequéncia e a base de dados informada.

O funcionamento do sistema BioAgents inicia-se com uma mensagem REQUEST, con-
tendo uma requisicao como descrita previamente, vinda da interface com o usuéario, como
mostra a Figura 5.2. A interface com usuério nao é implementada junto do BioAgents, e
é representada por uma nuvem pois qualquer sistema pode obter servicos do BioAgents
através da troca de mensagens.

Em seguida o Agente Resolvedor de Conflitos recebe a requisicao com seu compor-
tamento de recebimento, o qual cria um grupo de trabalho para dividir a requisicao por
especialidade, de acordo com as ferramentas solicitadas, e fazer o protocolo Contract
Net com os agentes gerentes. Esse grupo de trabalho apresenta um comportamento que
responderd a interface e controlara o fluxo do trabalho a ser feito

Interface com usuario

REQUEST]

Y

Agente Resolvedor de Conflitos

Figura 5.2: Passo 1: Inicio do ciclo de funcionamento com BioAgents.

O segundo passo ainda acontece no Agente Resolvedor de Conflitos, o qual, através
do grupo de trabalho, inicia um Contract Net, com uma mensagem CFP com os Agentes
Gerentes, como mostrado na Figura 5.3. O Contract Net ocorre entre Agentes Gerentes
de mesma especialidade somente. Nesse momento os Agentes Gerentes, através de seus
comportamentos de recebimento, criam um grupo de trabalho responsavel para tratar esta
solicitacao. Para responder a solicitacao, primeiro os gerentes verificam a disponibilidade
de Agentes Analisadores para atenderem a solicitacao. A partir dai, os Agentes Gerentes
fazem suas propostas ao Agente Resolvedor de Conflitos, como mostra a Figura 5.3. Essa
proposta consiste no nimero de agentes disponiveis para atender a requisi¢ao.

Neste momento, o Agente Resolvedor de Conflitos analisa as propostas agrupadas por
especialidade, seleciona uma ou descarta todas. Para aceitar uma proposta, o ntimero de
agentes disponiveis deve ser igual ou maior que o niimero de base de dados e arquivos a
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Agente Resolvedor de Conflitos

CFP CFP

Agente Gerente Blast Agente Gerente Blat

Agente Resolvedor de Conflitos

Agente Gerente Blast Agente Gerente Blat

Figura 5.3: Passos 2 e 3: Solicitagao de proposta por parte do Agente Resolvedor de
Conflitos e retorno das propostas dos Agentes Gerentes.

serem analisados. Aceitando as propostas dos Agentes Gerentes, o Agente Resolvedor de
Conflitos envia uma aceitacao para cada gerente, como mostrado na Figura 5.4.

Agente Resolvedor de Conflitos

ACCEPT_PROPOSAL ACCEPT_PROPOSAL

Agente Gerente Blast Agente Gerente Blat

Figura 5.4: Passo 4: Aceitacao das propostas dos Agentes Gerentes.

Os Agentes Gerentes, ao receberem a aceitacgao, solicitam que Agentes Analisadores
sejam alocados para analisar cada base de dados e arquivos que foram inicialmente re-
queridos. A requisicao entao é dividida e sao criados comportamentos dentro do grupo
de trabalho para fazer as solicitacoes aos seus respectivos Agentes Analisadores, como
mostrado na Figura 5.5.

Os Agentes Analisadores, recebendo um requisi¢ao, nao poderao atender outra requi-
sicao qualquer, porque nesse momento eles entram em um estado ocupado. Esses agentes
tratam requisicao de andlise de arquivo, ou seja, analisam um arquivo de saida ja pronto
de uma ferramenta de comparacao ou de andlise com execucao de ferramenta, ou seja,
os Agentes Analisadores devem executar a ferramenta solicitada para obter o arquivo de
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Agente Gerente Blast Agente Gerente Blat

EQUEST

Agente Analisador Blast Agente Analisador Blast Agente Analisador Blat

Figura 5.5: Passo 5: Requisicao aos Agentes Analisadores.

saida desejado. Um requisicao de andlise com execucao de ferramenta, antes de qualquer
acao, requer que o agente execute a ferramenta, BLAST ou BLAT dependendo da sua
especialidade, para obter o resultado da comparacao. Apods a execucao do algoritmo, a
analise é igual para os dois tipo de requisicao, ja que o arquivo é uma saida de uma
ferramenta. O agente transforma todo o contetido da saida dos algoritmos em objetos
definidos na ontologia e depois alimenta a base de fatos do Drools, executando as regras
e recuperando os resultados. Cada resultado é uma colecao de sugestoes, as quais contém
hits. A quantidade méxima de sugestoes é definida pela funcao Qtd(p) e a quantidade de
pontos é recuperado do banco de dados do BioAgents. O arquivo de saida e as sugestoes
sao armazenadas no banco de dados do BioAgents para analise posterior na camada de
aprendizagem. Por fim, o resultado é enviado para o Agente Gerente que fez a requisicao.
Esse passos estao descritos na Figura 5.6.

Ao receber todas as sugestoes dos agentes analisadores, os agentes gerentes populam
a base de fatos do Drools com as sugestoes recebidas, executam as regras, recuperam os
resultados, salvam todos os dados na base de dados do BioAgents e repassam os resultados
para o agente resolvedor de conflitos, como descrito na Figura 5.7. Aqui também é utili-
zado a funcao Qtd(p) para definir a quantidade maxima de sugestoes a serem retornadas.

O Agente Resolvedor de Conflitos, nesse momento, deve fazer uma decisao baseada
nas sugestoes recebidas. Caso nao tenha recebido nenhuma sugestao, deve fazer uma
solicitacao ao Agente Analisador Portrait, esperando dele uma resposta, que é a proba-
bilidade da sequéncia analisada ser um ncRNA. Esse resultado entao é repassado para
a interface de usuério quando entao termina uma interacao completa do BioAgents. O
funcionamento do Agente Analisador Portrait inicia-se com uma requisi¢ao, o Portrait é
executado e extrai o resultado do arquivo de saida, retornando-o para o Agente Resolvedor
de Conflitos.

Se o Agente Resolvedor de Conflitos tiver recebido sugestoes, faz uma analise das
sugestoes recebidas utilizando a base de conhecimento e regras Drools, recupera os resul-
tados, armazena todos os dados e resultados no banco de dados do BioAgents e envia duas
mensagens, uma com o resultado da requisi¢ao inicial para a interface com o usudrio e
outra para o Agente de Controle de Aprendizagem dizendo que uma requisi¢ao terminou
e deve ser analisada. Esses dois casos sao descritos na Figura 5.8.

Nos dois casos a interface com o usuario recebe uma resposta. Nao havendo suges-
toes, a resposta contém somente a probabilidade da sequéncia ser um ncRNA, como por
exemplo:
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Transforma saida > Alimenta base de fatos

Recebe requisi¢cdo E uma analise de arquivo?

A
Executa algoritmo
Y
Executa as Regras no DROOLS ; Armazena os dados no BD ; Recupera resultados e retorna
Agente Gerente Blast Agente Gerente Blat
A
INFORM INFORM NFORM
Agente Analisador Blast Agente Analisador Blast Agente Analisador Blat

Figura 5.6: Passo 6: Fluxo de execugao dos Agentes Analisadores e resposta aos Agentes
Gerentes.
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Y

Recebe resposta

Recebeu todas respostas? Alimenta base de fatos

Y

Executa as Regras no DROOLS

Armazena os dados no BD > Recupera resultados e retorna

Y

Agente Resolvedor de Conflitos

INFORM INFORM

Agente Gerente Blast Agente Gerente Blat

Figura 5.7: Passo 7: Fluxo de execucao da anélise dos Agentes Gerentes e resposta ao
Agente Resolvedor de Conflitos.
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Interface com usuério

A
INFOR
Quantidade de Sugestées maior que 0 Agente Resolvedor de Conflitos REQUEST Agente Controlador de Aprendizado
rd
ou
Quantidade de Sugestdes igual a 0 Agente Resolvedor de Conflitos Agente Resolvedor de Conflitos
A
REQUEST NFORM
Y
Agente Analisador Portrait Agente Analisador Portrait

Interface com usuario

INFOR

Agente Resolvedor de Conflitos

Figura 5.8: Passo 8: Decisao e execucao do Agente Resolvedor de Conflitos.
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e Resposta:

— Probabilidade ncRNA: 87,2%

Havendo sugestoes, a resposta contem todos os dados do alinhamento sugerido recu-
perados a partir da saida da ferramenta utilizada, como por exemplo:

e Resposta:

— Sugestao:

Hidld: gi|166989585|sp| AdWFL5.1|GLGB_ENT38

Nome do Produto: RecName: Full=1,4-alpha-glucan-branching enzyme
E-Value: 1.0e"14

Score: 410

* Xk X *x

A partir desse momento, a metodologia de aprendizagem por reforco descrita na Se-
¢ao 5.1 é aplicada e se inicia quando o Agente Controlador de Aprendizagem, ao receber
uma solicitacao, recupera a requisicao de analise feita pelo Agente Resolvedor de Confli-
tos e todas as requisi¢oes originadas a partir desta, ou seja, requisi¢oes feitas aos Agentes
Gerentes. Apos essa recuperacgao, o agente alinha a sequéncia contida na requisi¢ao inicial
com o banco de dados de referéncia utilizando o algoritmo BLAST. Em seguida, escolhe o
melhor hit baseado no menor e-value. Por fim, ele envia aos Agente de Aprendizagem esse
hit, uma requisicao, a inicial ou uma das originadas, e um escopo a ser analisado. Deve-
se ressaltar que existe sempre um Agente de Aprendizagem para cada Agente Gerente
envolvido na requisicao e mais um para o Agente Resolvedor de Conflitos. A Figura 5.9
mostra todas essa etapas.

Por fim os Agentes de Aprendizagem, recebendo a requisicao, recuperam as sugestoes
feitas para a requisicao a ser analisada, obtem o GO Accession Number para cada hit das
sugestoes e para o hit que recebeu do Agente Controlador de Aprendizagem e os compara.
Caso algum nimero EC de uma sugestao for igual ao nimero EC do hit, a base de dados
ou o algoritmo serda pontuado, dependendo do escopo analisado. Porém deve-se ressaltar
que se um Agente de Aprendizagem pontua um banco de dados, um outro Agente de
Aprendizagem deve pontuar a ferramenta que foi executada utilizando desse banco de
dados. Por fim essa pontuacao é salva no banco de dados, como mostra a Figura 5.10.

Esse é a descricao completa do funcionamento do BioAgents que foi implementada
para a solucao do aprendizagem por reforco.
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Recebe requisicéo Agente de controle de aprendizagem

(_

EQUEST
Recupera dados para analise

Agente de aprendizagem

%

Executa BLAST | I

(_

Separa requisi¢cdes e escopos |

(_

Envia aos agentes de aprendizado |

Figura 5.9: Passo 9: Inicio do fluxo de aprendizado no Agente Controlador.
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Recebe requisicdo

'

Recupera dados para andlise

l

Obtem GO Accession Numbers

!

Compara 0s Go Accession Numbers

!

Armazena pontuag¢éo no BD

Figura 5.10: Passo 10: Fluxo dos Agentes de Aprendizagem.
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Capitulo 6

Experimentos

Para a validacao do método proposto neste trabalho e da implementacao realizada, foram
feitos dois experimentos baseados no Projeto Genoma Funcional e Diferencial do Paracoc-
cidioides brasilienses (Projeto Genoma Pb) e no Projeto Genoma Funcional e Genética
Genomica de Paullinia cupana (Projeto Genoma Guarand), descritos respectivamente nas
Secoes 6.1 e 6.2 .

Os dois experimentos foram executados tanto para validar o funcionamento do sis-
tema quanto para verificar a acuricia das sugestoes, comparando-as com experimentos
previamente realizados e executados com dados desses dois projetos.

Para que os resultados pudessem ser devidamente comparados com a anotagao manual,
foram utilizadas as mesmas saidas do BLAST usadas na anotacao manual realizada pelos
biologos. Isso foi feito para que as novas anotacoes e correcoes das bases de dados mais
atualizadas nao interferissem nos resultados. A condicao utilizada para verificar se uma
sugestao feita pelo BioAgents estava correta foi baseada na comparagao com a anotagao
manual feita pelos bidlogos. A recomendacgao de sugestao era considerada igual a anotacao
manual se ambas apresentassem pelo menos trés palavras iguais.

6.1 Projeto Genoma Pb

Nesta se¢ao inicialmente descreveremos o Projeto Genoma Pb, em seguida o experimento
executado, e por fim discutiremos os resultados obtidos.

6.1.1 Descricao do Projeto

O Projeto Genoma Pb tem uma base de dados com 6.107 genes, divididos em 2.662 contigs
e 3.445 singlets, como mostra a Figura 6.1.

A anotacao foi baseada nos resultados da anotagao automatica feita com cinco bancos

de dados, nr, COG, GO, Saccharomyces cerevisiae e Schizosaccharomyces pombe, e dois
algoritmos, BLAST e FASTA. Os bancos de dados nr, COG e GO foram utilizados com
o BLAST e os bancos de dados S. cerevisiae e S. pombe com o FASTA.
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Total de Genes: 6.107

| Contigs
M Singlets

Figura 6.1: Distribui¢ao de contigs e singlets do Projeto Genoma Pb.

Desses 6.107 genes, 2.820 foram anotados manualmente, como mostra a distribuicao
na Figura 6.2.

6.1.2 Descricao do Experimento

O sistema BioAgents utilizou as ferramentas BLAST com os bancos de dados nr, COG
e GO e a ferramenta BLAT com os bancos de dados, S. cerevisiae e S. pombe usando os
dados do Projeto Genoma Pb. Neste experimento utilizou-se a base de dados do Cae-
norhabditis elegans como referéncia.

6.1.3 Resultados

Os resultados obtidos pelo BioAgents com os dados do Projeto Genoma Pb estao descritos
na Tabela 6.1 e nas Figuras 6.3 e 6.4.

A linha 3 da Tabela 6.1 mostra uma aumento de 79 sugestoes feitas pelo BioAgents
utilizando a camada de aprendizado, perfazendo um aumento de 1.29%. A quantidade
total de sugestoes representa 51.07% do total de genes do Projeto Genoma Pb.

Um resultado interessante é o aumento de 164 sugestoes consideradas corretas, como
indicado na linha 4 da Tabela 6.1, perfazendo um aumento de 3.81%. Isso representa um
aumento percentual de 57.43% para 61.24%. Em relacao aos dados do Projeto Genoma
Pb, esse valor representa 31.28% dos genes do projeto e 67.73% dos genes anotados.

A quantidade de ncRNAs identificadas permaneceu constante, como mostra a linha 5
da Tabela 6.1, pois 0 mecanismo de aprendizagem nao incluiu o Portrait.

68



Total de Genes: 6.107

B Genes Manualmente Anotados
B Genes Ndo Anotados

Figura 6.2: Distribuigao dos grupos do Projeto Genoma Pb, conforme anotagao manual.

Sem Aprendizado | Com Aprendizado
1 | Genes do Projeto Genoma Pb 6.107
2 | Genes manualmente anotados 2.820
3 | Genes sugeridos pelo BioAgents 3.040 3.119
4 | Sugestoes consideradas corretas 1.746 1.910
5 | ncRNAs identificados pelo BioAgents 447 447
6 | Sugestoes para genes nao anotados 533 566

Tabela 6.1: Tabela de resultados obtidos no experimento com o Projeto Genoma Pb.
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Figura 6.3: Comparacao dos valores obtidos no Projeto Genoma Pb.

70




100,00%

90,00%

80,00%

70,00%

60,00%

50,00%

40,00%

30,00%

20,00%

10,00%

0,00%
Percentual do Total de Genes Percentual de Acerto
W Sem apredizado 49,78% 57,43%

m Com Aprendizado 51,07% 61,24%

Figura 6.4: Comparacao das proporcoes em relacao ao total de genes do Projeto Genoma
Pb.
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Na linha 6, nota-se um aumento da quantidade de 33 sugestoes feitas para genes nao
anotados, perfazendo um total de 1.00% do genes nao anotados manualmente.

6.2 Projeto Genoma Guarana

Nesta secao inicialmente descreveremos o Projeto Genoma Guarana, em seguida o expe-
rimento executado e por fim discutiremos os resultados obtidos.

6.2.1 Descricao do Projeto

O Projeto Genoma Guarand possui 8.597 grupos, divididos em 2.638 contigs e 5.959
singlets, como mostrado na Figura 6.5.

Total de Genes: 8.597

| Contigs
M Singlets

Figura 6.5: Distribuicao de contigs e singlets do Projeto Genoma Guarana.

As anotacoes manuais foram feitas com base nos bancos de dados nr, KOG, GO
e SwissProt utilizando a ferramenta BLAST, perfazendo um total de 7.725 genes anotados,
como mostra a Figura 6.6.

6.2.2 Descricao do Experimento

O experimento feito pelo BioAgents usou os bancos nr, KOG, GO e SwissProt com o
BLAST, além do banco de dados da Oriza sativa com o BLAT. Neste experimento foi
utilizado a base de dados da Arabidopsis thaliana como referéncia para a camada de
aprendizado.
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Total de Genes: 8.597

B Genes Manualmente Anotados
B Genes Nao Anotados

Figura 6.6: Distribuicao dos grupos do Projeto Genoma Guarané, conforme anotagao
manual.

O resultado na anotacao automatica do Projeto Genoma Guarand utilizou a saida
HTML disponibilizada pelo BLAST. Isso exigiu que os dados fossem previamente pre-
parados para que a plataforma BioAgents pudesse interpreta-las corretamente, ja que o
pacote BioJava nao tem a capacidade de transformar esse tipo de saida. A preparacao
dos dados consistiu na transformacao desses resultados em arquivos compativeis com a
saida do tipo texto, também disponibilizada pelo BLAST. Esse transformacao utilizou
como base a ferramenta html2text, disponivel para plataformas Linux. Porém, como al-
guns arquivos HT'ML do Projeto Genoma Guarana estavam mal formatados, foi necessario
corrigir certas informacoes para que pudessem ser submetidos ao html2text.

6.2.3 Resultados

Os resultados obtidos pelo BioAgents no Projeto Genoma Guaranéd estao descritos na
Tabela 6.2 e nas Figuras 6.7 e 6.8.

A linha 3 da Tabela 6.2 mostra uma aumento de 78 sugestoes feitas pelo BioAgents
utilizando a camada de aprendizado, perfazendo um aumento de 0.91%. A quantidade
total de sugestoes representa 73.00% do total de genes do Projeto Genoma Guarané.

Esse resultado apresentou um aumento de 121 sugestoes consideradas corretas, indi-
cado na linha 4 da Tabela 6.2. Isso representa um aumento percentual de 56.15% para
57.38%. Em relacao aos dados do Projeto Genoma Guarané, esse valor representa 41.89%
dos genes do projeto e 46.61% dos genes anotados.
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Sem Aprendizado | Com Aprendizado
1 | Genes do Projeto Genoma Guarané 8.597
2 | Genes manualmente anotados 7.725
3 | Genes sugeridos pelo BioAgents 6.198 6.276
4 | Sugestoes consideradas corretas 3.480 3.601
5 | ncRNAs identificados pelo BioAgents 1379 1317
6 | Sugestoes para genes nao anotados 306 367

Tabela 6.2: Tabela de resultados obtidos no experimento com o Projeto Genoma Guarané.
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Figura 6.7: Comparacao dos valores obtidos no Projeto Genoma Guarana.

74




100,00%

90,00%

80,00%

70,00%

60,00%

50,00%

40,00%

30,00%

20,00%

10,00%

0,00%
Percentual do Total de Genes Percentual de Acerto
W Sem apredizado 72,09% 56,15%

m Com Aprendizado 73,00% 57,38%

Figura 6.8: Comparacao das proporcoes em relacao ao total de genes do Projeto Genoma
Guarana.
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A quantidade de ncRNAs identificadas reduziu, como mostra a linha 5 da Tabela 6.2,
pois o BioAgents com a camada de aprendizagem apresentou sugestoes baseadas em
BLAST e BLAT para genes identificados como ncRNAs anteriormente.

Na linha 6, nota-se um aumento da quantidade de 61 sugestoes feitas para genes nao
anotados.

6.3 Comparacao entre os experimentos e discussao dos
resultados

Nessa secao serao mostrados alguns graficos comparando os resultados dos dois experi-
mentos. Na Figura 6.9, mostramos uma comparacao de todos os valores apresentadas nos
resultados de ambos os experimentos. Na Figura 6.10, mostramos uma comparacao das
proporcoes relativas a quantidade total de genes dos projetos.
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Projeto manualmente | sugeridos para consideradas identificados genes ndo

anotados o Projeto corretas pelo BioAgents anotados
M Guarana sem Aprendizagem 8597 7725 6198 3480 1379 306
W Guarana com Aprendizagem 8597 7725 6276 3601 1317 367
1 Pb sem aprendizagem 6107 2820 3040 1746 447 533
M Pb com aprendizagem 6107 2820 3119 1910 447 566

Figura 6.9: Comparacao dos valores obtidos no Projeto Genoma Pb e no Projeto Genoma
Guarana.

Notamos que as porcentagens no caso do Projeto Genoma Guarand foram menores
quando comparadas ao Projeto Genoma Pb. Isto poderia ser explicado pelo fato da
anotacao manual do Projeto Genoma Pb ter sido feita antes do Projeto Genoma Guarané,
o que implica que os bancos de dados estavam menos atualizados. Pode-se verificar que o
aumento da porcentagem de sugestoes consideradas corretas relativa a anotacao manual no

76



100,00%

90,00%

80,00%

70,00%

60,00%

50,00%

40,00%

30,00%

20,00%

10,00%

0,00%
Total de Genes Acertos Acertos relativos ao Acertos relativos a
Total de Genes Anotag¢ao Manual

W Guarana sem Aprendizagem 72,09% 56,15% 40,48% 45,05%
M Guarana com Aprendizagem 73,00% 57,38% 41,89% 46,61%
W Pb sem aprendizagem 49,78% 57,43% 28,59% 61,91%
M Pb com aprendizagem 51,07% 61,24% 31,28% 67,73%

Figura 6.10: Comparacao das proporcoes obtidos no Projeto Genoma Pb e no Projeto
Genoma Guarana.

7



caso do Projeto Genoma Pb foi maior (5.82%), quando comparada a do Projeto Genoma
Guarana (1.56%), o que poderia ser explicado pelo fato do Projeto Genoma Pb ter menos
sequéncias anotadas manualmente. Essa caracteristica ¢ muito interessante no contexto
de sequenciamento de alto desempenho, que nao possui a etapa de anotacao manual.

Por fim, os resultados também melhoraram em comparacao com os resultados apre-
sentados por (Ralha et al. 2008). Em relagao a esse ultimo, o porcentual de acerto no
Projeto Genoma Pb aumentou de 44.25% para 61.24% e em relagdo ao Projeto Genoma
Guarana, aumentou de 45.35% para 57.38%. Isso foi devido tanto a implementacao da
camada de aprendizagem quanto das modificagoes feitas no sistema BioAgents.

A comparagao utilizada entre as sugestoes do BioAgents e as anotagoes, que utilizou
trés palavras, pode ter produzido falsos positivos ou falsos negativos. Além disso, com-
paracoes mais refinadas, como usar certas classes do GO, poderiam reduzir esses falsos
positivos e falsos negativos.

Apesar dos aspectos mencionados acima, nossos experimentos mostram que a incor-
poracao de um mecanismo de aprendizagem pode aprimorar a anotacao de projetos de
sequenciamento de genomas.
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Capitulo 7

Conclusoes e Trabalhos Futuros

Neste trabalho, foi proposto um método baseado na abordagem de aprendizagem por
reforco, que foi implementado no sistema BioAgents por meio de uma camada de apren-
dizagem. Foram realizados experimentos com dados reais dos Projetos Genoma Pb e
Guarana. O método de aprendizagem incorporado ao sistema usou uma pontuacao base-
ada nos algoritmos e nas bases de dados adotados nos projetos genoma que foram usados
nos experimentos. A camada de aprendizagem, dentro do BioAgents, consistia de dois
tipos de agentes, respectivamente, Agente Controlador de Aprendizagem e Agente de
Aprendizagem, que implementaram o mecanismo de aprendizagem proposto. A compa-
racao entre os resultados obtidos pelo BioAgents, quando comparados com as anotacoes
manuais desses projetos, mostram que a camada de aprendizagem melhora o desempenho.

Sugestoes de trabalhos futuros para aprimorar o sistema BioAgents e na camada de
aprendizagem sao:

e Melhorias na camada de aprendizagem, por exemplo, a inclusao do uso da taxa de
amortizagao () no calculo da pontuagao das ferramentas e dos bancos de dados.

e Aplicacao de algoritmos genéticos para a geracao de novas regras de inferéncia.
Esse trabalho contribuiria com a ampliacao do dominio das regras de inferéncia
do BioAgents que ainda hoje sao limitadas.

e Execucao distribuida do sistema BioAgents. Apesar da plataforma de agentes JADFE
permitir a execucao distribuida dos agentes, essa funcionalidade nao foi utilizada
no BioAgents. Esse trabalho aumentaria o desempenho de execucao da plataforma,
auxiliando a camada de aprendizagem a obter resultados mais rapidamente.

e Inclusao de novos Agentes Gerentes (ferramentas) e novos Agentes Analisadores
(bases de dados), desenvolvendo regras para trabalhar com informagoes para identi-
ficagdo de homologia em familias de proteinas, como HMMER, /Pfam por exemplo.

A partir dos resultados obtidos nesse trabalho, acreditamos que o sistema BioAgents
com a camada de aprendizagem apoiara fortemente a fase de anotacao no novo contexto de
sequenciamento de alto desempenho, e podera ser bastante melhorado incorporando mais
conhecimento dos bidlogos com mais informacgoes de novos bancos de dados e programas.
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