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RESUMO

DESENVOLVIMENTO DE UMA METODOLOGIA BASEADA EM REDES
NEURAIS ARTIFICIAIS PARA A DETECCAO DE DANOS ESTRUTURAIS

Autor: Marilia Marcy Cabral de Araujo

Orientador: Graciela Nora Doz de Carvalho

Co-Orientador: Alvaro Cunha

Programa de Pds-graduacdo em Estruturas e Construcao Civil
Brasilia, novembro de 2017.

Durante a vida util as estruturas sofrem solicitaces, desgastes, deterioracdes e outros
processos que podem causar fissuracdo, de forma a comprometer seu funcionamento,
ou, até mesmo, ser a causa de seu colapso estrutural. Somado a esses fatores, 0
crescente nimero de estruturas muito esbeltas, consequentemente mais susceptiveis a
vibracOes excessivas, bem como a preocupacdo com o desempenho e a degradacdo de
estruturas antigas, tém impulsionado o estudo e o desenvolvimento de novas técnicas
capazes de realizar um acompanhamento continuo da saude da estrutura. Neste sentido,
ferramentas com a capacidade de captar e interpretar confidvel e rapidamente as
respostas de estruturas de médio e grande porte, sobretudo aquelas baseadas nas
propriedades dindmicas, tornam-se essenciais para complementar um sistema de
monitoramento da salde estrutural. Nos Gltimos anos, parte da comunidade cientifica
vem adotando a deteccdo de danos como um problema de reconhecimento de padrdes,
no qual uma classificagdo é realizada em funcdo de parametros afetados por uma
mudanca nas propriedades fisicas de um sistema. Nesta perspectiva, pode-se citar a
existéncia de ferramentas que, ao serem trabalhadas em conjunto com as propriedades
dinamicas, tornam-se métodos eficientes na deteccdo de danos, como € o caso das
Redes Neurais Artificiais (RNAs) e foco deste trabalho. Foram estudados trés tipos de
rede (Backpropagation, a Learning Vector Quantization (LVQ) e a Self Organizing
Maps (SOM)), aplicadas aos casos de dois tipos de estruturas. A primeira, mais simples
e em menor escala foi uma viga produzida em laboratoério. J& 0 segundo caso estudado
foi o da Ponte do Infante Dom Henrique, em Portugal. Em ambas as aplicacfes foram
variados alguns parametros dos algoritmos para verificar a robustez da ferramenta e os
resultados foram bastante animadores, resultando em forte tendéncia de integrar as
RNAs a sistemas de monitoramento de estruturas, inclusive de grande porte.

Palavras chave: Propriedades Dindmicas; ldentificacdo de danos; Redes Neurais
Artificiais.
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ABSTRACT

DEVELOPMENT OF A METHODOLOGY BASED ON ARTIFICIAL NEURAL
NETWORKS FOR STRUCTURAL DAMAGES DETECTION

Author: Marilia Marcy Cabral de Araujo

Supervisor: Graciela Nora Doz de Carvalho

Supervisor: Alvaro Cunha

Programa de Pds-graduacdo em Estruturas e Construcao Civil
Brasilia, November, 2017.

During useful life, structures suffer from stress, wear, deterioration and other processes
that can cause cracking, so as to compromise their functioning or even cause structural
collapse. Added to these factors, the growing number of very slender structures,
consequently more susceptible to excessive vibrations, as well as the concern with the
performance and the degradation of old structures, have driven the study and the
development of new techniques capable of continuous structure health monitoring. In
this sense, tools with the ability to capture and interpret reliably and quickly the
responses of medium and large structures, especially those based on dynamic properties,
are essential to complement a structural health monitoring system. In recent years, part
of the scientific community has been adopting damage detection as a pattern recognition
problem in which a classification is performed according to parameters affected by a
change in the physical properties of a system. In this perspective, it can be mentioned
the existence of tools that when worked in conjunction with the dynamic properties
become efficient methods in the detection of damages, as is the case of Artificial Neural
Networks (ANNs) and focus of this work. Three types of network (Backpropagation,
Learning Vector Quantization (LVQ) and Self Organizing Maps (SOM) were studied,
applied to cases of two types of structures. The first, simpler and in smaller scale was a
beam produced in the laboratory. The second case studied was the Bridge of the Infante
Dom Henrique in Portugal. In both applications, some parameters of the algorithms
were varied to verify the robustness of the tool and the results were quite encouraging,
resulting in a strong tendency to integrate ANNS to structures monitoring systems, even
large ones

Keywords: Dynamic Characteristics, Damage, Artificial Neural Network.
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1. INTRODUCAO

Durante a vida util as estruturas sofrem solicitacdes, desgastes, deterioracfes e
outros processos que podem causar fissuracdo, de forma a comprometer seu

funcionamento, ou, até mesmo, ser a causa de seu colapso estrutural.

Somado a esses fatores, o crescente nimero de estruturas muito esbeltas,
consequentemente mais susceptiveis a vibracfes excessivas, bem como a preocupacdo
com o desempenho e a degradacao de estruturas antigas, tém impulsionado o estudo e o
desenvolvimento de novas técnicas capazes de realizar um acompanhamento continuo

da saude estrutural das construgdes.

Neste sentido, ferramentas com a capacidade de captar e interpretar confiavel e
rapidamente as respostas de estruturas de médio e grande porte tornam-se essenciais
para complementar um sistema de monitoramento da saude estrutural (Structural Health

Monitorig — SHM), podendo este ser definido de diversas formas.

Wenzel (2009) define o SHM, no contexto da engenharia civil, como a
implementacdo de uma estratégia de identificacdo de danos na estrutura, estes ultimos
caracterizados por alteragdes no material e / ou propriedades geométricas do sistema,

incluindo mudancas nas condicdes de contorno e conectividades.

Ja para Magalhaes (2010), o SHM consiste na combinacéo de equipamentos para
determinar acBes e respostas estruturais permanentemente com ferramentas de
processamento dos dados e deteccdo de danos, permitindo a avaliacdo da estrutura

instrumentada.

De maneira mais global, Fiedmann e Kraemer (2016) afirmam que o
monitoramento envolve desde a combinagdo de sensores para a aquisicdo, transmisséo e
capacidade de processamento dos dados, até algoritmos capazes de indicar alteracdes no

objeto monitorado, finalizando com tomada de decisdes, quando necessarias.

Existem diversas maneiras de monitorar uma estrutura, desde inspec@es in loco
até o acompanhamento por meio das respostas dinamicas, passando pelos métodos de
deteccdo de danos propriamente ditos. Anteriormente, os mais utilizados eram aqueles

baseados no uso de raios-X, ultrassom e ressonancia magnética, no entanto, por se
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tratarem de métodos de avaliacdo local, necessitam de uma estimativa prévia do local do

dano, além de uma significativa demanda de tempo para sua aplicacdo (Bandara, 2013).

Neste contexto, tendo em vista 0s avangos ocorridos na &rea de processamento
computacional, bem como o aperfeicoamento de sistemas de aquisicdo de dados e o
desenvolvimento de sensores cada vez mais precisos, foi possivel criar abordagens mais

globais para 0 monitoramento estrutural.

Estas abordagens sé@o fundamentadas nas vibragdes estruturais e partem do
principio de que as caracteristicas dindmicas (frequéncias naturais, modos de vibracéo e
razdo de amortecimento), que sdo propriedades intrinsecas da estrutura, sofrem

alterac6es em funcdo da situacéo fisica e geométrica.

Deste modo, um SHM pode ser representado, esquematicamente, por meio da
Figura 1.1. E possivel observar que, a partir do monitoramento (com todos os
pormenores da instrumentagéo da estrutura, isto é, sensores, ferramentas de transmissao
de dados, etc.) gera-se um banco de dados, sendo possivel comparar as respostas
estruturais, analisa-las com vistas a deteccdo de danos, construir diagnosticos e, com
base nestes, definir acdes (progndsticos) para a estrutura. Estas Gltimas, variando desde

a necessidade de reparos, evitando maiores danos, até uma interdicdo da edificacéo.

Banco de dados

' Métodos de

| |:f s -
kb detecgdo de danos

T A
1N
7

W P |
.’ Sensores

/RN,
w‘."L‘l"f whiyl

| 8

oo oo

Figura 1.1 Esquema de um SHM.
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Além dos fatores citados, o desenvolvimento de um bom SHM tem motivacdes
sociais e econdmicas. Annamdas e Soh (2016) afirmam que o SHM pode ndo ser o
objetivo principal em paises onde as necessidades bésicas ainda ndo sdo garantidas; mas
¢ uma metodologia crucial para paises em desenvolvimento, sobretudo em cidades
muito populosas, nas quais uma falha estrutural possa prejudicar uma sociedade e o seu

desenvolvimento econdmico.

Para Chang (2002) apud Balageas, Fritzen e Guemes (2006), uma estrutura com
SHM tende a ser confiavel no que diz respeito a sua integridade, além de gerar custos
constantes de manutencdo. Ja nos casos de estruturas nas quais ndo sdo adotados
sistemas capazes de acompanhar o seu funcionamento, ndo existem custos relacionados
a implementacdo de um SHM, contudo, tendem a apresentar significativos aumentos no
custo da manutencdo (quando necessaria), além da reducdo da sua confiabilidade,

conforme se observa na Figura 1.2.

Qualidade da estiutura

N
~ Confiabilidade e
Y

Custo de manutengao ~

.
-

Vida util da estrutura

= = — Estrutura sem SHM
Estrutura com SHM

Figura 1.2 Beneficio econémico do SHM. Chang (2002) apud Balageas, Fritzen e Guemes
(2006) - adaptada.

Como mencionado, um SHM também é composto de metodologias capazes de
detectar, localizar e/ou quantificar regides danificadas na estrutura. Deste modo, Lee
(2004) prop6s 4 grandes grupos para dividir os méetodos de deteccdo de danos

existentes, dentre 0s quais estao:

e Grupo dos parametros modais > neste grupo estdo os métodos que utilizam as

frequéncias e os modos naturais de vibracdo, cujas metodologias estdo
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baseadas nas variagdes das frequéncias, modos de vibragéo, derivadas do modo
de vibragéo e na energia de deformac¢do modal.

e Grupo dos métodos das matrizes > métodos que utilizam as matrizes de
rigidez e flexibilidade, cujas metodologias sdo baseadas nas técnicas de
atualizacdo e otimizacdo de modelos.

e Grupo dos métodos de aprendizado de maquina -> métodos que utilizam
Algoritmos Genéticos (AG) e Redes Neurais Artificiais (RNAs), baseando-se
na otimizagdo de parédmetros de rigidez, minimizacdo de funcdes objetivas e
treinamento de sistemas inteligentes.

e Outras técnicas > Métodos que utilizam a avaliagdo da FRF (Frequency

Response Function) e a analise de séries temporais.

Além da divisdo dos tipos de métodos, Rytter (1993) classificou a deteccdo de
danos em quatros categorias, dependendo do objetivo da aplicacdo, dentre as quais

estao:

1 Determinacdo de alteracfes que indicam presenca de danos;
2 Determinacdo de uma possivel localizacdo de danos;
3 Determinacéo da extensdo do dano e, por fim,

4 Uma estimativa da vida util da estrutura.

No entanto, ainda ndo existe uma técnica de SHM aplicavel a todas as estruturas e
que aborde todas as questdes. Deste modo, tendo em vista as limitacGes, vantagens e
desvantagens de alguns métodos em relagédo a aplicagdo em alguns tipos de estruturas,
busca-se, cada vez mais, aprofundar as pesquisas com vistas ao desenvolvimento e
aprimoramento de meios que permitam realizar o monitoramento nas mais diversas

formas estruturais.

Nos Ultimos anos, parte da comunidade cientifica vem adotando a deteccdo de
danos como um problema de reconhecimento de padrdes, no qual uma classificacédo é
realizada em funcéo de parametros afetados por uma mudanca nas propriedades fisicas

de um sistema.

Nesta perspectiva, pode-se citar a existéncia de ferramentas que, ao serem
trabalhadas em conjunto com as propriedades dinamicas, tornam-se métodos eficientes

na deteccdo de danos, como € o caso das Redes Neurais Artificiais (RNAS) nas suas
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mais diversas maneiras de processamento (Backpropagation, Self Organizing Maps
(SOM), Learning Vector Quantization (LVQ), etc.).

No entanto, por se tratarem de técnicas estritamente matematicas, para o seu
melhor desempenho, faz-se necessario o uso dos parametros dindmicos mais adequados,
isto é, dados que possam fornecer a situacdo real da estrutura, para serem processados

pelas referidas técnicas, de modo a indicar a presenca de falhas estruturais.

Para Ahmed (2016), as RNAs aplicadas no contexto da deteccdo de danos, podem

proporcionar varias vantagens, dentre as quais estao:

e Diferentes parametros de vibracdo podem ser utilizados como dados de entrada
para RNAs, resultando, portanto, em uma liberdade na escolha das entradas e
saidas, sem representar complexidade aos algoritmos de treinamento;

e A RNA apresenta tolerancia razoavel ao ruido, o que representa uma
vantagem, sobretudo, quando processada com dados experimentas;

e O processamento da RNA é comparativamente rapido e ndo ha necessidade de
ser remodelado ou reconstruido para nova utilizacdo, desde que tenha

adquirido bons resultados durante o treinamento.

O principal desafio dessa técnica € o fato que, de maneira geral, no contexto da
deteccdo de danos, a RNA necessita de dados das estruturas intacta e danificada para ser
capaz de treinar satisfatoriamente e, posteriormente, ser capaz de classificar a estrutura

nas duas principais classes ja@ mencionadas.

No entanto, se a estrutura é considerada ndo danificada em seu estado atual, as
informacGes da classe danificada estardo indisponiveis, a menos que alguns modelos
estruturais detalhados como, por exemplo, modelos baseados no Método de Elementos

Finitos (MEF), possam ser usados para gerar tais informacdes.

Segundo Bandara (2013) em sua tese, os dados utilizados para treinar a rede sao
dependentes das estruturas e podem ser obtidos a medida que surgem danos na estrutura
real. No entanto, esta € uma abordagem bastante demorada e/ou onerosa, apresentando,

ainda, incertezas e dificuldades para a sua implementacao.

Deste modo, o autor afirma que a geracdo analitica ou numérica de amostras de

treinamento através de um modelo matematico da estrutura a ser monitorada é uma
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alternativa logica, atrativa e aceitavel, desde que as redes neurais possam fornecer um

diagndstico correto baseado nessas amostras de treinamento.

Nesta perspectiva, este trabalho tem foco no aperfeicoamento de métodos de
deteccdo e localizacdo de danos, utilizando para isso a técnica de Redes Neurais
Artificiais (RNAs) como ferramenta de aplicagdo, tendo um banco de dados numérico e
experimental como entrada para as fases de treinamentos e testes das RNAs,
respectivamente. Dessa forma, se insere nos primeiro e terceiro grupos de metodos
definidos por Lee (2004), e nas categorias 1 e 2, segundo os niveis de deteccdo de danos
definidos por Rytter (1993).

1.1 Objetivos

Este trabalho tem como principal objetivo desenvolver uma metodologia
baseada no uso das propriedades dindmicas e das Redes Neurais Artificias (RNAS) para

a deteccdo e localizacdo de danos em estruturas.

1.2 Metodologia

No decorrer deste trabalho s&o criadas diversas redes neurais artificiais tendentes
a identificar alteracdes na integridade de uma estrutura. Essas redes sdao utilizadas em
duas analises principais, sendo a primeira em uma viga controlada em laboratério e,
portanto, uma estrutura mais simples para que pudesse ser feito um primeiro teste da
ferramenta. Ja a segunda andlise corresponde a aplicacdo da metodologia a uma
estrutura mais complexa, uma ponte localizada em Portugal, a ponte Infante D.

Henrique.

Para as duas analises s&o utilizados dados das estruturas, de carater numeérico e
experimental, a fim de se obter parametros dindmicos que contenham informacées que
traduzam o estado da estrutura, e, portanto, que possam ser usados como “alimentac¢do”

do método de identificacdo de danos, citado acima.

Considerando que as RNAs necessitam passar por uma fase de treinamento para

desempenhar uma das suas principais funcdes, o reconhecimento de padrdes, neste
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trabalho é realizado um levantamento e mapeamento dos dados estruturais que possam,
em conjunto com as RNAs, indicar a real situacdo de uma estrutura de maneira mais
eficiente. Deste modo, o treinamento consiste no processamento de um conjunto de
dados (entrada + saida) de modo que a ferramenta possa estabelecer uma relagdo entre
entradas e saidas.

Na busca de uma RNA mais eficiente, a formagdo e o treinamento das redes

apresentam variagdes nos seguintes aspectos:

1 — Tipos de dados dinamicos como entrada (modos de vibracdo e frequéncias);
2 — Diferentes cenérios de danos, isto é, falhas estruturais com diferentes severidades e
posicoes.
3 — Diferentes arquiteturas da rede: nimero de neurdnios na camada intermadiaria e
fungdes de ativagéo.
4 — Diferentes Tipos de RNAs, podendo ser do tipo Backpropagation (MLP), Learning
Vector Quantization(LVQ) e Self Organizing Maps(SOM).

Essas variagOes sdo testadas de maneira individual e combinada. No primeiro
caso, as redes sdo processadas com cada uma das condi¢cbes mostradas nos tdpicos de 1
a 3, uma por uma, de modo que um dos topicos sera variado e 0s outros parametros

permaneceréo constantes.

Os testes combinados s&o realizados da mesma maneira do caso anterior, no
entanto, as variacdes do topico 1 sdo realizadas por meio de combinacao de dados, isto
é, a rede recebe como padrdo mais de um tipo de dado, como por exemplo: frequéncias

+ modos de vibracdo (Erro! Fonte de referéncia ndo encontrada.).

A partir dos resultados obtidos no treinamento, os conjuntos de dados sdo
analisados e avaliados quanto a sensibilidade na presenca de danos estruturais e, assim,
é iniciada a fase de testes com a formacdo de diferentes RNAs, na qual serdo fornecidos
dados ainda desconhecidos do sistema, isto €, informacdo para quais se deseja uma

solucéo.

Apo0s todos os testes das redes, sdo escolhidas as melhores performances, de
modo a selecionar a/as metodologias mais eficientes para identificar, localizar e

quantificar os danos estruturais.

28



ANALISES
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Figura 1.3 Anélises realizadas.

O trabalho é realizado com o auxilio do software Matlab (2015), uma vez que o
mesmo contem um pacote destinado ao uso de Redes Neurais Artificiais em suas mais
diversas formas de processamento, seja no algoritmo de treinamento ou na arquitetura

da rede.

1.3 Organizacao da tese

Este trabalho esta desenvolvido ao decorrer de 7 capitulos sendo este o primeiro,
no qual apresenta-se um contexto geral do tema, bem como a sua importancia no
cendrio da engenharia estrutural e a justificativa de estar sendo estudado. Além disso,

sdo pontuados os objetivos e a metodologia utilizada na pesquisa.

O segundo capitulo é composto de uma revisdo bibliografica geral acerca do
assunto de sistemas de monitoramento estrutural (SHM), seguido de um levantamento

das pesquisas que utilizaram a técnica de RNAs na composicdo de um SHM.

No terceiro capitulo sdo descritas as formulacGes e toda a teoria utilizada para o
desenvolvimento das técnicas utilizadas no trabalho. E apresentada uma pequena

fundamentacéo tedrica a respeito da dindmica estrutural, especificamente, a abordagem
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relativa & obtencdo das caracteristicas dindmicas de um sistema com varios graus de
liberdade. O capitulo contém, ainda, a teoria e os algoritmos correspondentes aos tré
tipos de redes neurais artificiais aplicadas nesta pesquisa (Backpropagation, Self
Organizing Maps e Learning Vector Quantization).

Considerando que o trabalho tem uma abordagem numeérica, o capitulo 4

descreve as ferramentas computacionais utilizadas ao longo da pesquisa.

Os capitulos 5 e 6, 0s mais extensos da tese, descrevem todas as analises
realizadas no modelo experimental de uma viga metélica e as analises feitas na ponte
Infante D. Henrique, respectivamente. Em cada capitulo é mostrada a avaliagdo da
aplicacdo dos tipos de redes neurais artificiais estudadas, sob diferentes configuragdes.

Por fim, o sétimo capitulo contém as consideracdes finais acerca do estudo
desenvolvido. Em sequéncia sugerem-se alguns tépicos relevantes a serem tratados em
trabalhos futuros, finalizando com as principais referéncias bibliograficas utilizadas no

desenvolvimento da pesquisa.
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2. REVISAO BIBLIOGRAFICA

A importancia que vem sendo dada ao monitoramento das construgdes, tanto no
que se refere a preocupacdo com a degradacao delas, como também ao conhecimento do
comportamento de estruturas mais complexas, tém levado a um maior desenvolvimento
do tema nas mais diversas areas da engenharia civil, marinha, aeroespacial e

aeronautica.

Deste modo, considerando o escopo do trabalho, foi realizado um levantamento
de alguns trabalhos no campo do SHM (Structural Health Monitoring), e, de maneira
mais especifica, utilizando as Redes Neurais Artificiais (RNAs) como parte integrante

de um sistema de monitoramento estrutural.

2.1 Monitoramento estrutural

Muitos pesquisadores vém estudando, desenvolvendo e aprimorando métodos e
ferramentas com vistas ao sistema de monitoramento estrutural (Structural Health
Monitorig — SHM). Em um contexto historico, 0s primeiros sistemas de monitoramento
instalados foram os das pontes Golden Gate bridge e San Francisco-Oakland Bay
Bridge, Carder (1937) - Figura 2.1 (a e b), segundo Benzoni e Lomiento (2013).

Muitos trabalhos, teorias e conclusdes foram e estdo sendo usados como base
tedrica de métodos da atualidade como, por exemplo, Adams (1978), ao afirmar que as
caracteristicas dindmicas apresentam variacdes em funcédo da rigidez da estrutura, uma

vez que a presenca de danos néo altera significativamente a sua massa.

Allemang e Brown (1982) e Lieven & Ewins (1988), Pandey (1991)
desenvolveram métodos baseados nas diferencas que surgem entre os modos de
vibracdo das estruturas intacta e danificada, os conhecidos indices MAC (Modal
Assurance Criterion) e COMAC (Coordinate Modal Assurance Criterion) e 0 método
da curvatura, respectivamente. Além destes, podem-se citar Hearn e Testa (1991), Wu

(1992), Chen (1995) entre tantos outros que contribuiram no desenvolvimento do tema.

Em abordagens mais recentes podem-se citar: Genovese (2000), que propds o

Método do Erro Residual (MER), o qual € capaz de avaliar a integridade estrutural
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observando as variagOes das frequéncias e de seus respectivos modos de vibragéo
sofridas por vigas que continham danos. Posteriormente, o método foi aprimorado por
Brasiliano, Doz e Brito (2004), e por Marcy (2013) a fim de aplicd-lo em porticos
planos e espaciais, respectivamente. Em todos os estudos o MER apresentou um
desempenho desejavel, uma vez que este foi capaz de localizar e quantificar danos nos

modelos estruturais.

Huth et. al (2005) analisaram, no contexto da dinamica estrutural, a
sensibilidade de diferentes métodos de deteccdo, localizacdo e quantificacdo de danos
aplicados a uma ponte de concreto protendido de 40 anos, ja apresentando rachaduras,
porém com os devidos reparos (ponte Romeo, na Suica - Figura 2.1 (c)). Antes dos dois
cenarios de danos feitos por meio de macacos hidraulicos e carregamentos seguidos de
descarregamentos, foi realizado um monitoramento continuo da estrutura durante 8
meses, 0 que permitiu os autores observarem que, na presenca de danos, os modos de

vibracdo apresentavam maiores variagcdes do que as observadas nas frequéncias.

Além disso, notaram ainda que as frequéncias apresentaram significativas
variacdes em funcdo da temperatura, inclusive quando comparadas aquelas causadas
pela presenca de danos. Deste modo, para a deteccdo de dano, foi proposta uma
formulacdo baseada nas variacOes apresentadas pelos modos de vibracdo para a
deteccdo de danos da referida estrutura, esta ultima denominada de indice de area do

modo de vibracdo (Mode Shape Area Index).

Os resultados obtidos permitiram concluir que a deteccdo de danos por meio da
observacdo do modo de vibracdo apresentou maior sensibilidade quando comparado ao
uso das frequéncias. No entanto, 0s autores apontaram para a protensdo como causa
para a pouca capacidade em detectar, localizar e/ou quantificar danos em estados

iniciais da referida estrutura.
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Figura 2.1 Pontes que tiveram um SHM. (a) Golden Gate Bridge, Carder (1937); (b) San
Francisco-Oakland Bay Bridge, Carder (1937); (c) Romeo Bridge, Huth et. al (2005).

Beskhyroun (2006) propuseram uma técnica de identificacdo e localizacdo de
danos baseada nas alteracdes da curvatura e na Densidade Espectral de Poténcia (PSD —
Power Spectral Density). Para a validacdo da técnica foram criados dois modelos em
escala reduzida, uma ponte e um portico em aco com diferentes cenarios de danos, 0s
quais foram simulados pela retirada de parafusos. A partir dos resultados experimentais,
pdde-se observar que a técnica apresentou bons resultados, ou seja, identificou e

localizou de forma precisa os elementos que continham anomalias.

Kunert e Ambrosini (2007) apresentaram um método capaz de identificar danos
estruturais através da variacdo de frequéncia entre a estrutura intacta e danificada. O
método consiste em variar o0 modulo de elasticidade do material da estrutura, por meio
de trés equacdes. Essas funcdes sdo usadas como meio de simular o dano estrutural, de

tal forma que, a partir de um fator multiplicativo, o referido mddulo varia
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quantitativamente representando, portanto, a variacdo na rigidez dos elementos,
causando, consequentemente, alteracdes nas propriedades dinamicas da estrutura. A
técnica foi testada numericamente por meio de modelos de vigas e apresentou bons

resultados.

Curandelli et. al (2008) apresentaram um método de identificacdo de danos por
meio da identificacdo do coeficiente de amortecimento usando transformada de
Wavelet. Foram realizados estudos numéricos em um pdrtico e experimentais em uma
viga de concreto e em um portico tridimensional de aluminio, os quais indicaram que o
amortecimento também pode ser utilizado como indicador da presenca de danos
estruturais.

Magalhdes (2010) aplicou e desenvolveu técnicas e rotinas para obter
estimativas precisas de parametros modais a partir de dados de ensaios de vibragédo
ambiental em estruturas de grande porte, aléem de realizar o processamento on-line de
dados registrados de maneira continua. As ferramentas foram testadas na cobertura do
estadio do Braga (Figura 2.2 (a)) e na Ponte Infante D. Henrique (Figura 2.2 (b)), ambas
as estruturas localizadas em Portugal.

Com as rotinas em funcionamento, o autor ainda desenvolveu um método para
detectar danos a partir das variacfes das 12 primeiras frequéncias obtidas por meio de
registros feitos a cada 30 minutos, durante um ano de monitoramento. Como a ponte
ndo apresentava anomalias em sua estrutura, para validar a técnica foram utilizados
quatro modelos desenvolvidos numericamente.

A partir dos resultados, foi possivel verificar que as rotinas desenvolvidas
apresentaram um funcionamento eficaz, sendo capazes de estimar as caracteristicas
dindmicas da estrutura a cada meia hora, permitindo, portanto, um acompanhamento
regular do desempenho da ponte. Além desta contribuicdo para o tema de SHM, o
método para deteccdo de danos funcionou satisfatoriamente, apresentando boa

sensibilidade a presenca de anomalias estruturais.
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Figura 2.2 - (a) Cobertura do Estadio do Braga; (b) Ponte Infante D. Henrique. Magalhaes
(2010).

Bonéssio, Lomiento e Benzoni (2011) propdem uma metodologia para
identificacdo de danos em ponte equipadas com isoladores e/ou dispositivos de
dissipagdo de energia. Por meio de indices de localizagdo, severidade de falhas e,
baseado nas mudancas nas caracteristicas modais da resposta da estrutura, 0 método faz
uma avaliacdo do desempenho de componentes estruturais convencionais, bem como
dos isoladores e dissipadores de energia. Neste caso (monitoramento do dispositivo), o
método oferece a obtencdo do indice de severidade baseado na interpretacdo das
quantidades fisicas, estas ultimas diretamente associadas as caracteristicas de

desempenho dos dispositivos.

Para validar a técnica, os autores desenvolveram dois modelos numericos: o
primeiro foi uma viga continua simples, com 10 diferentes cenarios de danos. Estes
foram simulados por meio da reducdo do modulo de elasticidade do material dos

elementos, considerando diferentes posicdes e proporcoes.

O segundo caso de aplicagdo do método foi em uma ponte com 4 vaos de, no
méaximo, 12 m em sua superestrutura, equipada com dispositivos de péndulo de friccéo,
modelada como estrutura bidimensional por meio de elementos finitos, a fim de obter
respostas estruturais dos modelos intacto e danificados desenvolvidos. Os resultados
obtidos indicaram a técnica como viadvel para implementacdo em estruturas reais, com a
vantagem de fornecer indicadores diretos dos estagios iniciais de degradacdo dos

parametros de desempenho.
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Costa et al. (2013) realizaram testes dindmicos em uma ponte de aco a fim de
analisar as variagdes das propriedades dindmicas antes e depois da sua reabilitacdo. Na
analise foram também utilizados modelos numéricos da ponte, 0 que permitiu, em uma
comparagdo com resultados da estrutura, obter boas estimativas nos parametros modais
ap6s um melhoramento da ponte, bem como propor e avaliar solugdes de reabilitagdo

empregadas na estrutura.

Caetano et. al (2016) implementaram dois sistemas de monitoramento estrutural
em duas passarelas localizadas em Portugal, uma na Universidade do Porto (FEUP) e a
segunda em Santo Tirso (Figura 2.3 (a) e (b), respectivamente). Os sensores instalados
objetivaram caracterizar os niveis de vibracdo nas estruturas, uma vez que estas sdo de
uso de pedestres e, portanto, mais sensiveis no que diz respeito aos niveis de conforto.
Além do primeiro objetivo, os autores buscaram detectar danos e verificar o

desempenho de amortecedores TMDs instalados na segunda ponte.

Com base nas avaliaces realizadas, foi possivel observar a importancia do
monitoramento em estruturas que estdo em uso, bem como analisar os efeitos
ambientais e operacionais na caracterizacdo das vibracdes e os efeitos de danos

estruturais das edificacdes.

(a) (b)

Figura 2.3 - (a) Passarela da FEUP; (b) Passarela Parque da Rabada, Santo Tirso. Caetano et.
al (2016).

Comanduci et. al (2016) realizaram um estudo sobre a capacidade de detec¢édo
de danos em pontes por meio de seis técnicas estatisticas baseadas em modelos
dinamicos de regressdo, analise de componentes principais lineares e locais, bem como
um método proposto baseado na combinacdo de regressGes lineares multiplas
dinamicas. O estudo foi realizado em uma ponte em arco e, para isso, utilizaram as doze

primeiras frequéncias e os respectivos modos de vibracdo, obtidos durante dois anos de
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monitoramento continuo. Além disso, utilizaram o auxilio de modelos numéricos

danificados para verificar a influéncia dos danos nas frequéncias.

As técnicas analisadas resultaram como eficazes na deteccdo de danos, sendo
capazes de detectar alteracdes na ordem de 0,1% nas frequéncias da referida ponte. Os
autores indicaram que os resultados obtidos proporcionam confianga nas informacoes
fornecidas pelo SHM, e sugerem o uso de mais de uma metodologia para detectar
alteracOes significativas com relagdo as condicfes normais da estrutura. Além disso,
mostram que o grau de linearidade ou ndo linearidade na correlacdo entre as
caracteristicas dindmicas e os fatores ambientais / operacionais pode afetar

significativamente o0 monitoramento estrutural.

Oliveira (2016) prop0s um sistema de monitoramento estrutural dindmico em
torres edlicas, baseado na analise de vibracOes e capaz de estimar com precisdo as
propriedades modais das estruturas, a partir da sua resposta dindmica. O sistema foi
implementado em uma torre edlica Senvion MM82 com os objetivos de detectar danos
estruturais e de avaliar a condicdo de fadiga. Os resultados da pesquisa permitiram
concluir que o sistema de monitoramento foi capaz de identificar pequenos danos na

estrutura de suporte de torres instaladas em terra e fora da costa.

Haeri et. al (2017) apresentam uma abordagem para o monitoramento estrutural
de plataformas offshore utilizando, para isso, as respostas estruturais provocadas por
vibraces ambientais. Devido a complexidade estrutural e por estarem sujeitas a cargas
de onda e/ou impactos de barco, que excitam apenas 0s primeiros modos de vibracgéo,
foram utilizadas sé as primeiras frequéncias e seus respectivos modos de vibracdo como

informacdes.

O método baseia-se na utilizacdo de modelos de referéncia de duas e trés
dimensdes e, a partir destes, realiza-se uma atualizacdo dos coeficientes das matrizes de
rigidez para estimar os niveis dos danos. Por fim, os autores fizeram uma analise de
sensibilidade acerca do método proposto, abordando as possiveis fontes de erros, de
modo que os parametros de confiabilidade estatistica mostraram que a metodologia é

eficiente no contexto da deteccdo de danos.

Cardoso, Cury e Barbosa (2017) propuseram uma metodologia para obter os

parametros modais automaticamente, independentemente do método de identificacdo de
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sistema usado para estimar os modos de vibracdo. Neste trabalho foi utilizado o SSI-
DATA.

Baseado em algoritmo de clusterizagdo hierarquico, os autores realizaram testes
utilizando os sinais de uma viga, gerados numeérico e experimentalmente. Os resultados
obtidos foram satisfatérios de modo que, quando comparado a outras metodologias

semelhantes, comportou-se com superioridade.

Sun, Zou e Zhang (2017) fizeram uma revisdo a respeito da aplicacdo de
sistemas de monitoramento estrutural em pontes de grandes vdos na China, com o
objetivo de ilustrar seu valor pratico. Sao feitos trés estudos, sendo o primeiro referente
ao caso de uma colisdo de um navio em uma ponte suspensa e 0s efeitos causados na
estrutura, bem como a importancia de se ter um SHM para emitir alarmes referentes as
alteracdes causadas pela colisdo. O segundo caso diz respeito as alteragdes causadas nas

respostas de uma ponte suspensa devido a expansdo das juntas de dilatacéo.

O ultimo estudo foi realizado no caso de uma ponte que apresentava vibracoes
excessivas provocadas pelo vento. Neste caso, os autores fizeram uma abordagem no
sentido de demonstrar que o monitoramento ndo serve apenas para acompanhar o
desempenho da estrutura, mas também monitorar o funcionamento dos sistemas de
amortecimento de massa sintonizada (TMDs — Tuned Mass Damper) instalados para
controlar as vibragfes. Além disso, os autores afirmam que o SHM pode embasar o
dimensionamento dos TMDs, uma vez que, por meio do monitoramento estrutural, é
possivel conhecer as aceleracdes, frequéncias, modos de vibracdo, amortecimento da
ponte e, portanto, conhecer melhor o comportamento da estrutura diante da acdo de

ventos.

Como é possivel ver, o monitoramento estrutural € um tema que vem sendo
abordado nos mais diversos tipos de estruturas, sobretudo naquelas que tém funcdes
ligadas ao desenvolvimento social, econémico e cultural de um determinado lugar.
Obviamente, nem todos os métodos apresentados nas pesquisas citadas neste trabalho
sdo testados em estruturas usuais, mas sim em modelos de laboratério, significando,
portanto, que este € um tema ainda em evolucdo e que ainda tem um vasto campo para

ser explorado.

Como o foco do trabalho esta relacionado com uso das RNAs como parte

integrante de sistema de monitoramento estrutural, a seguir sdo apresentadas algumas
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pesquisas que abordam mais diretamente esta ferramenta no contexto da deteccdo de

danos estruturais em construgdes usuais e de laboratério.

2.2 Monitoramento estrutural com Redes Neurais Artificiais (RNAS)

Como mencionado, 0 monitoramento estrutural pode ser realizado com o apoio
de teécnicas de diferentes areas atuando para o mesmo fim, isto, a busca pelo
acompanhamento continuo de desempenho estrutural. No entanto, particularizando para
a técnica das Redes Neurais Artificiais (RNAs), pode-se notar que a capacidade da
referida ferramenta no contexto da deteccdo de danos € bastante promissora e

satisfatoria, como relatam os trabalhos dos autores a seguir.

Elkordy, Chang e Lee (1993) utilizaram a técnica de RNAs para diagnosticar
danos em estruturas aporticadas. Os autores utilizaram dois modelos numéricos
bidimensionais (modelos com mesmas dimensdes, porém o segundo com um maior
nivel de discretizacdo) e um modelo experimental para obter respostas de vibracoes.
Foram utilizadas trés redes Backpropagation, das quais a primeira e a segunda foram
utilizadas para detectar danos e, a terceira, além de detectar, tinha o objetivo de

mensurar a severidade das anomalias.

Para a fase de treinamento, as redes tiveram como padrfes de entrada cenarios
danificados dos modelos numéricos e, para avaliar o desempenho da rede, esta foi
testada com dados do modelo experimental. O estudo obteve bons resultados indicando,
portanto, que a deteccdo de danos através das RNAs pode ser uma boa ferramenta no
monitoramento das estruturas. Os autores ressaltam, ainda, que € necessario a aplicacao

da técnica em modelos estruturais e cenarios de danos mais complexos.

Genovese, Brito e Doz (2002) apresentaram um método hibrido baseado no
MER e na utilizacdo das RNAs. O método é composto de duas etapas: localizacdo dos
danos via MER e, com base nos dados da localizacdo, utiliza-os como parametros para a
quantificacdo, através das RNAs. O método foi testado em vigas biapoiadas e 0s
resultados obtidos permitiram concluir que a juncdo das duas técnicas tem grande
potencial no monitoramento estrutural. No entanto, analises feitas sob o efeito de ruido
compromete significativamente a avaliacdo, sobretudo na etapa referente ao uso das
RNA:s.
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Sahin e Shenoi (2003) realizaram um estudo numérico e experimental a fim de
localizar e quantificar danos em uma viga. Para o estudo, foi utilizada a técnica de
RNAs tendo, na etapa do seu treinamento, os modos e as frequéncias obtidas
numericamente, por meio do software ANSYS. Buscando o melhor desempenho das
RNAs, os autores criaram trés diferentes redes, cada uma com um tipo de dado de
entrada, dentre os quais estavam as frequéncias, diferenca maxima entre as curvaturas e
0os modos de vibracdo. O treinamento foi realizado com dados de 480 cenarios
construidos com severidades e posicOes de danos diferentes.

Para validar a técnica, as RNAs foram testadas com os dados obtidos do modelo
experimental e os resultados obtidos permitiram concluir que as diferencas percentuais
entre as frequéncias sdo dados que podem indicar a existéncia e a severidade do dano,
no entanto, em se tratando de localizagcdo, a diferenca maxima entre as curvaturas

apresentou resultados mais precisos.

Gomes (2004) utilizou a técnica de Redes Neurais Artificiais com Fungdes de
Base Radial para obter informacgéo de possiveis danos em uma viga biapoiada. A rede
recebeu como dados de entrada a variacdo dos quadrados das frequéncias naturais e,
com base no processamento de suas trés camadas, forneceu como saida o indice de dano
de cada elemento da estrutura. Foi utilizado um modelo numérico de viga com
diferentes cenarios de danos, do qual se obtiveram os dados de treinamento e de teste da

rede.

O autor também analisou 0 impacto dos resultados da RNA quando processada
com dados sob interferéncia de ruido. Gomes concluiu que a medida que séo
acrescentados, criteriosamente, parametros da estrutura como dados de entrada na fase
de treinamento, melhores serdo os resultados da rede, sobretudo em estruturas mais
complexas. Além disso, observou-se também que a presenca de ruidos pode prejudicar

significativamente a sensibilidade na avaliacdo do dano.

Lee et. al (2005) propuseram um método baseado no uso de RNAs para localizar
danos. Para definir os dados a serem utilizados como padrbes de entrada da rede os
autores consideraram que as alteracdes nas frequéncias naturais provocadas pelas
variacOes da temperatura podem ser mais relevantes quando comparadas com diferencas

provocadas pela presenca de danos estruturais. Nesse sentido, como padrdes de
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entradas, foram utilizadas as diferencas e as relagcdes entre os modos de vibracdo dos
modelos intactos e danificados.

Para o estudo, foram usados dois exemplos numéricos de uma viga simples e de
uma ponte para testar a eficacia do método. A partir do estudo numérico obtiveram-se
as informagdes necesséarias para o treinamento da rede, sendo o teste realizado com o0s
dados de um modelo de ponte construido em laboratério. Neste caso, verificou-se que a
presente técnica pode ser eficaz na deteccdo de danos, uma vez que a maior parte das
falhas estruturais foi detectada com sucesso, nos diversos cenarios de danos
considerados.

Além dos dois estudos indicados, a técnica foi submetida a aplicagdo em uma
ponte ja construida, e, portanto, em dimensdes usuais. Os resultados mostraram uma

boa precisdo da ferramenta no que se refere a localizacdo dos danos.

Yeung e Smith (2005) usaram RNAs nédo supervisionadas para detectar danos
em um modelo numérico de ponte. Para o trabalho, foram desenvolvidos modelos com
diferentes intensidades de danos e de carregamento (dindmico), de modo que 0s seus
modos de vibracdo foram obtidos para serem utilizados como padrfes de entrada da
rede. Os autores observaram que ao serem utilizadas as formas modais deve-se ter
cuidado com os nodos da forma modal, uma vez que ndo apresentam deslocamentos e
podem interferir nos métodos de deteccdo do dano. Para contornar tal problema, as
aceleracbes dos modelos foram colhidas e os modos foram estimados a partir de dois
lugares especificos, sendo um nos pontos de maiores deslocamentos e 0 outro nos nos,
para que quando as formas modais fossem estimadas o ndé ndo ficasse sem

representacgao.

O poder de reconhecimento de padrdes foi analisado com e sem a influéncia de
ruidos nos dados e, com base nos resultados, foi observado um indice de acerto foi em
volta 70% dos casos, considerando uma razoavel quantidade de ruido. Deste modo,
pode-se afirmar que as RNAs caracterizaram-se como uma boa ferramenta na deteccao

de danos estruturais.

Fang et al. (2005) utilizaram as Funcdes de Respostas em Frequéncia (FRF)
como dados de entrada de uma RNA a fim de treina-la para identificacdo de danos
estruturais. Foi utilizado o algoritmo Backpropagation para o treinamento da rede, bem

como algumas de suas variagcbes para comparagdo de resultados. O estudo foi
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desenvolvido numericamente em uma viga com diferentes cenarios de danos, de modo
que suas funcgdes de respostas de frequéncias foram utilizadas como padrdes de entrada
das redes. Os resultados mostraram que a técnica funcionou adequadamente,

apresentando resultados satisfatorios.

Jeyasehar e Sumangala (2006) testaram cinco diferentes RNAs para avaliar a
capacidade de uma rede com vistas a identificacdo de danos em vigas de concreto
protendido. Para o estudo foram selecionadas as frequéncias naturais, deflexdes, largura
de trincas, carregamentos e, de maneira combinada, foram usados como padrdes de
entrada para as RNAs. Apos analises, observou-se que as redes treinadas com dados
dindmicos apresentaram resultados com margem de erros menores indicando, portanto,
que as caracteristicas dinamicas sdo parametros mais adequados para o contexto do

monitoramento estrutural.

Haryanto et al. (2007) testaram numericamente um método de detec¢do de danos
baseado no uso das RNAs. Foram usados tensdes e deslocamentos de uma viga para
localizar e quantificar as falhas estruturais, estas ultimas simuladas por meio de
reducdes na rigidez dos elementos. Os resultados encontrados indicaram que, para fins
de localizacdo e quantificacao, as tensbes foram parametros mais influentes, uma vez

que, a partir destes, os resultados foram mais relevantes.

Mehrjoo et al. (2008) apresentaram um método utilizando redes neurais com
algoritmo Backpropagation, capaz de estimar a intensidade de danos presentes em
articulacdes de pontes trelicadas. Por se tratar de grandes estruturas com muitas
articulacdes, consequentemente com muitos parametros, o método propde uma divisdo
da estrutura em subestruturas que possam representar a ponte completa. A rede recebeu
como dados de entrada as frequéncias e 0s modos naturais de vibracdo das estruturas

testadas.

O treinamento da rede foi realizado com os dados obtidos de uma subestrutura, e
a partir do seu aprendizado pdde-se generalizar a referida rede, a fim de conhecer os
dados de saida, ou seja, 0s danos da estrutura completa. Os resultados indicaram um

bom aprendizado da rede mostrando, portanto, boa precisao na identificacdo dos danos.

Das e Parhi (2009) propuseram uma nova metodologia usando RNA, do tipo
Backpropagation, para identificar danos em vigas. Foram desenvolvidas expressdes

tedricas a fim de avaliar os efeitos que a profundidade e a localizagdo de uma trinca

42



causam nas frequéncias naturais e nos seus respectivos modos de vibragdo. Tendo em
vista esses parametros (frequéncias e modos de vibragdo), a RNA foi composta por seis
neurdnios na camada de entrada, correspondendo ao desvio relativo das trés primeiras
frequéncias e aos seus respectivos modos de vibracdo, dois neur6nios na camada de
saida, esses Ultimos com a profundidade da trinca e sua respectiva localizacdo; e 8

camadas ocultas.

Para testar a rede, foram utilizados modelos numéricos e comparados com
resultados experimentais, concluindo-se, a partir destes, que a técnica obteve um
desempenho aceitavel, necessitando, ainda, de novos testes em outros tipos de estrutura,

bem como solucionar possiveis falhas.

Rucka e Wilde (2010) combinaram as técnicas de Redes Neurais e ondas
Wavelet a fim de monitorar e localizar falhas estruturais. A metodologia do trabalho
consiste na aplicacdo da transformada de Wavelet sobre os modos de vibracdo da
estrutura, de modo que a RNA tenha como entrada os referidos dados e como saida a
deteccdo e localizacdo dos danos. Para treinar e validar o metodo, foram utilizados
modelos numéricos e experimentais de vigas, placas e cascas. Com base nos resultados,
0s autores concluiram que a combinacdo dos metodos pode apresentar boa precisdo na
deteccdo de danos, sendo ainda possivel o melhoramento por meio da otimizacdo da

arquitetura da rede.

Omenzetter e Lautour (2010) desenvolveram um metodo de deteccdo e danos
baseados no uso de modelos autoregressisvos (AR) e de RNAs, especificamente a rede
Learning Vector Quantization (LVQ). O método foi aplicado a dados experimentais
obtidos de dois modelos: uma estrutura aporticada de trés andares, excitada huma mesa
vibratdria, e uma estrutura mais complexa da ASCE Fase Il Dyke (2003), excitada por

um shaker - Figura 2.4, ambas com cenarios intactos e danificados.

No primeiro caso, os danos foram simulados pela reducédo da secdo transversal
de alguns elementos. Ja no segundo, estrutura de 4 pavimentos, foram retiradas algumas

conexdes e afrouxados alguns parafusos para simular os danos.

Os ARs foram utilizados no ajuste das séries de aceleracBes das estruturas, de
modo que os seus coeficientes foram escolhidos como caracteristicas sensiveis a danos,
passando, posteriormente, por uma analise para reduzir a dimenséo desses dados. Neste

altimo passo foi utilizado a Principal Component Analysis (PCA). As informagdes
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foram utilizadas como dados de entrada do LVQ (Learning Vector Quantization) e 0s
resultados mostraram que os coeficientes de AR funcionam bem como informagdes
sensiveis a anomalias estruturais. Além disso, notou-se que o LVQ comportou como

uma ferramenta confiavel na classificacdo de danos.

Figura 2.4 — Vista da estrutura ASCE Fase Il Dyke (2003).

Borowiec e Ziemian“ski (2011) utilizaram a técnica de Redes Neurais Artificiais
para identificar danos em uma viga produzida em laboratério. Para o estudo, foram
construidos modelos numeéricos, a partir dos quais se obtiveram as caracteristicas
dinamicas, especificamente, as alteragcdes nas frequéncias devido a reducao de rigidez e
adicdo de massa em determinados pontos da viga e, posteriormente, foram usadas como

dados de treinamento da RNA tipo Backpropagation.

A rede foi treinada com parametros dos modelos numéricos e testada com o0s
dados do modelo experimental. Com base nos resultados, os autores concluiram que a

RNA pode ser considerada bastante eficiente na identificacdo de danos.

Shi e Yu (2012) apresentaram um método hibrido para detectar danos
estruturais, composto de duas técnicas, RNAs e Transformada de Wavelets. Na etapa
referente a extracdo das propriedades dinamicas, bem como no tratamento dos sinais
obtidos por meios de ensaios dinamicos, foi usada a técnica de Wavelet. Uma vez
conhecidos os referidos dados, eles foram usados como entradas da RNA para que esta
seja capaz de reconhecer e classificar padrdes. Foram testados quatro tipos de redes,
com variagdes nas quantidades de coeficientes de Wavelet usados como entrada das
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redes, no nimero de camadas intermediérias, bem como na quantidade de neurbnios

nestas camadas.

Apods as simulagdes em um portico espacial modelado numericamente, 0s
autores concluiram que a técnica apresentou uma performance bastante promissora no
caminho do monitoramento estrutural, uma vez que o indice de acertos ficou acima de

95% dos casos testados.

Seleemah et. al (2012) apresentaram uma aplicacdo da técnica de Rede Neural
Artificial para a deteccdo de danos na ponte El-Ferdan, localizada no Egito. Para o
estudo foram construidos modelos numéricos da ponte com danos, estes Ultimos
simulados pela reducdo da area de seccao transversal nos valores de 20, 40, 60 e 80 por

cento da area dos elementos.

Deste modo, foram obtidas as propriedades estaticas e dindmicas da ponte a fim
de serem utilizadas como dados de entrada da RNAs. Foram criadas varias redes com
diferentes arquiteturas, isto €, nimero de neur6nios na camada intermediaria, bem como
diferentes conjuntos de entradas, incluindo as deflexdes estaticas da ponte,
caracteristicas dindmicas e uma combinacdo de ambas as caracteristicas. Em todos 0s
casos a saida de rede consistiu em dois nos, representando a localizacéo e a severidade

do dano no elemento.

Os resultados da andlise de sensibilidade indicaram a importancia das
caracteristicas dinamicas da ponte no sucesso do desempenho da RNA, resultando na
conclusdo que a técnica das RNAs € precisa e pode ser considerada uma alternativa
extra para a deteccdo de danos ou monitoramento estrutural de saude de grandes

estruturas.

Du et. al (2012) utilizaram a rede do tipo LVQ como técnica integrante de um
sistema de monitoramento estrutural de placas de aluminio com os furos rebitados
continham possiveis danos, representados por rachadura. Deste modo, considerando a
necessidade de se realizar um treinamento (aprendizado) da RNA, foram construidos
modelos numéricos em elementos finitos da referida estrutura, a fim de se obter dados

de input para o aprendizado da rede.

Deste modo, o funcionamento do LVQ estava pautado em ser treinador com

informacOes obtidas numericamente e, para isso classificava os padrbes em duas
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classes: danificada e intacta. Ja a fase de teste da RNA, na qual sdo fornecidos como
dados de entrada as informacdes do problema a ser resolvido, foram usados os dados
das placas fisicas.

Apobs os testes, os autores observaram que dos 10 padrbes fornecidos, o LVQ
classificou 8 corretamente, resultando em 80% de acertos e caracterizando-se como uma

ferramenta promissora para integrar sistemas de monitoramento estrutural.

Tibaduiza, Mujica e Rodellar (2013) propdem uma metodologia baseada na
Principal Component Analysis (PCA) e na RNA Self Organizing Maps (SOM) para
detectar danos em uma placa a partir de dados obtidos em testes dindmicos. A
metodologia foi analisada experimentalmente e, para demonstrar a eficiéncia, foram
realizados dois estagios com diferentes cenarios de danos e com a estrutura intacta. O
primeiro foi o estagio de treinamento e de validacéo seguido do estagio de teste, usando
dados diferentes, tendo como a simulacdo de danos a adicdo de massa em diferentes
posicdes e proporgdes. A primeira etapa demonstrou como os resultados sdo altamente

influenciados pelos inputs e 0 método de normalizacao aplicado na rede SOM.

A informacdo do estado da estrutura foi utilizada para verificar a qualidade da
classificacdo e os melhores parametros da rede, isto é, 0 nimero de padrfes de entrada,
bem como a arquitetura da rede. A segunda etapa permitiu avaliar a eficacia da

metodologia proposta, utilizando novos dados de cada estado da estrutura.

Perez et. al (2013) propuseram uma metodologia capaz de identificar e localizar
danos em trelicas, inclusive de modelos experimentais. A metodologia é composta de
trés técnicas, RNAs e Wavelets e 0 Modo Empirico de Decomposicdo, estes dois
ultimos utilizados no tratamento dos sinais da estrutura. Treinada com indices de danos
obtidos ao decompor os sinais da estrutura, a RNA foi criada para localizar e quantificar
trés tipos de danos: “afrouxamento de parafusos”, reducdo de rigidez e corrosdao dos

elementos, ocorrendo de maneira isolada ou combinando os trés tipos.

Foram simulados 10 ensaios com o modelo (com cada condicdo de dano) a fim
de obter informacGes para treinar a RNA, sendo os dados da estrutura (experimental),
usados para testar a técnica. Os resultados permitiram a equipe concluir que a
metodologia tem grande potencial no monitoramento estrutural, uma vez que esta
apresentou resultados bastante confiaveis, conseguindo identificar de forma satisfatéria

0s danos da trelica e, podendo ser aplicados a outros tipos de estruturas.
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Karimi et al. (2013) também utilizaram as frequéncias naturais de vigas,
modeladas numericamente, para alimentar redes neurais na localizagdo de danos. A rede
foi treinada com algoritmos genéticos, e teve como alimentagdo e resposta os valores
das frequéncias naturais, a previsdo da localizacdo e a profundidade das trincas,
respectivamente. ApoOs os resultados, os autores concluiram que a técnica apresentou

bons resultados, com erros em torno de 4% do esperado.

Kondru e Rao (2013) utilizaram a estrutura de uma viga em balanco para aplicar
a técnica de RNAs com vistas a localizacdo e mensuracdo da profundidade de trincas.
Neste trabalho, a rede foi treinada com frequéncias naturais da estrutura e foi comparada
sua performance na localizagdo das trincas com os resultados obtidos por meio do
software ANSYS.

Hakim et. al (2014) apresentaram um estudo baseado em RNAs com o objetivo
de localizar e quantificar danos estruturais em uma viga metalica. Para isso, utilizaram o
algoritmo Backpropagation para processar 5 diferentes RNAs, correspondendo, cada
uma, a0 modo de vibracdo utilizado como dado de entrada. Em uma segunda fase,
realizaram a mesma analise, no entanto, dando como inputs para a rede o conjunto da
frequéncia natural de vibracdo e o seu referido modo. Em ambos os casos, dos 208
conjuntos de dados obtidos por meio de experimentos em 4 vigas danificadas em
diferentes posicdes e proporcdes por reducdo na rigidez, 70% foi utilizado para os
treinamentos da rede e 30% para a fase de testes, de modo que o estudo apresentou uma

abordagem totalmente experimental.

Os resultados mostraram um bom desempenho para todas as analises. No
entanto, a avaliacdo da rede quando o conjunto da frequéncia e o modo de vibragéo
foram fornecidos como padrdes de entrada, foi destacadamente mais precisa, tanto na

localizagdo como na quantificacdo das falhas estruturais.

Chengyin et. al (2014) testaram um método hibrido baseado nas ferramentas
matematicas RS Theory e RNAs a fim de detectar danos em uma trelica de aco, por
meio de dados obtidos em testes de vibracdo. Inicialmente, a primeira técnica € utilizada
para determinar os parametros dindmicos mais adequados a serem usados como
alimentacdo da RNA. Em seguida, é aplicada uma RNA Backpropagation para detectar

0s danos, sendo estes simulados pela reducédo na inércia de alguns elementos.
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A rede é treinada com informacfes obtidas em modelos numéricos e testada
com os dados experimentais da trelica. Os autores observaram que o método ndo foi
eficiente na estimativa da severidade do dano; no entanto apresentou bons resultados na

determinacgéo da posicédo das falhas estruturais.

Meruane e Mahu (2014) propuseram o desenvolvimento de um algoritmo de
avaliacdo de danos em tempo real usando RNAs (Backpropagation) e frequéncias anti-
ressonantes, de modo que, como varios trabalhos anteriormente mencionados, as autoras
utilizaram dados numéricos e experimentais para as etapas de treinamento e teste,
respectivamente. A metodologia foi validada por meio de dois casos estudados: um
sistema massa-mola com 8 graus de liberdade e uma viga de aco, sob a condicdo de

contorno livre-livre.

As analises foram feitas variando nimero de neurénios como também funcées
de transferéncia. Além disso, foi introduzido ruido nos dados das frequéncias, a fim de
avaliar o desempenho da rede. Os resultados obtidos foram satisfatorios mostrando que
é possivel monitorar a presenca de danos estruturais usando somente a informacéo anti-

ressonantes obtidas a partir de fungdes de resposta de frequéncia pontual.

Nguyen et. al (2015) apresentaram uma técnica para identificar e estimar a
presenca de danos em um protdtipo da junta de uma viga em arco que suportam a pista
de 6nibus da ponte Sydney Harbour. Para isso o0s autores usaram fungdes de resposta de
frequéncia combinadas com a analise de componentes principais para determinar
caracteristicas especificas de danos e, por fim, utiliza-las como dados de entrada de uma

RNA Backpropagation.

Para validar, os autores fizeram testes experimentais na peca em seu estado
saudavel e, apds a obtencdo das respostas, foram realizados cortes com trés estagios de
severidade (médio, grave e gravissimo) para simular danos estruturais e, novamente,
foram obtidas suas respostas. Estas informacdes foram divididas para treinar e testar a
rede, no entanto observou que o pouco numero de exemplos para treinar e rede limitava
seus resultados. Deste modo foram desenvolvidos modelos numéricos no software
ANSYS para obter informacdes e serem usadas como padrGes de entrada do
treinamento da RNA. Como era de se esperar, 0s resultados apresentados mostraram

uma significativa melhora, aumentando a precisao de identificacdo de danos.
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Onur e Abdeljaber (2015) apresentaram um novo algoritmo de avaliagédo de
danos baseado em vibracGes, utilizando o SOM para extrair indices de danos
significativos a partir da resposta de aceleracdo aleatéria no dominio do tempo. O
trabalho foi feito com uma abordagem experimental em uma estrutura de maiores
dimensdes, desenvolvida por Dyke (2003), objetivando demonstrar a sua eficiéncia no
monitoramento da salde das estruturas civis. Os danos estruturais foram simulados por
meio da reducdo de rigidez nas amarras e nas ligagcdes entre vigas e colunas ou pela
exclusdo total de alguns elementos estruturais e os resultados indicaram que o algoritmo

apresentou boa sensibilidade aos danos estruturais.

Ahmed (2016) em sua tese de doutorado reservou parte da sua pesquisa para
avaliar o desempenho das Redes Neurais Artificiais, especificamente a rede

Backpropagation, na estimativa dos tamanhos dos vazios em lajes de concreto armado.

Para a analise, foram desenvolvidos modelos numéricos no ANSY'S, dos quais
foram obtidas suas 10 primeiras frequéncias, a fim de obter as informacgdes necessarias
para treinar a RNA. Uma vez que a rede apresentou um bom desempenho, isto €, o erro
durante a fase de aprendizado da rede estava por volta de 10, passou-se para a segunda
etapa, a fase de testes. Deste modo, foram apresentadas as 10 primeiras frequéncias da
estrutura real e, ao final do processamento, observou-se que as regressdes dos resultados
dos testes mostraram que a RNA proposta foi capaz de prever os tamanhos de vazios

com uma precisao consideravelmente alta.

E importante ressaltar que o autor chama a atencéo para o nimero de neur6nios
de cada simulacdo, uma vez que foi observado que o aumento das células artificiais
melhorou significativamente o poder de generalizacdo da rede neural. Ainda como
conclusdes da analise, Ahmed (2016) classifica a técnica como uma ferramenta eficiente

para detectar o tamanho de vazio em lajes.

Jin et. al (2016) propuseram uma metodologia baseada em Redes Neurais
Artificiais com filtros Kalman para detectar danos em estruturas com sistemas de
monitoramento continuo instalados a longo prazo, de marco de 2013 até maio de 2014.
Tendo em vista que os parametros modais apresentam alteracdes provocadas pela
variacdo de temperatura, 0s autores analisaram a correlacdo entre tais fatores e, assim
avaliaram as variaveis mais adequadas para serem utilizadas como inputs para a RNA.

Para validar as técnicas, os autores construiram o modelo numérico danificado da ponte
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Northbound, construida em1964, Meriden - Connecticut, EUA (Figura 2.5), para obter
fatores de variacdo das frequéncias e aplica-las nos dados obtidos do monitoramento,

simulando, assim, danos fisicos na referida estrutura.

Com vistas a detec¢do e com a conclusdo que as frequéncias naturais sofrem
decréscimos com 0 aumento da temperatura, foram usadas as diferengas das frequéncias
e das temperaturas como padrbes de entradas das redes e os resultados permitiram
concluir que a rede com filtros Kalman apresentou um grande potencial para integrar

um sistema de monitoramento em tempo real de grandes estruturas.

No que corresponde ao funcionamento propriamente dito da RNA, os autores
observaram que o processo de escolha da arquitetura da rede, especificamente o nUmero
de neurdnios da camada escondida, deve ser feito observando o desempenho de diversos
testes, uma vez que um numero reduzido de células artificiais minimizou o desempenho
do processo e, um aumento exagerado também apresentou uma baixa na eficiéncia do

algoritmo.

Figura 2.5 — Vista da ponte Meriden Jin et. al (2016).

Tan et. al (2017) apresentaram uma técnica baseada em RNASs para localizar e
mensurar danos em modelos de vigas de aco. A pesquisa foi realizada numericamente
de modo que, como dados de entrada, foram fornecidos os indices de dano baseado na
energia de deformacdo modal dos varios cenarios simulados. J& como saidas, a rede foi
treinada para fornecer a localizacdo e o valor da reducdo de rigidez dos elementos que
continham as anomalias. Baseado nos resultados, os autores afirmaram ser uma
metodologia precisa e eficiente, principalmente quando estiver aplicavel as estruturas

usuais.
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Baseado nos vérios trabalhos citados além de outros, pode-se notar que, no caso
do uso de RNAs para identificar e classificar a intensidade dos danos estruturais, ndo ha
um consenso com relacdo aos pardmetros mais adequados para o reconhecimento de
padrdes. Assim, os pesquisadores que utilizam a referida ferramenta recorrem aos
estudos ja realizados, que obtiveram éxito, para determinar os tipos de dados que devem

ser considerados de uma determinada estrutura.

Além disso, diante das inUmeras pesquisas abordando e ressaltando a
necessidade de se ter um sistema de monitoramento estrutural nas edificagoes,
sobretudo baseado na utilizacdo de técnicas rapidas e confiaveis, este trabalho se insere
neste escopo, uma vez que utiliza as RNAs para detectar e/ou localizar danos estruturais
em uma viga construida em laboratorio e, com base nos resultados, extrapola a
abordagem para a aplicacdo da técnica em uma estrutura mais complexa, uma ponte em

uso.
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3. FUNDAMENTOS TEORICOS

Este trabalho tem como objetivo encontrar uma metodologia para identificar,
localizar e quantificar danos, baseada no uso das propriedades dindmicas como
parametros de reconhecimento de padrdes. Neste sentido, a fim de se conhecer o
funcionamento dindmico de um sistema, suas propriedades, bem como os métodos a
serem usados no trabalho, neste capitulo sdo descritas as equacles e as respectivas
consideracg0es feitas para serem utilizadas.

3.1 Obtencao das propriedades dinamicas

A obtencdo das propriedades dindmicas de um sistema, isto €, frequéncias
naturais, modos naturais de vibracdo, razdo de amortecimento, € baseada no
conhecimento da equacao que governa 0 seu comportamento dinamico. Deste modo, a
equacdo de movimento para um sistema de n graus de liberdade é expressa da seguinte
forma, Clough & Penzien (1993):

My(t) + Cy(t) + Ky(t) = F(t) (3.1)

Na qual, M, C e K sao, respectivamente, as matrizes de massa, amortecimento e
rigidez da estrutura, sendo o niumero de linhas e colunas correspondente a discretizacao
adotada, ou seja, do nimero de graus n de liberdade da estrutura. Os simbolos
y(t), y(t) e y(t) representam os vetores de aceleragdo, velocidade e deslocamento,

respectivamente; e F(t), indica o vetor de forgas excitadoras do sistema.

As matrizes de massa e rigidez sdo obtidas com base na geometria do sistema e
nas propriedades dos materiais envolvidos. J& a matriz de amortecimento, por se tratar
de uma andlise mais complexa, em geral pode ser expressa como uma combinacdo das

matrizes de massa e rigidez do sistema.

Considerando que, para pequenos amortecimentos, a andlise modal do sistema é
muito semelhante a analise feita do sistema em vibracdo livre ndo amortecida, como é o

caso das estruturas civis que apresentam valores de amortecimento menores que 15%,
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Cardoso e Cury (2017), neste estudo o amortecimento foi desconsiderado. Desta forma,
a equacdo de movimento dos sistemas em vibragdes livres é formulada pela seguinte

expressao:

My(t)+ Ky(t)=0 (3.2)

A equacdo acima tem solucdo do tipo:

y(t) = ysen(wt + 6); (3.3)

y(t) = —w?*ysen(wt + 0) = —w?y (3.4)

Onde y representa a forma do sistema, que ndo varia com o tempo e 8 é o angulo de

fase.

Substituindo as equacdes (3.3) e (3.4) na equacéo (3.2):

(K — @?M)y =0 (3.5)

A equacdo (3.5) é homogénea linear, e para que ndo se obtenha a resposta

trivial, ou seja, y = 0, o determinante da matriz entre parénteses deve ser nulo.

|(K - w?M)|5 =0 (3.6)

Esta dltima equacdo é conhecida coma a equagdo caracteristica do sistema e
equivale ao problema de autovalor e autovetor. Sendo um polindmio caracteristico
degrau n, as n raizes encontradas correspondem aos quadrados das n frequéncias
naturais (w?) e 0s n vetores associados a estas frequéncias (autovetores) correspondem

aos modos de vibracédo (), respectivamente.

Como pode se observar, as frequéncias e os modos de vibracdo sdo dependentes

da rigidez estrutural, de modo que as mudangas na rigidez provocados por um eventual
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dano na estrutura implicard em mudancas nas frequéncias e nos modos de vibrag&o.
Dessa forma, é possivel, monitorando as variacbes destes pardmetros, avaliar

indiretamente o dano.

Por outro lado, 0 monitoramento continuo implica em trabalhar com um nimero
de dados bastante significativo e técnicas adequadas sdo necessarias para este fim.
Nesse sentido, o uso das redes neurais € uma alternativa interessante e, como

mencionado antes, é com ela que se desenvolve este trabalho.

3.2 Redes neurais artificiais

Redes Neurais Artificiais (RNAS) sdo sistemas paralelos e distribuidos, compostos
por unidades de processamento simples interligadas, chamadas neuronios artificiais,

capazes de armazenar informacdes, reconhecer e classificar padroes e fazer previsoes.

Trata-se de uma técnica inserida dentre as varias metodologias existentes para a
solucdo de problemas de Inteligéncia Artificial, baseada no ajuste de conjuntos de
parametros (ajuste de pesos), tornando-a capaz de aprender, por meio de experiéncias

(treinamento), e generalizar o comportamento de um determinado problema.

Considerando a inspiragdo do comportamento neural dos seres inteligentes, o
primeiro modelo de neurénio artificial foi proposto por McCulloch e Pitts em 1943, por
isso chamado de MCP e mais conhecido por Neurdnio Booleano (Figura 3.1). No
sistema neural humano, os dendritos sdo as ramificacfes responsaveis por receber 0s
impulsos oriundos de outros neurdnios e levar os sinais para 0 soma, ambiente no qual
0s impulsos sdo processados e novos impulsos sdo gerados (Figura 3.1(a)).

O neurdnio ainda € composto de uma ramificacdo Unica, mas robusta, o axonio.
Este tem a funcdo de transmitir para a extremidade da célula os impulsos processados
no soma, e desta forma, transmiti-los por meio de nervos terminais para outros

neurdnios. Esta transmissao recebe o nome de sinapse.

Simulando o comportamento dos dendritos, 0 modelo apresenta t terminais de
entrada acompanhados do viés (b=1) x;, x5, ..., x; + b € um Unico canal de saida Y, o
qual se assemelha com a ramificacdo do axénio. W,, W,, ..., W, s@0 pesos que se somam
as entradas para determinar a ativacdo ou inibicdo destas entradas, simulando ai a tarefa

das sinapses. Desta forma, a ativacdo do neurdnio depende da fungdo correspondente,
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que ativa ou ndo a saida, representada na Figura 3.1(b) por > ¢ ®. Além das entradas
mostradas no modelo artificial, o neurdnio Booleno conta com o valor unitario,

conhecido por viés, e com o objetivo de polarizar as entradas do neurénio.

Dendritos —

’ N\ T AN <. —
T~ (e k | P |x]_ i
NN A W
Y~—" " ﬁ N
Vo =,
/ﬂ’AJ - N']\ . W2 4 .
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.;/’k* . -
S« : ’:;‘ m

Figura 3.1 (a) Neurdnio humano; (b) Modelo do neurénio Booleno.

As redes neurais podem se classificar, de maneira geral e simplificada, quanto as
funcbes de ativacdo wusadas em seu interior (Microestrutura), a arquitetura
(Mesoestrutura) e quanto a sua forma de aprendizado (Macroestrutura). A Figura 3.2
mostra um esquema dos diferentes tipos de redes, com alguns destaques que serdo
explicados posteriormente, ja que se tratam da classificacdo das RNAs utilizadas neste
trabalho.
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//\ Supervisionado >
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Figura 3.2 Tipos de RNAs
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e Microestrutura

Define-se pelas caracteristicas de cada neur6nio da rede, especificamente pela sua

funcdo de ativacdo, Bauchspiess (2008). As fungdes de ativacdo tém como objetivo

principal gerar as saidas dos neurdnios e, para tal, fazem uso dos valores dos dados de

entrada e dos pesos. Seu uso varia de acordo com o problema a ser resolvido. Dentre as

principais funcdes de ativacdo, as mais utilizadas séo as fungdes Degrau, Sigmoidal,

Linear e a Gaussiana. (Figura 3.3 - (a), (b), (c) e (d), respectivamente).

F(x)

+y,sex>0}
—-ysex<0

F(x) = {

@) Funcéo de ativacdo Degrau
ativacdo Sigmoidal

F(x)

(c) Funcéo de ativacdo Linear

F(x)

—

F(x) = —

1+e~Bx
Onde g é a inclinacdo da funcéo

(b) Funcéo de
F(x)

M,

—(x—p)?

Fx)=e 2

Onde u é o centro (ponto
médio) e r € o raio de abertura

da funcéo.

(d) Funcéo de ativacdo Gaussiana

Figura 3.3 Funcdes de Ativacdo.
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e Mesoestrutura - Arquitetura da Rede

A Mesoestrutura corresponde ao modo em que 0s neurdnios estdo organizados,
bem como ao tipo de conexdo entre eles. O poder de processamento de um neurdnio
isolado ndo é aceitavel, sobretudo na resolucdo de problemas mais complexos. Nesse
sentido, para um desempenho satisfatorio da RNA, os neurdnios sdo agrupados e
conectados, dando origem a diferentes arquiteturas e, portanto, redes capazes de
resolver problemas com um maior nivel de complexidade. A rede pode ser composta de
uma ou mais camadas de neurdnios, e essa organizacdo independe da fungdo de

ativagéo.

As configuragdes mais usuais para a conexao dos neur6nios séo as seguintes: rede
feedforward de uma Unica camada, rede feedforward de maltiplas camadas (MLP); rede
com recorréncia entre camada de saida e camada intermediaria e rede com recorréncia

auto associativa.

Rede feedforward de uma Unica camada: Composta de apenas uma camada
alimentada pela frente (Feedforward). As unidades de entrada s@o neurbnios que
recebem os sinais externos e, as de saida, os neurénios que apresentam os resultados
processados pela rede. A Figura 3.4 mostra a estrutura deste tipo de rede, as unidades
azuis (X1, X2, Xs... Xi) representam 0s neurbnios de entrada, €, Y1, Y2, Ys... Yt, as
unidades em vermelho, os neurdnios de saida. Este tipo de estrutura apresenta algumas
restricbes quanto a sua eficiéncia, uma vez que, contar apenas com uma camada pode

resultar insuficiente para solucionar problemas de alta complexidade.

X1 ® Y
B Entradas
! ® Camada de Saida
X2 ® Y
X3 » Y3
Xt » Yt

Figura 3.4 Rede de uma Unica camada. Padua et. al (2000) - adaptada.
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Rede feedforward de maltiplas camadas (MLP): Possui um arranjo muito semelhante
as estruturas das Redes Feedforward de uma Unica camada, porém, por dispor de
camadas intermediarias (camadas ocultas), este tipo de rede apresenta melhor
desempenho quando utilizada na resolucdo de problemas mais complexos e deve conter

entre suas camadas intermediarias ao menos uma funcéo de ativagdo ndo linear.

A Figura 3.5 mostra o agrupamento de neurdnios em entradas, camada intermediaria
(unidades verdes) e camada de saida. A quantidade de neurénios pode variar de acordo

com o problema a ser resolvido.

X1
.—' Y1 M Entradas

Camada Intermedidria

®—— Y2 ®CamadadeSaida

X2

X3

®—Ym

Xt

Figura 3.5 Rede com Multiplas Camadas (MLP). Padua et. al (2000) - adaptada.

Rede com recorréncia entre camada de saida e camada intermediaria: Tipo de
estrutura na qual os neurdnios dependem ndo somente das entradas, mas tambem
valores calculados em um passo anterior. Isto ocorre porque as células artificiais podem
apresentar recorréncia (feedback), como observado na Figura 3.6. Essa recorréncia
consiste na realimentacdo do neur6nio com a saida atual, o que torna as saidas
determinadas pelas entradas atuais e pelas saidas anteriores, e pode acontecer com

neurdnios do mesmo e de diferentes niveis.

Este tipo de rede é, geralmente, utilizado em problemas que envolvem previsdes de

eventos futuros.
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Y1 M Entradas
Camada Intermediaria

& Camada de Saida
Y2

Ym

Figura 3.6 Rede com Recorréncia. Padua et. al (2000) - adaptada.

Rede com recorréncia auto associativa: Rede Neural conhecida por rede de Hopfield,
é do tipo recorrente e se constitui de neurdnios de McCulloch-Pitts agrupados em um so
nivel e de forma simétrica. Esta organizacdo permite que a saida de cada neurdnio se
conecte com as entradas de todos os outros. A rede ndo possui entradas externas, e sua
operacdo se da em funcdo da dindmica de mudanca de estados de neurdnios que operam
de forma auto-associativa. A Figura 3.7 mostra este tipo de rede, com 0s neur6nios
representados pelas unidades localizadas nas extremidades e pontos de encontros entres

as ligacdes.

As redes Hopfield podem ser utilizadas em problemas de otimizacédo e de controle, entre

outros.

@ Neurdnios de entrada e saida

Figura 3.7 Rede Auto - associativa. Padua et. al (2000) - adaptada.
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e Macroestrutura — Tipo de aprendizado

O treinamento consiste, basicamente, no ajuste dos pesos (parametros da rede),
através de um processo iterativo. Esse processo ocorre por meio de um critério
preestabelecido, mais conhecido por algoritmo, que a partir de dados de entrada, produz
conjuntos de saida desejados, ou seja, com erros aceitaveis para o problema em questao.

Existem vérios algoritmos de treinamento, e estes sdo divididos em duas
principais classes pelo modo de ajustar os pesos. Estas classes séo: Aprendizado
Supervisionado e Aprendizado N&o Supervisionado.

Aprendizado Supervisionado: Neste tipo de treinamento hd um supervisor
externo que conhece a resposta desejavel da rede. Tal supervisor € responsavel por
estimular as entradas da rede (observando os padrdes de entrada) e analisar as saidas,
comparando as respostas “atuais” com as desejadas. Com base nesta andlise, o
supervisor direciona 0 ajuste de pesos, por meio de um algoritmo, com vistas a

minimizacao do erro e, assim, a finalizagcdo do treinamento com uma possivel solucdo.

Os algoritmos de aprendizado supervisionado mais utilizados sdo a regra Delta e sua
generalizacdo para redes de multiplas camadas, o algoritmo Backpropagation (que sera
detalhado mais adiante) e suas variacdes (Levenberg-Marquardt, Rprop, Quickprop,

etc).

Aprendizado Nao Supervisionado: Modelo de aprendizagem no qual néo se tem
0 agente conhecedor das entradas e das respectivas saidas da rede. Durante o processo
de aprendizagem somente os padrfes de entradas sdo fornecidos a rede, e a existéncia
de regularidades nesses dados faz com que o aprendizado seja possivel. Assim, para este
tipo de treinamento, faz-se necessaria a existéncia de regularidade e semelhanca dos

dados de entrada, proporcionando a formacao de grupos (clusters).

Os problemas que podem ser resolvidos com este tipo de rede sdo aqueles que
procuram descobertas de caracteristicas estatisticamente relevantes nos dados de

entrada, além de poder ser uma etapa de um problema de classificacdo de padrdes.

Para um funcionamento adequado, a modelagem da rede necessita passar por

trés etapas: Treinamento — Aprendizagem, Associacdo ou Validagdo e Generalizacdo. O
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treinamento, que sera detalhado adiante, consiste no ajuste dos pesos para que seja

mapeada a funcdo que mais se adequa a modelagem do problema em quest&o.

O processo tem inicio com a separacdo dos conjuntos de dados (entradas e saidas
desejadas) a serem usados nas etapas citadas. No caso da fase da generalizagéo, apenas

os dados de entrada sdo fornecidos a rede.

O conhecimento ou aprendizado da rede é adquirido por meio de um algoritmo de
treinamento e é resultado de varias apresentacdes de um determinado conjunto de
treinamento (dados de entrada + saidas desejadas). Apds o processamento, e, N0 caso
de um bom desempenho, no qual os erros tenham convergido para um valor minimo
aceitavel, a RNA passa para a validacdo. Neste passo, sdo fornecidos outros conjuntos

de dados e sua performance é avaliada.

Apos o treinamento e a validacdo, a RNA é testada quanto a sua capacidade de
generalizacdo, isto é, ela é aplicada ao problema em questdo. Além das trés etapas
mencionadas, ha, ainda, trés fatores que podem exercer grande influéncia no
desempenho da RNA: o tamanho do conjunto do treinamento e sua representatividade
no problema a ser resolvido; a arquitetura da rede e a complexidade do problema. Deste

modo, para desempenhos abaixo do esperado, hd maneiras de otimizar a RNA.

3.3 Rede Backpropagation

Apos o trabalho de Warren McCulloch e Walter (McCulloch e Pitts ,1943),
Rosenblatt (1958) sugeriu um modelo que tinha como unidades basicas neurénios MCP
(Neurdnio Booleno). O Perceptron ou Perceptron de uma camada, como ficou
conhecido, era composto por trés niveis, a Retina (recebe entradas do exterior), a
Associacdo (nivel intermediario) e a Resposta (saida), e se limitava a resolver
problemas linearmente separaveis. Por este motivo o referido modelo ndo ficou bem

visto pela comunidade cientifica.

Depois de alguns anos de novos estudos das RNASs, surgiu a ideia de que o0s
neurdnios artificiais fossem agrupados em camadas, das quais se destacavam a camada

de entrada, a camada de saida e as camadas ocultas ou intermedidrias.
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Estas camadas foram compostas por quantidades diferentes de neur6nios,
dependendo apenas das varidveis envolvidas no problema e da quantidade de saidas que
se pretende obter. Desta forma, estava concebida a rede neural mais conhecida como
Perceptron de Multiplas Camadas. (Figura 3.8).

% : vetor de entrada y=vetor de saida

Figura 3.8 Representacdo grafica da Rede MLP. Genovese (2005).

A Figura 3.8 representa 0 comportamento matematico da rede, na qual uij séo as
saidas da i-ésima camada com seu respectivo j-ésimo neurdnio. No caso mostrado, as
entradas (X1, X2, Xn) da rede sdo representadas pela camada 0 (i=0) e as saidas (yi, Y2,

yn) pela camada 3 (i=3).

Este tipo de arquitetura de rede com multiplas camadas (MLP) apresenta algumas
vantagens em relacao as redes com uma unica camada, uma vez que as MLPs sdo mais
eficientes no desempenho computacional e, por este motivo, sdo utilizadas neste

trabalho como meio de localizar e quantificar danos estruturais.

3.3.1 Treinamento das RNAs Backpropagation

A grande funcdo das RNAs esta na sua capacidade de aprender a partir de
informacGes externas. Sendo assim, para que essa capacidade seja desenvolvida, a rede

precisa passar pela etapa de treinamento.

O treinamento consiste, basicamente, no ajuste dos pesos, através de um processo
iterativo, para que a rede tenha um aprendizado satisfatorio e possa apresentar erros
aceitaveis. Sendo assim, para cada tipo de rede, existem varios algoritmos de

aprendizado adaptaveis a cada problema a ser resolvido.
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Neste trabalho serd utilizado um pacote computacional chamado Neural Network
Toolbox que possui, internamente, o algoritmo de retropropagacgédo ou Backpropagation,
proposto por Rumelhart et al.(1986), bem como suas variagdes. O Backpropagation é
uma regra de aprendizado supervisionada, cujo objetivo é minimizar erros até valores

minimos, por meio da correcdo dos pesos entre as conexdes dos neurdnios.

A minimizacdo do erro acontece pela execugdo da descida por gradiente. Este
processo pode ser descrito nas etapas forward e backward. A Figura 3.9 mostra uma
rede neural com Ne neurdnios na camada de entrada (chamados de X), Ni neurdnios na
camada oculta (chamados de j), NY neurdnios na camada de saida (chamados de Y;) e
pesos ojk (entre a camada de entrada e a camada intermediaria) e wij (entre a camada

intermediaria e camada de saida).

Fase Forward

A 4

X1 O i PY . Y1
X2 O Y2 I Camada de Entrada
Camada Intermediaria
XNe A @ . Ny @ Camada de Saida

O(NiNe (TN INYNi

Fase Backward

Figura 3.9 Fases forward e backward do algoritmo backpropagation.

Com base na rede da figura 3.9, os passos do backpropagation sdo mostrados a

sequir:

Forward

1) Séo fornecidos a rede o vetor X com Z conjuntos de entradas (com saidas
conhecidas — Yid) e, a partir dos pesos ajk, € da fungcdo de ativacdo, séo

calculados os neurdnios oj da primeira camada intermediéria.
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0 = F(ENe: Xi- ) (3.7)

Os neurdnios da camada de saida sdo calculados da mesma forma, mas com
outros pesos (wjj) ¢ utilizando os neurdnios da camada intermediaria (cj) COMO

dados de entrada.

Y, = fEN 05 wp)) (3.8)

O processo se repete até se chegar a ultima camada da rede, que neste trabalho

refere-se a terceira camada, a camada de saida.

2) As saidas produzidas pelos neurdnios da ultima camada (Yny) sdo comparadas
com as saidas desejadas (Ynvd), estas Gltimas ja conhecidas. A partir dessa
comparagdo é gerado o erro (e =Yg —Y;). O erro quadratico de todos o0s

neurdnios (E) é dado por:

1
E =137 3 (Vg — ¥)? (3.9)

Backward

1) A partir do gradiente decrescente do erro das camadas, chega-se ao ajuste destes
pesos. Utilizando a rede mostrada na Figura 3.8, esta etapa se realiza com a
correcdo dos pesos wj; que ligam a Gltima camada (camada de saida) a camada

intermediaria.

9E _ 1wz OE 0V;

wij - szzl aY; awij (310)
0E _ 1 gz 1 ONi
oy -z 2o=1Vig = YD f'(X)21 05 . wij)o; (3.11)
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Com base nas derivadas, a correcdo dos pesos é efetuada pela seguinte

expressao:

lh O0E
Wi = w7 - Mawi]- (3.12)

Onde u é o passo usado para alcancar a melhor convergéncia.

2) Uma vez calculados 0s novos pesos da Ultima camada (camada de saida), os
erros sdo propagados para camada anterior (camada intermediaria), utilizando-se
para isso 0s pesos, das conexdes entre as camadas, que serdo multiplicados pelos
erros correspondentes. Assim, tem-se um valor de erro para cada neurdnio da
camada escondida que representa uma medida da influéncia da cada neurdnio no

erro da camada de saida.

3) Os erros da camada intermediaria sdo utilizados para o ajuste dos seus pesos,

analogamente ao procedimento descrito anteriormente.

9F _ lgy OF 3¥; 0

ajk Z v=1 aY; ad'j aa]-k

(3.13)

Como a correcdo dos pesos da camada intermediaria depende dos novos erros

propagados pela ultima camada, a camada de saida é calculada por:

O0E 1] i !
—= —é Yoe1Vig =) f'EN 05 wi)wij f(ERE L Xie - i) Xic (3.14)

ijk

Com base nas derivadas, a correcdo dos pesos é efetuada pela seguinte

expressao:

@70 = q;, "ee — ,ua—E (3.15)
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Uma vez ajustados os pesos, conclui-se o ajuste dos pesos de toda a rede para o
vetor de entrada X e sua saida desejada Yis. Apés a fase de treinamento, na qual a
variagdo dos erros € minima, a rede passa para as etapas de validacdo e generalizacéo.
Na validacdo a rede é processada com conjuntos de dados ja conhecidos.

No caso da generalizacdo, a rede passa a ter os dados de entrada diferentes dos
que foram fornecidos em seu treinamento, ou seja, dados ainda desconhecidos, uma vez
que esta ja "aprendeu™ como deve ser seu comportamento. Deste modo, ela esta apta a
ser aplicada no problema em questé&o.

As redes de Multiplas Camadas podem apresentar variacbes no algoritmo
backpropagation. Essas variagdes acontecem na etapa da correcdo ou ajustes dos pesos,
e ddao nome a outros algoritmos, como é o caso do algoritmo Levenberg-Marquardt
backpropagation. Este ultimo desenvolve o0s passos mostrados anteriormente,
substituindo as equacdes (3.12 e 3.15) pela Equacdo (3.16), esta ultima generalizada
para todas as camadas.

O Levenberg-Marquardt backpropagation € um dos algoritmos de otimizacao
mais utilizados superando outros algoritmos em uma grande variedade de problemas, no

entanto demanda grande quantidade de memaoria computacional para sua realizacao.

A regra de ajuste de pesos € baseada no método de Newton e se da pela seguinte

equacao:

(pNovo - (pvelho —(H + ‘Lll)_lvE (3.16)

Onde ¢ representa os pesos, H a matriz Hessiana, VE o gradiente do erro

(mostrado na Equacdo 3.9) e p um fator de ajuste.

3.4 Rede Mapa auto-organizavel ou Self Organing Maps (SOM)

Redes Neurais Artificiais (RNAs) por aprendizado ndo supervisionado sao
sistemas formados por algoritmos que buscam associar padrGes ou caracteristicas
significativas em conjuntos de dados de entrada, sem a presenca de um agente

controlador externo.
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Dentre os algoritmos auto organizaveis, é descrito neste item os Mapas auto-
organizaveis (Self-Organizing Maps - SOM) ou mapas de Kohonen, desenvolvidos por
Teuvo Kohonen, na década de 1980. Trata-se de um tipo de modelo artificial de rede
mais aproximado do comportamento neurofisiologico humano, que possui areas
responsaveis por fungdes especificas. Baseia-se no mapa topoldgico do cortex cerebral,
uma vez que neurdnios localizados em uma determinada area Sdo responsaveis por

estimulos semelhantes.

Por terem a capacidade de resolver problemas ndo lineares de alta dimenséo, as
redes SOM tém uma vasta area de aplicacdo como, por exemplo, engenharias, medicina,

economia, etc.

Assim como nos outros tipos de redes neurais, 0 mapa de Kohonen é formado por
unidades basicas chamadas de neur6nios artificiais. Estas unidades sdo organizadas de
modo que, por meio de ligacGes entre si, estabelecem uma estrutura em forma de rede
(Figura 3.10). De camada Unica, contendo neurdnios totalmente conectados, cujas saidas
sdo organizadas em uma, duas ou trés dimensdes, este tipo de modelo de rede tem

comportamento linear e seu aprendizado é ndo supervisionado.

A grade bidimensional tem a forma de uma superficie plana, onde os neurénios
estdo organizados em linhas e colunas. A Figura 3.11 ilustra uma rede SOM tipica, na
qual os neurdnios estdo representados pelas unidades verdes, 0 neurénio que da inicio
ao processamento (vencedor da competicdo, 0 que apresenta maior similaridade com os
padrdes de entrada) e sua vizinhanca estdo representados pelas cores amarela e branca,
respectivamente. As unidades na cor rosa representam os padrdes de entrada da rede e

as ligacGes, em vermelho, simbolizam as conexdes entre 0s neurénios.
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@ Dados de entrada (x,, X5, X3, ..., Xp,)
@ Neurdnios (Dimensdes X ¢ Y)
| Pesos (w,)

| Conexdes entre neurdnios

Figura 3.10 - Estrutura de um SOM.

Neuroénios vizinhos Neuronio vencedor

Figura 3.11 - Estrutura do mapa de Kohonen com unidade vencedora.

Por ndo precisar de saidas preliminares para seu treinamento, um dos principios
da utilizacdo dos modelos auto-organizaveis para problemas de reconhecimento de
padrdes, ¢ o de que padrdes que compartilham caracteristicas comuns devem ser
agrupados nas mesmas ou em regifes proximas. Esse agrupamento é possivel devido a
redundancia dos dados de entrada, uma vez que o algoritmo de treinamento busca
encontrar caracteristicas significativas nos conjuntos de informacfes de entrada, e,

assim, dar origem as classes ou clusters.
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3.4.1 Treinamento dos Self Organizing Maps

Como nos outros tipos de RNAs, para um funcionamento adequado, 0s
algoritmos passam por um treinamento prévio (aprendizado) que pode ser classificado
como aprendizado competitivo e Hebiano, sendo o primeiro foco do estudo. Nestes
casos, ele pode ser dividido, basicamente, em quatro etapas: inicializagcdo, processo
competitivo, cooperativo (conceito de vizinhanga) e a adaptagéo, Bullinaria (2004).

De inicio, sdo atribuidos valores aleatérios aos pesos e a rede é, entdo,
inicializada. A fase de competicdo consiste em analisar, por meio de uma fungédo
predefinida e dos padrGes de entrada, as saidas de cada neurbnio, de modo que a

unidade que apresenta o maior valor de ativacdo é declarada como o neurdnio vencedor.

Uma vez definida a unidade vencedora, o algoritmo passa para 0s processos de
cooperacéo e adaptacéo, isto €, para a definicdo das unidades vizinhas e para atualizacao
dos seus respectivos pesos (Figura 3.11). Na cooperacdo, a unidade vencedora busca
determinar a localizacdo espacial de uma vizinhanca topoldgica dos neurbnios
excitados, de modo a aumentar os valores individuais do conjunto, e, assim, passar para
0 ajuste dos seus respectivos pesos sinapticos, a qual é nomeada como a fase de

adaptacéo.

Processo competitivo

A primeira etapa, propriamente dita do treinamento da rede, tem inicio com a
apresentacdo de um vetor simbolizando um determinado padrdo de entrada x, bem como
0 vetor de pesos sindpticos w de um neurdnio j. O vetor de pesos de cada neur6nio tem
a mesma dimensdo do espaco de entrada e | representa 0 numero de neurdnios na grade
Haykin (2001). Assim;

X = [x1, % 0, Xm]” (3.16)

Wj = [le, sz' ..-,an]T, ] = 1, 2, ,l (317)

O critério utilizado para determinar o neurdnio vencedor i(x), isto é, o vetor de
entrada X que mais se aproxima do vetor de pesos sinapticos, € o calculo da minima

distancia Euclidiana entre os vetores x e w;.
i(x) = argmin”x — Wj”,'paraj =1,2,..1 (3.18)
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Deste modo, “um espago de entrada continuo de padrdes de ativacdo é mapeado
em um espaco de saida discreto de neurdnios, por meio de um processo de competicdo

entre neurdnios.” Castro e Castro (2013).

Esquematicamente, este passo pode ser representado como mostra a Figura 3.12.
A partir de um vetor de entrada x, identifica-se 0 neurénio vencedor i(X) que apresente
uma maior similaridade com o espaco de saida, de acordo com o0 mapa de caracteristicas
®. Assim, o vetor de pesos sindpticos w; do neurbnio vencedor, funciona como um
ponteiro do vetor no espaco de entrada A, ou seja, 0s elementos sindpticos do vetor w;
podem ser vistos como as coordenadas da imagem do neurdnio i projetado no espaco de

entrada.

° ° e Espaco de
e o @ o o saida A
o o /)io(x) o
o o /o o o
o /o/ o o o
Mapa de
caracteristicas Wi
@
1 B
[ / )
(/ x Espacgo de
N " entrada X

— o

Figura 3.12 Vetor vencedor. Haykin (2001) — Adaptada.

Processo Cooperativo

Na cooperacao, a unidade vencedora (i) busca determinar a localizacdo espacial
de uma vizinhanca topologica de neurdnios, uma vez que existem evidéncias
neurobioldgicas que ha interacdo lateral entre neurdnios biologicos excitados, como
também que tal interacdo diminui com o aumento da distancia entres as células do

sistema nervoso humano.

Deste modo, para os sistemas artificiais, a vizinhanca topologica (h;;) € definida

por uma funcao unimodal que satisfaca dois requisitos (Castro e Castro, s.d.):
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1 — A vizinhanga topologica (h;;) € simétrica ao redor do ponto maximo definido por

d;; = 0. Assim, seu valor maximo localiza-se no neurdnio vencedor i.

2 — A amplitude da vizinhanga topoldgica decresce monotonicamente com o aumento da

distancia lateral (d; ;), decaindo para zero quando d;; — oo; condi¢do necessaria para a

convergéncia.

Por atender as duas condi¢des mencionadas anteriormente, Haykin (2009) sugere

a fungéo gaussiana, definida pela Equagéo (3.19)
d?;
he (x) = exp (— ?) (3.19)

Onde d;; e a distancia entre 0 neurdnio j e o vencedor i, e o € a largura da

vizinhanca topologica, que encolhe com o tempo (Figura 3.13) .

0.61

Figura 3.13 - Funcéo de vizinhanga Gaussiana.

A vizinhanca pode ser definida considerando areas quadradas, hexagonais ou
de largura variavel, no entanto, algumas funcGes tém apresentado convergéncia mais

rapida ou ndo, dependendo da configuracéo escolhida (Figura 3.14).
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Figura 3.14 Representacdes das Etapas Competitiva e Cooperativa de treinamento do
Som. -a- Configuracdo quadrada; - b - Configuracdo hexagonal (Vesanto, 2000),
adaptado.

Considerando que o tamanho da vizinhanca tende a diminuir com o tempo n
(nimero de iteracdes), a largura o deve decrescer com o tempo. Assim, para estabelecer

a dependéncia de o com o tempo discreto n, aplica-se o decaimento exponencial.

o(t) = opexp (—L) t=0,1,2,... (3.20)

T1
Onde o, € o valor de ¢ na inicializacdo do algoritmo SOM e 7; uma constante do
tempo. Deste modo, a vizinhanca topoldgica passa a ser definida por uma variante do
tempo, Equacéo 3.21.

2.
hji) (£) = exp (—L> inm=12,.. (3.21)

202(t)

Tal formulacgdo leva a interpretacdo de que a medida que a largura diminui, ha
também uma reducdo no numero de neurdnios cujas direcbes de atualizacdo estdo
correlacionadas. Assim, recomenda-se, durante o treinamento do SOM, trabalhar com

valores normalizados, a fim de evitar desperdicios dos recursos computacionais.
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Processo adaptativo

A etapa de adaptacdo consiste na atualizacdo dos pesos sindpticos do neurdnio
vencedor, bem como da sua vizinhanga, de modo a se aproximarem dos valores do

padrdo de entrada. A atualizagdo baseia-se na seguinte formulag&o:
w;(t + 1) = w;(£) + (A (x(0) — w; (1)) (3.22)

n(t) = noexp (—Ti) it=1,2,.. (3.23)

2

Onde n(t) e h(t) representam a taxa de aprendizado, que decresce com 0

tempo, e a funcdo de vizinhanga em torno do neurdnio vencedor i(x), respectivamente.

E possivel, ainda, dividir o processo adaptativo em duas fases distintas: a
ordenacdo e a convergéncia. Durante a primeira, ocorre a ordenacdo topologica dos
pesos sinapticos. Nesta etapa devem-se escolher a taxa de aprendizado e a funcéo de

vizinhanca observando critérios com:
- Valor inicial de 0,01 para a taxa de aprendizado (n);

- Inicialmente, o raio da funcdo de vizinhanga deve se estender por uma grande

parte dos neur6nios;

Ja na fase de convergéncia, por se tratar de um ajuste fino do mapa, a funcéo de

vizinhancga deve conter apenas 0s neurdnios vizinhos mais proximos do vencedor.
O algoritmo SOM pode ser resumido em 5 etapas segundo (Haykin, 2009).

1. Inicializagdo: escolha dos pesos sinapticos de todos os neurdnios w;(0) usualmente a

inicializacdo ¢é feita de modo aleatdrio;

2. Amostragem: Um vetor x é extraido do espaco de dados de entrada, que representa o

padrdo de ativacdo aplicado.

3. Determinacdo do neurdnio vencedor: determina-se o neurdnio vencedor (best-
matching neuron) no tempo discreto n, por meio da minima distancia Euclidiana. Essa

etapa corresponde ao processo de competicéo;

i(x) = argmin”x — Wj”,paraj =1,2,..,1 (3.24)
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4. Atualizacdo: 0s pesos sindpticos do neurdnio vencedor e de seus vizinhos sdo

atualizados. Corresponde ao processo adaptativo;

w;(t + 1) = w;(8) + (DA (x(6) — w;(©)) (3.25)

5. Continuacdo: Retorna-se ao passo 2 e continua-se o procedimento até que nao sejam

observadas mudancas consideraveis no mapa.

3.5 Learning Vector Quantization (LVQ)

O Learning Vector Quantization (LVQ) € uma técnica de aprendizado
supervisionado e competitivo, subsequente a RNA SOM, também proposta por

Kohonen e descrita anteriormente.

A técnica faz uso das informacbes de cada classe de dados para realizar a
movimentacdo dos vetores de peso, buscando melhorar a qualidade das regifes de
decisdo do classificador (Haykin, 1999); em outras palavras, o LVQ pode utilizar o
mapa auto-organizavel treinado pelo algoritmo SOM de modo a delimitar mais

claramente as fronteiras das classes de dados (Figura 3.15).

Entradas -
|:> SOM |:> LVQ : } Classes

Figura 3.15 Esquema do LVQ.

Assim com a rede SOM, a arquitetura da LVQ é composta por duas camadas
principais: formada por duas camadas principais, a competitiva e a linear. Na primeira
(competitiva), como o proprio nome ja diz, acontece, por competicdo, a classificacéo
dos padr6es de entrada em classes. Esse processo de competi¢do acontece em funcéo da
proximidade entre os valores dos vetores contendo os padrdes de entrada e 0 de pesos.
Ja na segunda parcela do algoritmo, a camada linear, ha a transformacdo das classes da

camada competitiva em classificacbes de destino definidas pelo usuario.
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Esta RNA apresenta valor fixo igual a 1 para os pesos das conexdes entre a
camada competitiva e a camada de linear e valores binéarios (0 e 1 ) como saida dos

neurdnios da camada linear e saida da rede.

Por ser supervisionado, o algoritmo LVQ pode, ap6s o treinamento da rede SOM,
avaliar a classificagdo gerada pela rede para cada padrdo. Nesta avaliacdo, o algoritmo
LVQ ajusta os pesos para melhorar a classificacdo obtida. Assim, 0s principais passos
do algoritmo estéo descritos a seguir:

Seja um vetor com padres de entrada para o treinamento da redex; (i =
1,...,n) ligado a camada competitiva pelo vetor de pesos aleatérios w; (i =

1,..,m).

Sendo y; (i =1, ...,t) o vetor de classes associadas ao vetor com os dados de

entrada x;, o algoritmo LVQ é descrito, segundo Haykim (1999) por:

1. Inicializagdo: escolha dos pesos sinapticos de todos os neurdnios w;(0) usualmente a

inicializagéo é feita de modo aleatorio;

2. Amostragem: Um vetor x é extraido do espaco de dados de entrada, que representa o

padréo de ativacdo aplicado.

3. Determinacdo do neuronio vencedor: determina-se o neurdnio vencedor (best-
matching neuron) no tempo discreto n, por meio da minima distancia Euclidiana. Essa

etapa corresponde ao processo de competicéo;
i(x) = argmin”x — Wj“,paraj =1,2,..,1 (3.26)

4. Atualizacdo: os pesos sinapticos do neurdnio vencedor e de seus vizinhos sdo

atualizados.

w; (t) +n(t) (x(t) — Wj(t)) ,classe correta

wi(t+1) = (3.27)

w;(t) —n(t) (x(t) — Wj(t)) ,classe incorreta

Durante o processo de aprendizagem, o LVQ atualiza os pesos das sinapses do
neurdnio vencedor de acordo com sua classificacdo. Caso o dado de entrada e o

neurdnio de saida pertencam a mesma classe, entdo as referidas sinapses sdo atualizadas
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de modo a aproximar o neurbnio vencedor do dado de entrada; caso contrario, 0

neurdnio é afastado.

Esquematicamente, este processo pode ser ilustrado conforme Figura 3.16.

+ + +
+ o v Oy
o 5] =
- @ I® 0 -= a
(a) (b) (c)
+ + +
+ +
== 2 .@ g g - @ Z
(d) (e) (f)

Figura 3.16 — Processo de aprendizagem da rede LVVQ (Rocha,2012)

Na Figura 3.16 (a) observa-se a configuracdo da rede, na qual os quadrados sdo
dados de entrada (vetores de entrada) e as cruzes representam os vetores com unidades
de saida, nos quais, as cores preta e azul simbolizam as classes 1 e 2, respectivamente.
Na figura (b) o dado circulado é apresentado a rede, de modo que, sendo sua
classificagdo incorreta, a unidade de saida que o classificou é afastada do dado. Apds a
aprendizagem, o vetor da unidade de saida se coloca em uma nova posicao, gerando
uma nova configuracdo da rede, conforme se observa nos quadros (c) e (d),

respectivamente, Rocha (2012).

Ja os quadros (e) e (f) retratam a classificacdo correta dos dados seguindo da nova
configuracdo da rede, respectivamente. No primeiro, o dado circulado é apresentado a
rede e, sendo correta sua classificacdo, a unidade de saida que o classificou é atraida na
direcdo e no sentido do dado. No ultimo quadro verifica-se que, uma vez realizada a

aprendizagem, o vetor de saida é posicionado proximo ao dado.

Um fator importante no processo de aprendizagem é que as atualizacGes ocorrem
em funcdo da taxa de aprendizado e da distancia Euclidiana, deste modo, é desejavel
que a taxa de aprendizagem decresca monotonamente com o0 numero de iteracdes,

permitindo que no inicio do treinamento 0s movimentos dos vetores sejam maiores,
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aumentando a exploracdo do espaco de entrada dos dados e, para o final, 0s movimentos

sejam menores, caracterizando um ajuste melhorado da sua posigé&o.

Como critério de parada para o algoritmo LVQ pode se utilizar o nimero maximo
de iteragdes, um valor minimo para a taxa de aprendizagem ou o erro (distancia)

calculado entre os vetores, entre outros.

Observa-se, portanto que as redes SOM e LVQ tém bastante semelhangas nos
passos dos seus algoritmos. O que difere €, essencialmente, a rotulacdo feita no LVQ

pelo “supervisor”, fator este inexistente em aprendizados ndo supervisionados.
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4. FERRAMENTAS COMPUTACIONAIS

Este trabalho tem como objetivo a deteccéo/localizagdo de danos em estruturas.
No entanto por utilizar uma ferramenta desenvolvida computacionalmente, para a
modelagem das Redes Neurais Artificiais (RNAs) foi utilizado o software Matlab
(MathWorks, 2015).

Trata-se de um pacote computacional que dispbe de varias bibliotecas ou
toolboxes para aplicacdes especificas de diversas areas do conhecimento como, por
exemplo, os pacotes RNAs, Logica Fuzzy, Otimizacdo de Sistemas, Wavelets, entre
outras. Além dessas vantagens, o programa proporciona uma linguagem de

programacao de facil entendimento para o desenvolvimento de c6digos computacionais.

Nesse sentido, baseado nas equacOes e teorias descritas no capitulo anteriores,
este capitulo descreve as etapas computacionais desenvolvidas para o uso das RNAs

aplicadas no desenvolvimento desta pesquisa.

Dentre os diversos pacotes inseridos no Matlab, o Neural Network Toolbox ™
fornece ferramentas para execucgdo, visualizacdo e simulacdo de Redes Neurais
Artificiais (RNAs) em diferentes configuracdes, sejam elas no modo de aprendizado, no
algoritmo utilizado para o seu treinamento, na maneira de processar 0s dados, bem

como nas fungdes de ativacao utilizadas.

O pacote suporta diferentes tipos de redes, o que o torna capaz de ser utilizado em
diversas areas da ciéncia, bem como em diferentes tipos de problemas como, por
exemplo, dados de montagem, reconhecimento de padrdes, agrupamento de séries

temporais, previsdo, modelagem do sistema dinamico e controle, etc.

Como ja mencionado anteriormente, a utilizacdo de uma rede neural passa,
basicamente, por trés processos: 0 treinamento, a validacdo e a generalizacdo. Por se
tratar de um pacote que contém internamente os algoritmos Backpropagation, Self
Organizing Maps (SOM), Learning Vector Quantization (LVQ), entre outros, o Neural
Network Toolbox realiza as referidas etapas automaticamente, ficando como funcéo do
usuario apenas a tarefa de definir e fornecer os dados a serem usados em cada uma das
fases (treinamento, validacdo e generalizacdo), bem como fungbes, numeros de

neurdnios, taxa de aprendizados, entre outros parametros das redes.
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Para acessar 0 pacote, é necessario, primeiramente, definir os dados de cada etapa,
isto é, declarar quais os conjuntos de informacgdes (padrdes) do treinamento e da
validacéo, e, no caso, da generalizacdo, os dados de entrada. As informacdes devem ser
agrupadas em forma de matrizes e, nas etapas de treinamento e validacdo das redes com
aprendizado supervisionado, os dados de entrada devem ser organizados com suas
respectivas saidas para que, assim, a rede possa identificar as relagdes matematicas

existentes entre tais informacdes.

De maneira geral, por precisarem de entradas e saidas, os algoritmos das RNAs
supervisionadas seguem as etapas mostradas no fluxograma da Figura 4.1. E possivel
observar as fases iniciais ja mencionadas, bem como o procedimento de apresentacao

dos dados.

ApoOs essa primeira fase, sdo escolhidos os parametros da rede, entre os quais
estdo o tipo de algoritmo, numero de neurdnios, funcbes de ativacdo, taxa de

aprendizado e nimero de iteracOes etc, e da-se o inicio do treinamento.

Durante a fase de treinamento das RNAs, o algoritmo busca estabelecer uma
relacdo entre os dados utilizados como padrdes de treinamento, estimar os erros dessa
relacdo e, caso estejam dentro de uma faixa aceitavel, passa-se, entdo, para a fase de
validacdo. Nesta etapa, sdo fornecidos outros conjuntos de dados (ndo utilizados no
treinamento) para avaliar o comportamento da rede ja treinada. Por fim, a rede é testada

com as informac6es do problema ao qual busca-se solugéo.

Por fim, o pacote oferece possibilidade de graficos para os resultados do
processamento, bem como do acompanhamento de cada etapa, como esta sintetizado na

Figura 4.1.

No caso das redes ndo supervisionadas, ao invés do treinamento buscar
estabelecer uma relacdo entre os dados de entrada e saida, o algoritmo da RNA agrupa
os padrdes fornecidos como inputs com base em parametros estatisticos e redundancias

das informacGes.
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TREINAMENTO
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aceitavei

OCALIZACAO E/O
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£

—— RNA Supervisionada
—— RNA néo Supervisionada

Figura 4.1 — Etapas do algoritmo de uma RNA.

O pacote Neural Network Toolbox contém as funcgdes especificas para cada etapa
ja mencionada, para cada tipo de RNA, podendo ser acessado de duas maneiras
distintas: a primeira € utilizando a funcdo nntool e permitindo o acesso direto a uma
janela com interface grafica com os diferentes tipos de redes e seus respectivos
parametros a serem definidos (Figura 4.2). Apesar de apresentar mais facilidades ao
usuario, esta maneira utiliza algumas func@es internas por default, ndo permitindo a

variacdo de alguns parametros da rede (algoritmo interno, funcdes de ativacédo, taxa de

aprendizado, etc.).
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Figura 4.2 — Funcéo nntool do pacote Neural Network Toolbox.

A referida toolbox oferece, ainda, diversas possibilidades de graficos para as
diferentes fases que fazem parte do processamento da RNA, dentre 0s quais estdo: a

performance, regressdo dos dados, histograma de erros, entre outros.

Diante da necessidade de variagdo de alguns pardmetros, pode-se optar pela
segunda opcdo de acesso ao pacote. Esta alternativa trata-se da criagdo do codigo da
rede, isto é, utilizar as funcdes predefinidas pelo software e definir os critérios da rede.
Neste trabalho foram utilizadas as duas abordagens, deste modo seguem, nos préximos

81



paréagrafos, algumas explicacdes acerca das funcdes especificas para o desenvolvimento

das rotinas computacionais.

No caso da Backpropagation, a inicializacdo de uma rede é feita pela funcéo
newff, segundo a versdo do Matlab 2009. Esta funcédo é responsavel pela determinagao
das caracteristicas da RNA, e é a partir dela que sdo definidos o tipo de rede, o
algoritmo, o nimero de camadas, de neur6nios e as funcBes de ativagdo. A Figura 4.3

mostra a estrutura da referida funcéo.

Matriz com dados de
entrada E ¢ saida S

Numero de neuronios das . .
. o Algoritmo de treinamento
camadas intermediarias

Figura 4.3 Estrutura da funcdo NewfTf.

A rede € iniciada e treinada através das fungfes init e train, respectivamente
(Figura 4.4). Nesta etapa o processamento interno do Matlab define, através do
algoritmo selecionado, os padrdes da rede, bem como a relacdo existente entre os dados
de entrada e saida. Deste modo, por meio de um algoritmo de iteracdo por tentativa e
erros, 0s pesos sdo definidos até que as iteracbes convirjam a erros aceitaveis para o

problema em questao.

Apos o treinamento, com 0s pesos ja estabelecidos, a rede € submetida a validacéo
e a generalizacdo. Para a realizacdo de tais etapas é usada a funcdo sim, responsavel pela

simulacdo da referida RNA. A Figura 4.5 mostra como é feita sua sintaxe.

] Dados de entrada e saida
Init(Nome da rede,) T

Train(Nome da rede, Arquivo de Entrada, Arquivo de Saida)

Figura 4.4 Funcdes Init e Train.

82



Sim(Nome da rede, Arquivo para validagao)

Sim(Nome da rede, Arquivo para generaliza¢do)

Figura 4.5 Funcdo Sim.

Apos todas as tarefas descritas acima, com o final do processamento da RNA, o
cédigo computacional encerra-se com a plotagem de graficos que permitem a

visualizacdo da localizacdo e da quantificacdo dos danos.

No caso da rede LVQ, o pacote contém fungbes com 0s mesmos objetivos, no
entanto, especificas para este tipo de rede. A inicializacdo é feita por meio da funcéo
Ivgnet, sendo esta responsavel pela determinacéo de alguns parametros da rede como o
namero de neurénios na camada oculta, a taxa de aprendizado e o algoritmo de
aprendizagem. A Figura 4.6 mostra como é a nomenclatura da fungéo utilizando o
Matlab 2015.

Taxa de aprendizado

]

Ivanet(NNC,TA ,AT) |
| | i
l |
NG
NUmero de neurénios das Algoritmo de treinamento
camadas intermediarias

Figura 4.6 Funcéo lvgnet.

As funcBes de treinamento e simulacdo seguem a mesma nomenclatura
apresentada no caso da rede Backpropagation e sdo mostradas nas Figura 4.4 e Figura
4.5, respectivamente. Pela particularidade da rede em definir classes, pode também ser
utilizada a funcdo vec2ind para se conhecer em qual classe foi classificado cada padrédo
de entrada fornecido nas trés principais etapas do algoritmo da rede.

No caso das redes tipo mapas auto-organizaveis, por terem algoritmos ndo
supervisionados, a rede SOM apresenta algumas particularidades, uma vez que nao tém

dados de saidas durante o seu treinamento. Deste modo, para a criacdo deste tipo de
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rede, é utilizada a funcdo selforgmap e, da mesma maneira demonstrada anteriormente,
realiza-se o treinamento e o teste da RNA por meio da fungdo train e sim,
respectivamente. A Figura 4.7 exibe a nomenclatura adotada pelo Matlab (2015).

selforgmap([x‘ )

!

NUmero de neudnios em
cada eixo do mapa

Figura 4.7 Funcéo selforgmap.

O Network Toolbox fornece vérias opcdes de graficos para acompanhar o
comportamento das etapas do algoritmo SOM. Entre as opcles estdo a topologia, que
exibe o tipo de geometria utilizado no critério de vizinhanca que permite identificar o

neurdnio vencedor.

Um segundo grafico importante é a U-matrix, por representar as distancias entre
os neurbnios vizinhos e os vetores de cada variavel do padrdo. O terceiro gréfico e,
talvez o mais significativo, corresponde ao alojamento dos clusters no mapa dos SOM.
Esta representacdo tem o nome de “sample-hits”, como pode ser observado na Figura
4.8.

} 'SOM Sample Hits (plotsomhits)

Figura 4.8 Grafico sample-hits
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E possivel observar nimeros nas figuras geométricas utilizadas como critério de
vizinhanca). Esses valores correspondem ao nimero de amostras classificadas com as
mesmas caracteristicas e agrupadas pelo algoritmo. Deste modo, para um conjunto de
dados contendo diferentes classes de informacgdes, 0 SOM agrupara essas informacdes

de modo que serdo notadas fronteiras entre esses grupos ou clusters.

Além das abordagens relacionadas ao uso do pacote Neural Network Toolbox, foi
utilizada uma rotina computacional desenvolvida tambeém no Matlab, a fim de processar
0os modelos numéricos da viga mencionada na secdo 1 e obter suas propriedades

dindmicas.

Deste modo, baseado nas formulagcfes para obtencdo das frequéncias e dos seus
respectivos modos de vibragdo, demonstradas no item 3.1, bem como na teoria de
elementos finitos para solu¢des fundamentais de barras, a rotina € composta das sub-

rotinas indicadas na Figura 4.9

MATLAB

Propriedades
dindmicas
(frequéncias e modos
de vibragao)

Matriz de Matriz de
massa | rigidez

Modelos
discretizados

Condensagao
estatica

Figura 4.9 Rotinas computacionais para obtencao das propriedades dinamicas.

A partir da discretizacdo do modelo com todas as propriedades fisicas e
geométricas, sdo construidas suas matrizes de massa e rigidez considerando um sistema
de coordenadas de referéncia local. Seguida desta etapa, a rotina passa para a montagem

das referidas matrizes considerando um sistema de coordenadas global da estrutura.

A partir dai, por meio da funcdo eig, prépria do software, é solucionado o

problema de autovalores e autovetores obtendo-se as caracteristicas modais do modelo.
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5. ANALISES EM MODELO REDUZIDO - VIGA

Como mencionando, este trabalho tem como objetivo construir uma metodologia
de identificacdo de danos estruturais baseada em Redes Neurais Artificiais (RNAS).
Deste modo, inicialmente essa técnica foi aplicada a uma estrutura simples, uma viga
metélica, construida no laboratorio de estruturas da Universidade de Brasilia, Brasiliano

(2005), da qual se tinham resultados dela intacta e danificada.

Assim, considerando que para o funcionamento adequado das RNAs séo
necessarios conjuntos de dados conhecidos (entradas e saidas) para serem utilizados
durante a fase de treinamento da rede, foram desenvolvidos modelos numéricos
baseados na viga, a fim de se obterem informacg6es para o treinamento das RNAs. Para
testar as redes foram usados os resultados da estrutura experimental danificada estudada
por Brasiliano (2005).

5.1 Dados para treinamento e validagdo das redes neurais

Com a finalidade de se obter as informac6es necessarias para o treinamento das
RNAs, isto €, frequéncias e modos de vibracéo correspondentes as vigas com diferentes
quadros de danificacdo, foram criados modelos numéricos baseados na viga de
Brasiliano (2005). Essa viga foi construida em ago, com comprimento de 2,155 m e
secdo transversal U (Perfil U 101,6 x 4,67 — ASTM — A36) em condi¢cdes de apoio

livre-livre.

Inicialmente, foi modelada numericamente uma viga intacta com as mesmas
caracteristicas, servindo de referéncia. Esta foi discretizada em 33 elementos, cujas
propriedades estdo descritas na Tabela 5.1. Na Figura 5.1 é possivel visualizar a viga
experimental (a), as secOGes transversais dos elementos (b), bem como o modelo

numérico construido (c).
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101mm

Figura 5.1 Viga estudada. (Modelo experimental (Brasiliano 2005). (b) Se¢éo
transversal dos elementos. (¢) Esquema dos modelos numéricos.

Tabela 5.1 Propriedades das vigas.

Propriedades Valores
Momento de Inércia - | 1,302x10'm*
Area da Secdo Transversal - A 1,053x103m?
Madulo de Elasticidade Transversal - E 2,07x10MN/m?
Massa Especifica - p 7850Kg/m?®
Comprimento - L 2,155m

Para a obtencdo numérica das caracteristicas dinamicas, foi realizada uma

condensacdo estatica, e as matrizes de massa e rigidez de cada elemento foram obtidas

através das Equacdes (5.1) e (5.2), respectivamente.

- 12 EI 6EI 12 EI 6EI
L3 2 L3 Lz
6EI 4EIl 6EI 2EI
_ L2 L L2 L
k= 12 EI 6EI 12 EI 6EI (5'1)
IR L3 )
6EI 2EI 6EI 4EI
- L2 L L2 L
1 0 0 O
0 0 0 O
m = 5.2
0 01 O (5.2)
0 0 0 O

Onde,
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k e m: matrizes de rigidez e massa do elemento, respectivamente;
M e K: matrizes de massa e rigidez da estrutura, respectivamente;

E, I e L: Mddulo de elasticidade, Momento de Inércia e comprimento do elemento,

respectivamente;

As frequéncias e os modos de vibracdo obtidos do modelo estdo apresentados na
Tabela 5.2 e Figura 5.2, respectivamente.

Tabela 5.2 Frequéncias do modelo numérico intacto.

Frequéncias (Hz) Numeérica

18 43,5738

28 119,6105
32 233,3600
42 383,6388
5 790,1103

MODOS DE VIBRACAO DO MODELO NUMERICO DA VIGA

1 T T T g 1

5 10 15 20 25 30 35 5 10 15 20 25 30 35
1° MODO 2* MODO

3* MODO 4° MODO

5 10 15 20 25 30 35
5° MODO

Figura 5.2 - Modos de vibracdo do modelo numérico.

A partir do modelo numérico intacto foram criados 32 modelos de viga com
diferentes cenarios de dano, ou seja, 0 dano estava presente em lugares e com diferentes
intensidades, conforme Figura 5.3. Os elementos tinham as mesmas caracteristicas
fisicas e geométricas descritas na Tabela 5.1, exceto os elementos danificados que

tiveram a altura da sua se¢éo transversal modificada.
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Na Tabela 5.3 estdo detalhados os 32 cenéarios danificados, nos quais as alturas

das secBes transversais foram modificadas para representar 0 maximo de situacdes

possiveis de danos (Figura 5.4).

Cenarios danificados

Posigdo do dano

—

Figura 5.3 Esquema da construcéo dos modelos numéricos danificados. Em vermelho sdo as
regides com alturas reduziadas.

101mm - 101mm B
_ o | V[T
1 £ I |
£ | | E £ I \ E
E & @ | 3
™ ; R / Il e
| ! w ! -
{ | !
_ .9.84mm 5.04m) - - 9.84mm S.48mm
(a) (b)
101mm 101mm ,
1 1 | T
. t
£ T = | -r
£ E é ] ! E
8| ) 5 “ BE
1 f — 0 Lo}
. 9.84mm (C) 6.22mm 9.84mm (d) 6.66mm .
. 101mm
i -
: -
E
& £
1 ';_ 3
! [to!
__984mm ()  _6.95mm__

Figura 5.4 - Secdo transversal dos elementos danificados. (a) h=38mm. (b) h=35mm. (c)
h=30mm. (d) h=27mm. () h=25mm. (h = altura).
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Tabela 5.3 Cenérios de danos utilizados nos treinamentos das RNAs.

Altura da secédo

L. Elementos Dano
Cenério e transversal do
danificados (%)
elemento (mm)
1 le?2 27 32,5
2 2e3 35 12,5
3 3e4 30 25
4 4e 5 38 5
5 56e7 25 37,5
6 7 30 25
7 8 35 12,5
8 9 38 5
9 10e 11 35 12,5
10 12 25 37,5
11 12e 13 30 25
12 13,14 e 15 30 25
13 15e 16 38 5
14 16 25 37,5
15 16,17 e 18 27 32,5
16 18 27 32,5
17 18e 19 35 12,5
18 20e 21 25 37,5
19 21e 22 27 32,5
20 22¢e 23 38 5
21 24 30 25
22 24,25¢e 26 35 12,5
23 26 25 37,5
24 26 e 27 35 12,5
25 27,28¢e 29 38 5
26 29 30 25
27 29¢e 30 35 12,5
28 30 38 5
29 30,31e 32 25 37,5
30 32 27 32,5
31 32e33 30 25
32 33 27 32,5

Como esperado, a partir das simulacdes numéricas foi observado que as
frequéncias e os modos de vibragdo dos diferentes modelos apresentaram varia¢ées em
funcdo da localizacdo e da intensidade do dano, o que permitiu serem utilizados como
padrdes de entrada para treinar (cenarios 1 - 29) e validar (cenarios 30, 31 e 32) as redes
neurais.

90



5.2 Dados para teste das redes neurais

Para testar as diferentes redes criadas com o objetivo de avaliar danos em

estruturas, foram usados os resultados experimentais obtidos por Brasiliano (2005).

Para facilitar o ensaio experimental e compatibilizar resultados numéricos e
experimentais, a autora dividiu a viga em 33 elementos, dos quais 31 tinham momento
de Inércia (1) de 1,302x107 m* area da secdo transversal (A) com 1,053x10° m?,
Modulo de elasticidade longitudinal (E) igual a 2,07x10* N/m? massa especifica de

7850 kg/m® e comprimento de 0,0653 m.

Os outros dois elementos, numerados por 18 e 19, tinham redugdes em suas
secOes transversais, causando uma diminuicdo de inércia e, portanto, representavam
danos estruturais (Figura 5.5 e Figura 5.6). Estes danos foram simulados por um corte
de 10 mm nas alturas dos elementos (Figura 5.6 (b)), de modo que o momento de
inércia e a area da secdo transversal foram reduzidos aos valores de 6,406x10% m* e
9,435x10* m?, representando uma reducido de 50,8% e 10,4% nas inércia e area da

secdo transversal, respectivamente.

Elem. 18 ¢ 19

I g R

| 30 mm |
10mm|

Figura 5.5 Discretizacao da viga. Brasiliano (2005).

101mm ‘ 101mm
-
£ £
£ £ £ £
S 3 S 5
1 w0
984mm . . @ . _474mm  984mm _ (b) .1 6.22mm

Figura 5.6 Secdes transversais dos elementos. (a) Elemento intacto. (b) Elemento
danificado. Brasiliano (2005).
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5.2.1 Ensaios experimentais e caracteristicas dinamicas

Para simular a condigdo de contorno livre-livre, a viga foi posicionada sobre
pilares de concreto armado com pesos de aproximadamente 2kN cada, e apoiada sobre
espumas fixas de alta densidade nos pontos referentes aos nodos do primeiro modo de
vibragdo (Figura 5.7).

A viga foi instrumentada com 7 acelerdmetros, de modo que o ensaio foi dividido
em dez etapas (E1, E2, ... E10) (Tabela 5.4), nas quais um conjunto de quatro
acelerdmetros permaneceu na mesma posicdo (acelerémetros de referéncia) e um outro
conjunto de trés acelerémetros foi movido para cada uma das posi¢Ges indicadas na
Tabela 5.4 (nimero dos n6s nos quais os acelerémetros foram colocados). Por meio de
um martelo, a excitacdo foi aplicada sempre no mesmo ponto, como mostra a Figura
5.8.

(b) (©)

Figura 5.7 Esquema de ensaio da viga. (a) Sistema completo. (b) Detalhe do apoio das
vigas. (c) Detalhe dos acelerdmetros. Brasiliano (2005).
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Figura 5.8 Vista superior da viga, posi¢oes dos acelerometros e ponto de aplicacdo do
impacto. Brasiliano(2005) — Adaptada.

Tabela 5.4 Posigédo dos acelerdmetros em cada etapa.

Etapas  Acelerometros Acelerémetros
moveis de referéncia
El 2,3e4
E2 4,5e7
E3 8,9e10
E4 11,12e 13
E5 14, 15e 17
E6 18, 20 e 21 1,16,19e34
E7 22,23e24
E8 25, 26 e 27
E9 28,29 e 30

E10 31,32¢e 33

A partir dos registros de aceleracdo adquiridos nos 34 pontos, determinou-se, por
meio do método SSI-COV/ref (Brasiliano, 2005), as frequéncias (Tabela 5.5) e o0s

respectivos modos de vibracdo da viga estudada (Figura 5.9).

Tabela 5.5 Frequéncias naturais de vibracao.

) Experimental
Frequéncia (Hz)

SSI-COV/ref
18 40,1419
22 117,4535
32 221,4414
42 369,3117
5 542,3437
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Figura 5.9 Modos de vibragdo da viga experimental. (Brasiliano, 2005).
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5.3 Localizacdo de danos a partir das Redes Neurais Artificiais — consideragdes
iniciais

Buscando obter uma metodologia eficiente para o uso de RNAs no
monitoramento estrutural, foram estudados dois tipos de redes, a Backpropagation e a
LVQ (Learning Vector Quantization).

Em ambos os casos os treinamentos das redes foram realizados com o banco de
dados obtido nas simulagdes numéricas (cenarios da Tabela 5.3), e nos testes foram
usados as frequéncias e os modos de vibragdo da viga ensaiada por Brasiliano (2005).

Além dos dois tipos de rede, foram realizadas verificacbes quando as RNAs
estavam modeladas em diferentes configuracdes, isto €, com diferentes padrbes de
entrada, bem como diferentes funcbes de ativacdo e diferentes numeros de neurdnios
envolvidos no processamento do algoritmo. A Figura 5.10 ilustra os dados de entrada

usados, bem como as varia¢fes dos parametros considerados nas analises.

VIGA

Elementos 18 ¢ 19
v ; '
Padrbes de entrada —»  [Modo de vibracao Frequéncia Modo + Frequéncia
utilizados

A\

BACKPROPAGATION [LVQ |

Variagao dos

- - N° de neurdnios - Fungbes de ativagdo
parametros da rede = =

v

LOCALIZACAQ DOS
ELEMENTOS
DANIFICADOS 18 E 18

Figura 5.10 Esquema de teste realizados com as redes Backpropagation e LVQ.

Para cada uma das redes, foram utilizados 10, 15 e 20 neurénios na camada
intermediaria, passando ainda pela variacdo de trés funcGes de ativacdo (no caso das
redes Backpropagation): Tangente Hiperbdlica (Tansig), Sigmoide Logaritmica
(Logsig) e Linear (Purelin). Assim, para cada rede, foram realizados 09 testes, de modo

que cada analise com seus respectivos resultados esté ilustrada a seguir na Tabela 5.6.
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Tabela 5.6 Testes realizados com as RNAs Backpropagtion e LVQ.

Padrdes de , Ne de Funcdo Ne° de
NUmero de redes e de .
entrada variaveis A Neurdnios
ativacao
Tansi 10, 15e 2
5 - uma para cada 34 9 10,15e20

Purelin 10, 15e 20
Logsig 10, 15e 20

Modo de vibracdo 1y, considerado  coordenadas

. 25,50, 100 e
Tansi 1Y
9 150
Frequéncia %c -comas 5 5 Purelin 2% 90,100
requéncias 150
. 25,50, 100 e
Logs P
®g " g
Tansi 10,15e2
Modo + 5 - uma para cada 35 Pureli?w 18, 12 ¢ 28
Frequéncia modo / Frequéncia 0 €

Logsig 10, 15e 20

No que diz respeito ao numero aconselhavel de neurénios, ha uma falta de
consenso na comunidade cientifica, uma vez que existem indmeras teorias para a
definicdo ideal do nimero de células artificiais na camada intermediaria, desde funcdes
estabelecidas em analises estatisticas, até a escolha baseada em tentativa e erros, esta
altima com uma maior aceitagdo. Segundo Sheela e Deepa (2013), alguns autores
sugeriram as fungbes da Tabela 5.7 para o calculo, nas quais
(Ny), (N;,,m), (Np) ,(Ny), (L) e MSE representam, respectivamente, o ndmero de
neurdnios na camada escondida (intermediaria), nimero de variaveis em um padrao de
entrada, nimero de inputs, numero de padrdes, nimero de outputs, nimero de camadas
intermediarias e o Erro Quadratico Médio (Mean Squared Error) obtido ao simular cada

uma das configuracdes.

Apesar de terem sido determinados por um processo de tentativa e erros, 0s
nameros de neurénios escolhidos para serem utilizados nas camadas intermediarias das
andlises deste trabalho estdo contemplados nos critérios estabelecidos pelas pesquisas 1,
2, 5, 7 e 9 databela abaixo de Sheela e Deepa (2013) - Tabela 5.7.
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Tabela 5.7 Estimativas do niimero ideal de neurdnios na camada intermediaria. Sheela e

Deepa (2013).
NUmero de neurbnios na
Pesquisa Método Ano camada intermediaria MSE
(escondida)
1 Li et al 1995 Np=HW1+8n-1)/2 0,039
Método de
N, =N-1
2 Tamura e Tateish 1997 h 0,217
3 Método de Fujita 1998 Ny = Klogl|P.Z||/logS 0,0723
4 Método de Zhang 2003 Ny = 2" /n+1 0,217
et. al
Método de
Np = (Njp ++ N, ) /L
> Jinchuan e Xinzhe 2008 n = (Nin v)/ 0.299
5 Metodeo;éls Chen 2008 Ny, = Cr(N/dlogN)°5 0,072
Método de /
Ny =/ N;N,
! Shibata e Ikeda 2009 " v 0,181
8 Metodo de 2012 Np=2"—1 0,072
Hunter
9 Sheela e Deepa 2013 Np = (4n? + 3)/(n? — 8) 0,018

5.4 Resultados Rede Backpropagation

Considerando a metodologia exposta anteriormente, na qual foram criadas
diferentes RNAS, este topico descreve as analises feitas com a viga sob a perspectiva da
rede Backpropagation, cuja regra de aprendizado € supervisionada e, portanto, necessita

de um conjunto de dados de entrada e saida para o seu funcionamento.

Nesse sentido, conforme apresentado na Tabela 5.6 foram criados, treinados e
testados 3 diferentes grupos de RNAs. O primeiro, refere-se as redes tendo apenas 0s
modos de vibracdo como dados de entrada (coordenadas dos 34 nds) e, portanto,
nomeado por redes Backprobagation com modos de vibracdo (RBMV). O segundo
grupo, chamado de redes Backpropagation com frequéncias (RBF), foi formado
considerando as 5 primeiras frequéncias do modelo como informag6es para a RNA. Ja 0
terceiro grupo foi destinado as redes formadas pela associacdo das frequéncias com 0s
respectivos modos de vibracao e, portanto, nomeado por Redes Backpropagation com
frequéncias e modos de vibracdo (RBFMV). Os subitens a seguir detalham as analises

individuais feitas para cada grupo.
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5.4.1 Redes Backpropagation com modos de vibracdo (RBMV)

A fim de localizar os danos presentes na viga experimental (reducdo de rigidez
nos elementos 18 e 19), descrita no item 5.2, bem como verificar a sensibilidade de uma
RNA tendo os modos de vibragdo como dados de entrada, foram criadas, treinadas e
testadas cinco grupos de Redes Neurais Artificiais com o algoritmo Levenberg-

Marquardt (LM), cada um referente a um modo de vibragéo.

Deste modo, o grupo da rede 1 teve como entrada os dados do primeiro modo de
vibracdo de cada modelo (34 coordenadas) e como saida as coordenadas do elemento
danificado correspondente. No caso da segunda rede trabalhou-se considerando como
entrada o segundo modo de vibracdo de cada modelo.

Além de uma rede para cada um dos modos de vibracdo, buscando avaliar o
desempenho das RNAs sob diferentes configuracdes na perspectiva de deteccdo de
danos, foram feitas algumas variacdes nos parametros das redes, como, por exemplo,

fungdo de ativagdo e nimero de neurdnios, como mostra a Tabela 5.8

Tabela 5.8 Varia¢Ges da RBMV.

N° de Funcéo

Rede N° de

_, .- Padrlesde entrada variaveis de de L Padrdo de saida
(r=1.5) L Neurénios
entrada  ativacdo
10
Tansig 15
34 20
10 Coordenada de um dos
. . coordenadas . . .
r r® modo de vibracdo Purelin 15 nos que contém
do modo de i
. ~ 20 elemento danificado
vibragéo
10
Logsig 15
20

A partir da Tabela 5.8 é possivel observar que para cada modo de vibracdo foram
modelados 3 tipos de redes, usando cada uma das fungdes de ativacdo (Tansig, Purelin,
Logsig), de modo que cada uma destas foi treinada e testada com diferentes nimeros de
neurénios, neste caso, 10, 15 e 20. Além disso, foram realizados, ao menos, 3
processamentos com cada teste a fim de eliminar qualquer possibilidade de overfitting
(excesso de treinamento), bem como verificar a convergéncia dos resultados. Dessa
forma, realizaram-se 27 testes para cada grupo de RNA composta por um determinado

modo de vibragéo, cujas arquiteturas séo representadas como apresentada Figura 5.11.

98



r* RNA

Pesos(ij) Pesos(wij)
#° l-uodgﬂde ig Coordenada de um B Entradas
vibragdo —> g —” dos nos que contém )
Fungio de Fungiio de elemento danificado Camada Intermedidria
ativacio: ativacao:
s 4 @ Camada de Saida

Tansig - Purelin - Logsig

Figura 5.11 Arquitetura das RNAs RBMV.

As arquiteturas s@o formadas por trés elementos principais, dos quais os dois
primeiros representam, respectivamente, os vetores de entradas (neste caso as 34
coordenadas dos modos de vibracdo — em vermelho) e a camada intermediaria da RNA
(com um namero especifico de neurdnios — em verde). Em azul, simbolizado por um
circulo, mostra-se a saida da rede, ou seja, sua resposta apos o processamento. Observa-
se que entre cada elemento encontram-se 0s pesos aleatorios, bem como as funcdes
utilizadas em cada teste, estando essas apresentadas no retangulo inferior da figura, uma

vez que sao utilizadas alternadamente.

1 Redes Backpropagation com o primeiro modo de vibracao.

Com o objetivo de detectar os danos da viga experimental utilizando o primeiro
modo de vibracdo da estrutura, as redes foram treinadas e validadas com as referidas
informacGes dos 29 primeiros e os 3 Gltimos cenarios de danos apresentados na Tabela

5.3, respectivamente.

O numero de neur6nios nas camadas intermediarias ou escondidas foi definido
por um processo de tentativa e erro, em que se aumentou progressivamente a quantidade
de neurdnios até que o erro obtido no treinamento da rede fosse aceitavel. Entre as
camadas foram usadas as funcBes de ativacdo ja mencionadas, contidas no pacote de
Redes Neurais Artificiais do Matlab (Neural Network Toolbox - nntool) e escolhidas
para avaliar o desempenho da rede. A Tabela 5.9 apresenta todos os parametros dos

treinamentos, na qual MSE representa os erros calculados durante o processamento do
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algoritmo na fase de aprendizagem, e no numero de iteracGes estdo representadas as

médias das 3 rodadas de cada simulacdo.

Tabela 5.9 Pardmetros de treinamento das redes 1.

PadrGes Funcdo N°de o

Rede de de Neuréni . o MSE
. iteracOes
entrada ativagdo 0
10 30 1073
Tansig 15 35 1073
20 30 10~*
1° modo 10 75 1072
1 de Purelin 15 70 1073
vibracéo 20 67 1073
10 70 10~2
Logsig 15 70 1073
20 50 1073

A Figura 5.12 apresenta cada analise, cujas representacoes estdo diferenciadas por
verde (10 neurdnios), magenta (15 neurénios) e cian (10 neurdnios). Além disso,
conforme apresentado na legenda, X, O e * representam os resultados das analises feitas

com cada uma das funcdes de ativacdo, Tansig, Purelin e Logsig, respectivamente.

Para verificar a convergéncia das saidas processadas pelas redes, cada teste foi
realizado trés vezes, de modo que os resultados plotados representam cada uma das

verificacoes.

Na Figura 5.12 observa-se a forma do primeiro modo de vibracdo, com destaque
(em vermelho) para a area que continha reduc¢des na altura da secédo transversal da viga
(dano) — elementos 18 e 19, compreendidos pelos nds 18, 19 e 20. As posicdes dos

danos encontradas pelo algoritmo estdo simbolizadas pelos marcadores ja mencionados.

E possivel observar que mesmo utilizando diferentes funcdes de ativacdo o0s
resultados obtidos apds o processamento da rede apresentaram grande aproximacéao da
regido danificada da viga, uma vez que para quase todos os testes, as saidas das redes se
localizaram sobre a regido vermelha, indicando, portanto, um bom funcionamento do
sistema. Nota-se que, para a rede formada por 10 neurdnios com funcdo Purelin, a
resposta pds processamento ndo foi exatamente na regido do dano. Porém, trata-se de
um resultado bastante aceitavel, pois acontece no elemento 17 que é circundado pelos

nés 17 e 18, podendo, naturalmente, sofrer influéncia do seu subsequente, o elemento
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18. Além disso, os resultados de 2 testes feitos com a rede contendo 20 neur6nios
ficaram fora da regido aceitavel. Tal fato pode ser atribuido ao excesso de neurdnios,
uma vez que o comportamento s6 foi verificado com a rede formada com o nimero

maximo de neurdnios considerados na analise.

No grafico ndo é possivel verificar os 27 resultados de todas as analises, uma vez
que, em Varios testes, as redes identificaram a mesma posicdo para o elemento

danificado, resultando em uma sobreposi¢éo dos resultados.

Localizagao de elementos danificados da viga - Modo 1
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Figura 5.12 Andlise dos efeitos das variacdes das condicBes estabelecidas na arquitetura das
RNAs (RBMV — modo 1).

Os resultados mostram gque as RNAs se comportaram como esperado. As reducdes
de rigidez dos elementos 18 e 19 estdo localizadas em uma posicdo da viga que, no
primeiro modo de vibracdo, apresentam 0s maiores deslocamentos, sendo um fator
decisivo para estabelecer diferencas entre os padrfes de treinamento, ja que o banco de
dados continha diferentes situacdes de danos. Tal fato permitiu a rede reconhecer um
maior nimero de padrdes, resultando em uma maior capacidade de detectar o estado

danificado da viga experimental.
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2 Redes Backpropagation com o segundo modo de vibrac&o.

As andlises feitas com o segundo modo de vibrag¢do da viga seguiram 0s mesmos

critérios mencionados nos casos das redes formadas pelo primeiro modo. Foram

utilizados os mesmos cendrios para treinar e validar as RNAs, no entanto, fornecendo

como padrdes de entrada as 34 coordenadas que dao forma segundo modo de vibragdo

dos modelos. Os treinamentos foram feitos conforme parametros da Tabela 5.10

Tabela 5.10 Parametros de treinamento das redes 2.

Padroes Funcdo N°de

.. No°de
Rede de de Neuréni . - MSE
o iteracdes
entrada ativacdo 0S
10 50 1073
Tansig 15 37 10~*
20 40 107°
2° modo 10 100 1071
2 de Purelin 15 120 1071
vibragdo 20 110 1072
10 35 10~4
Logsig 15 27 1073
20 38 10~*

Para testar a rede foram fornecidos o segundo modo de vibracdo da viga

experimental como padrédo de entrada, de modo que a saida, foi sempre a coordenada de

um dos nds que circundava os elementos danificados 18 e 19.

As redes também foram analisadas com os mesmos nimeros de neurdnios, bem

como com as trés funcdes de ativacdo Purelin, Tansig e Logsig. Por meio do grafico da

Figura 5.13, é possivel visualizar o agrupamento de todas as analises feitas com o

segundo modo de vibracao.
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Localizagao de elementos danificados da viga - Modo 2
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Figura 5.13 Analise dos efeitos das variacGes das condigdes estabelecidas na arquitetura das
RNAs (RBMV — modo 2).

E possivel observar que as analises com a funcdo Tansig (RNA-10(T), RNA-
15(T) e RNA-20(T)) obtiveram resultados precisos, uma vez que, de acordo com 0
processamento das RNASs, as respostas das redes foram sempre coordenadas
compreendidas no intervalo vermelho (regido que continha os danos da viga

experimental).

Como esperado, o comportamento das redes formadas com a funcdo Purelin
apresentou um desempenho muito abaixo do desejado, uma vez que o MSE do
treinamento destas redes foi muito alto (Tabela 5.10). O baixo desempenho também esta
comprovado nos testes das redes, como mostram os resultados RNA-10(P), RNA-15(P)
e RNA-20(P), ndo sendo possivel localizar corretamente a posicdo do elemento que
apresentava regido danificada, fato este verificado mesmo com um aumento
significativo de neurdnios. Observa-se que em uma das simulac@es, cuja rede estava
composta por 10 neurbnios na camada intermediaria, o resultado apds o processamento
do algoritmo foi préximo do esperado, no entanto este pode ser desconsiderado, uma

vez que apenas esta simulacdo foi bem sucedida.

Além disso, verifica-se uma particularidade na funcdo linear que, no primeiro
caso proporcionou um bom desempenho as RNAs. Discussbes (féruns de discussdes)
indicam uma variacdo de comportamento no processamento de amostras com média
diferente de zero e variancia unitaria. Ao serem processadas um banco de dados com as

caracteristicas mencionadas, o processamento tende a melhorar significativamente.
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No caso anterior (RNAs com primeiro modo de vibracdo), verifica-se que as
médias contidas em cada amostra do banco de dados do treinamento diferem de zero
(Figura 5.14), resultando em um melhor desempenho.

Média e Desvio Padrao
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Figura 5.14 Média e desvio padrdo das amostras do primeiro modo de vibracao.

No caso do segundo modo de vibracéo, devido a simetria das coordenadas, trata-
se de uma amostra cuja média € zero. Deste modo, pode-se indicar que esta € uma das

causas para o resultado abaixo do esperado.

3 Redes Backpropagation com o terceiro modo de vibracéo.

Seguindo os mesmos padrdes ja mencionados para a criacdo das RNAs, este
grupo foi criado para analisar o desempenho das redes tendo como padrdes de entrada o

terceiro modo de vibracdo da estrutura.

Neste caso também foram analisadas a influéncia no desempenho das redes
devido a variacdo do namero de neur6nios na camada intermediaria, bem como do uso
dos trés tipos de funcdo de ativacdo envolvidas no processamento. Os parametros dos

treinamentos estdo apresentados na Tabela 5.11
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Tabela 5.11 Parametros de treinamento das redes 3.

Padrbes Funcdo N°de

.. N°de
Rede de de Neurdni . N MSE
- iteracGes
entrada ativacao 0S
10 80 107*
Tansig 15 100 1074
20 90 1073
3° modo 10 100 1073
3 de Purelin 15 90 1073
vibragdo 20 80 1074
10 100 1073
Logsig 15 120 1073
20 111 1073

Os resultados estdo apresentados na Figura 5.15. No que diz respeito aos testes
feitos com as redes formadas pela funcdo Tansig, percebe-se que apenas uma das
simulagdes feitas com a RNA de 10 neur6nios ndo apresentou resultado satisfatorio,
indicando que o dano da viga experimental, efetivamente posicionado nos nés 18, 19 e
20, se localizava no né 11. Tal fato pode ser explicado devido a necessidade de mais

neurdnios e/ou treinamento para um melhor aprendizado do algoritmo.

Nota-se, ainda, que a curva que representa o0 3° modo de vibracdo da viga
apresenta, sobretudo no trecho referente aos elementos danificados, uma perturbagéo
significativa e que, mesmo nao tendo sido apresentada tal variacdo na etapa do

treinamento, ndo gerou falhas nos resultados dos testes.

O processamento com as redes formadas pela funcdo Purelin, seguiu 0 mesmo
comportamento do caso 1, referente ao primeiro modo de vibracdo. Conforme discutido,
0 modo de vibracdo 3 tambem apresenta média diferente de 0, o que pode indicar o
motivo pelo qual a referida fungdo permitiu um bom desempenho do sistema, fato este
ndo observado na rede neural apresentada anteriormente (a rede formada pelo segundo

modo de vibracdo), uma vez que, neste caso, a média é zero.

Deste modo, diante dessa repeticdo de resultado, observa-se uma tendéncia do
comportamento, sendo necessario mais analises para comprovar e, assim, indicar a
utilizacdo da funcao linear ap6s uma analise estatistica mais profunda do tipo de dado a

ser utilizado como dado de entrada da RNA.
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Localizagao de elementos danificados da viga - Modo 3
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Figura 5.15 Analise dos efeitos das variacdes das condi¢des estabelecidas na arquitetura
das RNAs (RBMV — modo 3).

As redes compostas pela funcdo Logsig apresentaram um desempenho satisfatorio
em algumas simulacdes, uma vez que, na maioria dos casos, 0 algoritmo foi capaz de
localizar o dano da viga estudada. No entanto, observaram-se comportamentos
particulares. O grafico revela que em alguns testes a rede processou a posi¢do do dano
em nos diferentes dos corretos, fato este que chama atencdo a similaridade das

coordenadas (0s nés séo diferentes mas tém os mesmos valores de coordenadas).

Em todos os casos, percebe-se que a coordenada é quase a mesma dos elementos
danificados, variando a posicdo do n6 em funcdo da simetria do modo. Assim, pode-se
indicar que, para evitar tal problematica, pode-se optar por utilizar apenas metade do

modo de vibracéo.

4 Redes Backpropagation com o quarto modo de vibracao.

Conforme metodologia apresentada, foram feitos os testes para as coordenadas do
quarto modo de vibracdo. Para fins comparativos, foram utilizadas as mesmas funcoes
mencionadas nos casos anteriores, bem como 0s mesmos numeros de neur6nios e 0s
critérios dos treinamentos estdo mostrados na Tabela 5.12. E possivel verificar que os
erros obtidos nos treinamentos das redes compostas pela funcdo linear sdo altos,

indicando que os testes, certamente, ndo Sao precisos.
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Tabela 5.12 Parametros de treinamento das redes 4.

0 3 0
Padrées Funcdo N°de NS de

Rede de de Neuroni . ~ MSE
o iteracdes
entrada ativacédo 0S
10 120 1073
Tansig 15 100 1074
20 116 1073
4% modo 10 110 101
4 de Purelin 15 120 1072
vibracédo 20 115 1072
10 180 10-3
Logsig 15 200 1073
20 210 1074

Na Figura 5.16 s@o apresentados os resultados das redes formadas com as fungoes
Tansig, Purelim e Logsig. Conforme se observa no grafico, as redes formadas pela
funcdo Tansig foram as que apresentaram desempenho satisfatorio, mesmo com a
variacdo do namero de neurdnios. Como ja era esperado, como indicado nos resultados
obtidos com as redes formadas pelo 1° modo de vibracdo, devido as caracteristicas
estatisticas da amostra utilizada como dados de entrada (4° modo), isto € nao
apresentam media diferente de zero, nem variancia unitaria, os resultados com funcéo

Purelin foram todos insatisfatorios.

Ja no caso das RNAs com a funcdo Logsig, observa-se uma variacdo do
comportamento, isto é, em alguns testes as redes processam corretamente a posi¢éo do
elemento e, em outra, a resposta do algoritmo apresenta uma coordenada similar a
correta, no entanto, em nos diferentes. Deste modo, comparando com 0S casos
anteriores, essa alterndncia de comportamento apresenta um aumento gradativo no

sentido negativo, uma vez que os resultados apresentam uma certa piora.
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Localizacao de elementos danificados da viga - Modo 4
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Figura 5.16 Analise dos efeitos das variacGes das condicdes estabelecidas na arquitetura das
RNAs (RBMV — modo 4).

Sabendo que a fungéo Logsig tem dominio entre 0 e 1 e a Tansig -1 e 1, conforme
mostrado na Figura 5.17, pode-se observar que, a medida que vai aumentando o modo
utilizado, resultando em um maior ntimero de “picos simétricos entre (-1 ¢ 1), a rede

com a fungdo Logsig ndo € capaz de representar adequadamente tal comportamento.

Ja no caso da funcdo Tansig, talvez por contemplar toda a variacdo das

coordenadas do modo, séo obtidos os resultados mais proximos do esperado.

a a
........... el
70 ; "
__________ P
a = logsig(n) a = tansig(n)
Log-Sigmoid Transfer Function Tan-Sigmoid Transfer Function
(a) (b)

Figura 5.17 Func0es de ativacdo. (a) Logsig. (b)Tansig (Matlab, 2016).
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Vale ressaltar que em todos os testes, foram realizadas mais de 200 iteracdes e
que, para evitar o fator do overfitting, foram analisados resultados com retreinamentos,

além de terem sidos feitas as médias das saidas das redes.

5  Redes Backpropagation com o quinto modo de vibracéo.

Seguindo os mesmos padrdes ja& mencionados para a criacdo, treino e validacéo
das RNAs, este grupo foi criado para analisar o desempenho das redes com o quinto
modo de vibracdo da estrutura como dados de entrada.

Neste caso também foram testadas 3 redes, de modo que cada uma continha 10,
15 e 20 neurdnios na camada intermediaria, com trés diferentes funcdes de ativacdo. Os
treinamentos tiveram como padrdes de entrada as 34 coordenadas que ddo forma ao
quinto modo de vibracdo dos cenarios danificados, modelados numericamente. Durante
o treinamento foram adotados os parametros apresentados na Tabela 5.13, na qual,
baseado no MSE, verifica-se um bom desempenho de todas as simulagdes, indicando,

portanto, a tendéncia para um bom desempenho dos testes.

Nota-se, ainda, um aumento consideravel no nimero de iteracdes para que
fosse possivel atingir erros na ordem de 102, sobretudo nas redes formadas com a

funcédo Logsig.

Tabela 5.13 Parametros de treinamento das redes 5.

Padrdes Fungdo N°de 0

Rede de de Neurdni . N MSE
L iteracdes
entrada ativacédo 0S
10 130 1073
Tansig 15 110 1074
20 120 1074
5° modo 10 100 1072
5 de Purelin 15 120 1073
vibragdo 20 140 1073
10 220 1073
Logsig 15 180 1073

20 220 10~
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A partir dos resultados apresentados na Figura 5.18, verifica-se que os resultados
dos testes feitos com as redes formadas pela funcdo Tansig, mais uma vez foram
precisos, indicando corretamente a posicdo dos elementos danificados na viga

experimental

Nota-se, ainda, que a curva que representa o 5° modo de vibragdo apresenta
algumas perturbacdes e que, certamente, podem interferir nos resultados

O processamento com as redes formadas pela funcdo Purelin seguiu 0 mesmo
comportamento dos casos anteriores, isto €, a funcdo linear apresentou desempenho
capaz de localizar os danos da viga apenas quando considerados alguns modos de
vibracdo, especificamente, aqueles que apresentaram média diferente de zero, como o
1°, 3° e 5°. Mesmo indicando um resultado ainda com ““falhas”, isto €, resultados fora da
regido danificada, nota-se que as respostas processadas pela RNA séo coerentes com a
coordenada indicada pela regido que continha danos, reafirmando, portanto, que para
modos elevados, é melhor trabalhar com parte do modo de vibragdo para evitar

distorcOes devido a sua simetria.
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Figura 5.18 Analise dos efeitos das variagbes das condigdes estabelecidas na arquitetura das
RNAs (RBMV — modo 5).

As redes compostas pela funcdo Logsig também apresentaram a variacao
mencionada no caso anterior, isto €, uma piora nos resultados, também pelos mesmos

motivos. Conforme visto no terceiro modo, o grafico ilustra que em alguns testes a rede
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processou a posicao dos nos diferentes dos corretos. Isto se deu devido a simetria do

modo, sendo novamente indicado o uso de apenas a sua metade.

Baseado nos resultados apresentados, verifica-se que, ao serem utilizados as
coordenadas dos modos de vibracdo, ha uma forte tendéncia para o uso das fungdes ndo
lineares, especificamente a Tansig, na composi¢do das RNAs, uma vez que, na maioria

dos casos, 0 algoritmo foi preciso na localizagdo dos danos da viga experimental.

No caso de funcBes lineares, deve-se realizar, primeiramente, uma analise

estatistica das amostras que serdo fornecidas como dados de entrada.

5.4.2 Redes Backpropagation com as frequéncias de vibracdo (RBFV)

Com 0s mesmos objetivos da se¢do 5.1.1, a fim de localizar os danos (reducdo de
rigidez nos elementos 18 e 19) presentes no modelo experimental da viga descrita no
item 5.2, foram criadas, treinadas e testadas Redes Neurais Artificiais, todas do tipo
Backpropagation com o algoritmo Levenberg-Marquardt (LM), tendo como padrdes de

entrada frequéncias dos modelos estruturais.

Neste grupo de RNAs, as fases de treinamento receberam como conjuntos de
dados de entrada as cinco primeiras frequéncias de vibracdo. Diferentemente do grupo
das redes processadas com os modos de vibracdo, em analises prévias foi verificado que
0 padrdo mais indicado para saida era a distancia ao né que delimitava o elemento
danificado, com relacdo a origem da estrutura. Além disso, notou-se que eram
necessarios mais neurénios para o0 processamento. Assim, os critérios de formacdo das
redes foram um pouco diferentes dos estudados anteriormente. A Tabela 5.14 apresenta

todos os parametros utilizados nesta parte do estudo.
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Tabela 5.14 VariacGes das RBFV.

N° de ~
.. . F Ne
Padrbes de variaveis ungao dAe. Padréo de
de Neuréni ,
entrada de - saida
ativacdo 0s
entrada
25
Tansig S0 Distancia
100 de um dos
150 nos que
25 q
5 primeiras 50 contem
N 5 Purelin elemento
frequéncias 100 danificado
150 com
25 N
relacdo a
Logsi 50 origem
gsig 100 g
150

E possivel observar que para o conjunto das 5 frequéncias foram modeladas 12
redes, sendo 3 conjuntos, cada um referente a uma funcdo de ativacdo (Tansig, Purelim,
Logsig), de modo que cada uma destas foi treinada e testada com diferentes nimeros de
neurodnios, neste caso, 25, 50, 100 e 150, cujas arquiteturas estdo representadas na

Figura 5.19.

As arquiteturas foram formadas por trés elementos. Os dois primeiros
representam, em vermelho, os vetores de entradas (neste caso as 5 primeiras frequéncias
de vibracdo) e, em verde, a camada intermediaria da RNA. O terceiro elemento, em
azul, representa a saida da rede, isto €, sua resposta apos o processamento do algoritmo.
Observa-se que entre cada elemento encontram-se 0s pesos aleatorios, bem como as

funces utilizadas em cada teste.

RNA
o Pesos(atij) Pesos(wi]) o
5 primeiras 50 Distanciaa de um m Entradas
\frequéncias —p o dos nos que contém
Funciode  j§g Fungdode elemento danificado| w Camada Intermediaria
ativagiio: ativagiio: com relagio a origem )
- 2 @ Camada de Saida

Tansig - Purelin - Logsig

Figura 5.19 Arquitetura das RNAs - RBFV.

As redes foram processadas com uma média de 300 iteracGes, com erros na ordem

de 1073, Os resultados obtidos estdo separados pelos grupos de fungdo de ativagdo. Na
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ocasido, como foi observada uma variagdo significativa dos resultados quando as
fungdes de ativacdo estavam alternadas (antes e/ou depois da camada intermediaria),
também foi feita tal anélise.

Estando os elementos danificados (18 e 19) da viga estudada entre as distancias de
1,2 me 1,37 da origem, paras as redes formada com a Purelin como primeira fungéo de
ativacdo, com o auxilio de um zoom na regido de interesse, verifica-se a perfeita

localizag&o em todos os testes realizados (Figura 5.20).
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Figura 5.20 Resultados das rede RBFV — em conjuntos das 5 frequéncias (Purelin).

Neste primeiro grupo, isto €, resultados com a funcdo Purelin antes da primeira
camada oculta e tendo as demais em sequéncia, € possivel verificar um resultado
bastante positivo. Se comparado com os apresentados pelas redes formadas pelos modos
de vibracdo e pela referida funcdo, pode-se dizer que o desempenho foi exatamente o

oposto.

Vale ressaltar que, segundo a literatura (Haykin, 2009), o melhor funcionamento
do algoritmo Backpropagation acontece quando se tem ao menos uma funcao néo linear
no interior da rede. Deste modo, os resultados obtidos ndo seguem o indicado por outros

estudos.

No caso das fungdes Tansig e Logsig como primeiras funcGes de ativacdo, 0s
resultados foram razoaveis, uma vez que 0s sistemas se comportaram com uma grande
variabilidade, isto é, forneceram resultados indicando a correta localizacdo do dano,

muito embora tenha processado saidas em outras regides, conforme apresentado nas
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Figura 5.21 e Figura 5.22. Em outras palavras, ndo houve a repeticdo de bons resultados

observados no caso da fungéo linear como primeira funcéo de ativagéo.
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Figura 5.21 Resultados das rede RBFV — em conjuntos das 5 frequéncias (Tansig).
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Figura 5.22 Resultados das rede RBFV — em conjuntos das 5 frequéncias (Logsig).

Além da surpreendente performance das RNAs formadas com a funcéo Linear
entre as camadas de entrada e intermediéria, verificou-se que o conjunto de frequéncias
como dados de entrada ndo resultou em desempenho satisfatorio ao serem utilizadas as
funcbes Tansig e Logsig como funcdes anteriores a camada intermediaria, uma vez que
em todas as tentativas, apenas poucos testes conseguiram localizar corretamente 0s

elementos danificados.

Observou-se, ainda, que ao modelar as redes tendo a funcdo Purelin apés a
camada intermediaria e as demais func6es, Tansig e Logsig, antes da camada oculta, 0s
resultados apresentam uma piora significativa, como se observa nas Figura 5.21 e
Figura 5.22.
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Como, de maneira geral, os resultados foram um pouco abaixo do esperado, foram
feitos testes utilizando as frequéncias em separado, isto €, foram criadas, treinadas e
testadas RNAs tendo s6 uma frequéncia como dado de entrada como, por exemplo: a
rede 1 foi treinada e testada com a primeira frequéncia de modelos numéricos e

experimental, respectivamente.

Os resultados das redes formadas com as 12, 22 e 32 foram positivos, no entanto, a
partir da 3% rede, observou-se uma distor¢cdo, de modo que o algoritmo passou a
apresentar respostas muito aleatorias e sem sentido fisico. E possivel observar os

graficos no apéndice A.

5.4.3 Redes Backpropagation com as frequéncias e os modos de vibragdo
(RBFMV)

Conforme apresentado no item 5.4, este grupo de analise refere-se aos testes
realizados com redes Backpropagation, tendo as frequéncias e 0s respectivos modos de

vibracéo utilizados como padrdes de entrada.

Seguindo 0os mesmos critérios dos casos anteriores quanto aos cenarios utilizados
no treinamento, as redes receberam como dados de entrada e saida as cinco primeiras
frequéncias acompanhadas das coordenadas dos respectivos modos de vibracdo, e a
coordenada de um dos nds que delimitava o elemento danificado, respectivamente.
Deste modo, a rede 1 teve como entrada os dados da primeira frequéncia e seu modo de
vibracdo; a rede 2, a segunda frequéncia e as coordenadas do segundo modo, e, assim,

sucessivamente.

Além de uma RNA para cada uma das frequéncias e modos de vibracéo, para fins
comparativos, foram variadas as fungdes de ativacdo e nimero de neurénios envolvidos

no processamento do algoritmo, como ilustrado na Tabela 5.15.

115



Tabela 5.15 VariacGes das RBFMV.

o x
Rede  Padrdes de N d_e Funcao N°de Padrdo de
variaveis de de

(r=1:5) entrada .. Neurbnios saida
entrada  ativacdo

10
Tansig 15 Coordena
o 35 20 da de um
r° modo de . .
vibragio + frequéncia + . 10 dos nds
A coordenadas Purelin 15 que
frequéncia do modo de 20 contém
vibracdo 10 elemento
Logsig 15 danificado
20

Além disso, cada simulacdo foi rodada, a0 menos, trés vezes para avaliar a
convergéncia dos resultados, bem como eliminar qualquer possibilidade de overfitting.
Assim, verifica-se que cada grupo de RNA teve 27 simulagdes, sendo 9 com cada uma
das funcOes de ativacdo. As arquiteturas destas RNAS foram as mesmas utilizadas pelas
as redes formadas pelos modos de vibracdo (RBMV), conforme Figura 5.23, mudando

apenas a informacgéo de input.

r* RNA
Pesos( ctif) Pesos(wij)
o 112 Coordenada de um B Entradas
freqﬂuencla — w dos nos que contém
+r éﬂOdo Fungiio de Fungéo de elemento danificado| m Camada Intermediéria
e ativagio; ativacio;
vibragao s a @ Camada de Saida

I

Tansig - Purelin - Logsig

Figura 5.23 Arquitetura das RNAs RBFMV.

1 Redes Backpropagation com a primeira frequéncia e primeiro modo de vibracao.

Seguindo os mesmos critérios das analises ja relatadas, as redes formadas com a
primeira frequéncia e o respectivo modo de vibracdo foram formadas por 35 neurénios
de entrada (coordenadas dos 34 nds + frequéncia de vibracdo) e um neurénio de saida,

isto &, a coordenada de um dos nds que circundavam o(s) elemento(s) danificado(s).

As andlises foram processadas com uma média de 40 iteracGes, resultando em

erros de treinamento na ordem de 107, Para fins comparativos, 0 nimero de neur6nios
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nas camadas intermediarias foi definido em 10, 15 e 20 e entre as camadas também
foram testadas as funcgbes de ativagdo Tansig, Purelin e Logsig. Os resultados estéo
apresentados na Figura 5.24.

Nos testes feitos com a funcdo Tansig, o grafico exibe resultados bastante
precisos, uma vez que todas as saidas processadas pelas redes coincidiram com a regiao
danificada da viga, isto €, intervalo delimitado pelos elementos danificados 18 e 19.
Além disso, percebe-se que estes resultados estdo em bastante coeréncia com os das
redes processadas apenas com os modos de vibracdo, na se¢do 5.5.1, indicando uma

positiva tendéncia de resultados.

No que diz respeito aos resultados obtidos das redes formadas pelas funcdes
Purelin e Logsig, pode-se dizer que o algoritmo apresentou muita similaridade com as
analises feitas com as redes que tinham apenas 0s modos de vibracdo como dados de
entrada. Percebe-se, ainda, um leve erro de localizagéo nas redes com a fungdo Logsig,

contudo, pode-se aceitar, ja € muito proxima a regido danificada.

No altimo grafico, nota-se que, independente da configuracdo utilizada (funcéo
de ativacdo e niumero de neurdnios, o sistema inteligente apresentou um funcionamento

desejado, de modo que os danos foram localizados conforme o esperado.

Localizagcao de elementos danificados da viga - Modo 1
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Figura 5.24 Resultados das rede RBFMV — Frequéncia e modo 1.

Diferentemente do que ocorreu com as redes formadas apenas com as cinco
frequéncias de vibracdo, neste caso (assim como nas redes s6 com 0s modos) o

comportamento do sistema ndo teve variacdo significativa quando as funcdes de
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ativagdo mudaram de ordem de execucdo (antes ou depois da camada oculta). Assim,

tais resultados ndo foram apresentados em graficos separados.

2 Redes Backpropagation com a segunda frequéncia e segundo modo de vibrac&o.

As analises feitas com a segunda frequéncia em conjunto com o segundo modo de
vibracdo da viga seguiram a mesma metodologia ja apresentada, isto é, variacdo das

funcdes e do nimero de neurdnios na camada intermediaria.

Os treinamentos tiveram uma média de 70 iteracBes, resultando em erros na
ordem de 10 no caso das redes processadas com a funcdo Tansig. Com as demais

funcdes esse erro atingiu maiores valores, de 10™ com a fungdo Purelin, por exemplo.

Por meio do gréfico da Figura 5.25 verifica-se que 0s processamentos das redes
formadas com a funcdo Tansig conseguiram estabelecer uma adequada relagéo entre os
dados de entrada e saida do treinamento, de modo que no teste, a generalizacdo do
sistema permitiu localizar corretamente a posi¢do dos danos da viga experimental, com

a excec¢do de uma simulacao.

No entanto, com relacdo as demais funcdes de ativacdo em estudo, Purelin e
Logsig, observa-se que o desempenho ndo foi o desejado, mesmo quando variado o
namero de neurdnios, de modo que a localizacdo dos danos ficou muito distante da

regido previamente estabelecida pelo modelo experimental.

Deste modo, fazendo uma analise dos resultados encontrados, sobretudo com
relacdo a funcdo linear, verifica-se, de maneira geral, um comportamento inconstante,
sobretudo na analise com os modos de vibracgéo, o que indica a nao utilizacdo da funcao
linear na formacdo de RNASs cujo objetivo seja 0 monitoramento estrutural de modelos

reduzidos.
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Localizagao de elementos danificados da viga - Modo 2
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Figura 5.25 Resultados das rede RBFMV — Frequéncia e modo 2.

3 Redes Backpropagation com a terceira frequéncia e o terceiro modo de vibrac&o.

As redes que tiveram a terceira frequéncia em conjunto do respectivo modo de
vibracdo como dados de entrada também foram analisadas segundo a metodologia

apresentada no trabalho.

Também foram variadas as funcdes de ativacdo, bem como o numero de
neurdnios envolvidos no processamento do algoritmo. Com uma média mais alta de
iteracOes (100), as redes passaram para as fases de testes ap0s atingir erros minimos na

ordem de 1072

Os resultados estdo mostrados a seguir na Figura 5.26, na qual é possivel observar
que, no caso da Tansig, o desempenho do sistema foi satisfatorio independentemente do
namero de neurbnios na camada intermediaria. Pode-se dizer que a referida funcéo
continua apresentando bom desempenho neste tipo de aplicacdo, ou seja, em problemas

cujo foco € localizar danos em vigas.

Os testes com Purelin revelam um bom comportamento perante a regido de
localizacdo dos danos. No entanto, quando se avalia o desempenho da rede formada por
20 neurdnios, verifica-se uma distorcdo dos resultados. Tal fato pode ter duas
interpretacdes: a primeira refere-se a um possivel excesso de neurbnios, caracterizando

um supertreinamento. Porém, em funcdo do desempenho observado ao longo do
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trabalho, tal possibilidade parece ndo ser correta, uma vez que, em anélises com as
mesmas caracteristicas, os resultados foram positivos, inclusive com um maior nimero

de neurdnios;

A outra interpretacdo € uma possivel instabilidade do sistema. Essa
ocorréncia acontece, pois o tipo de amostra utilizada apresenta uma simetria, de modo
que, se observado mais cuidadosamente, nota-se que a localizagdo “erronea” do sistema
se deu em uma coordenada muito préxima da correta, no entanto em outro pico. Esse
fenbmeno pode ser evitado se, ao invés de se utilizar o modo completo da viga, se

fornece no treinamento apenas 0 modo referente a metade da estrutura.

Com excecdo da rede modelada com a primeira frequéncia o respectivo
modo de vibracdo, a funcdo Logsig ndo vem apresentando bom desempenho neste tipo
de analise uma vez que, como se verifica no grafico, os resultados observados em todas
as configuracdes de neurdnios, ficaram distantes da zona destacada como a regido

danificada da viga em estudo.

Localizagao de elementos danificados da viga - Modo 3
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Figura 5.26 Resultados das rede RBFMV — Frequéncia e modo 3.

Vale ressaltar que as amostras fornecidas tanto nos treinamentos quanto nos testes
foram normalizadas pelo valor maximo dos elementos da amostra, a fim de evitar
possiveis distor¢des em funcdo das diferencas de grandezas entre frequéncias e modos

de vibragéo.
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4 Redes Backpropagation com a quarta frequéncia e o quarto modo de vibragéo.

Conforme metodologia apresentada, foram feitos os testes para as coordenadas do
quarto modo de vibragdo. Para fins comparativos, foram utilizadas as mesmas funcoes
mencionadas nos casos anteriores, bem como 0s mesmos nimeros de neurdnios, cujos

resultados estdo apresentados na Figura 5.27.

O processamento foi realizado com 1000 iteragcdes e, conforme se observa nos
graficos, as redes formadas pela funcdo Tansig foram as que apresentaram um

desempenho mais aceitavel, tendo em vista que algumas simulac6es falharam.

Localizacao de elementos danificados da viga - Modo 4
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Figura 5.27 Resultados das rede RBFMV — Frequéncia e modo 4.

Como ja era esperado, devido a sequéncia de resultados insatisfatorios
relacionados as func@es de ativacdo Purelin e Logsig, comprova-se, mais uma vez, que

as referidas func@es apresentam desempenho abaixo do esperado.

5 Redes Backpropagation com a quinta frequéncia e o quinto modo de vibracéo.

Finalmente, as ultimas RNAs Backpropagation analisadas também foram testadas
com diferentes nimeros de neurdnios na camada intermediaria, bem como com

diferentes fungdes de ativacdo. As entradas corresponderam as coordenadas dos 34 nos
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discretizados nas vigas em conjunto com a quinta frequéncia e, as saidas, foram sempre

as coordenadas dos nds que circundavam os elementos que continham danos.

Assim, a partir dos resultados apresentados na Figura 5.28, no que diz respeito
aos resultados dos testes feitos com as redes formadas pela funcdo Tansig, percebe-se
que algumas simulacdes ndo apresentaram resultado satisfatério, indicando que o dano
da viga experimental, efetivamente posicionado nos nés 18, 19 e 20, se localizava em

outros nos.

O processamento com as redes formadas pela funcdo Purelin seguiu o
comportamento de alguns casos anteriores, isto é, a funcdo linear ndo apresentou
desempenho capaz de localizar os danos da viga. Além da instabilidade da funcéo, neste
caso, trata-se de um modo “mais elevado”, o que resulta em um maior distanciamento
entre dados numericos e experimentais e, portanto, influenciando negativamente no

desempenho da RNA.

Localizagao de elementos danificados da viga - Modo 5
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Figura 5.28 Resultados das rede RBFMV — Frequéncia e modo 5.

As redes compostas pela funcdo Logsig também apresentaram a variacao
mencionada no caso anterior, isto €, uma piora nos resultados, também pelos mesmos

motivos.
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Conforme visto em alguns testes, a rede processou a posicdo dos nés diferentes
dos corretos. Isto se deu devido a simetria do modo, sendo novamente indicado o uso de

apenas a sua metade.

5.4.4 Conclusdes parciais das redes Backpropagation aplicadas a viga estudada.

As RNAs Backpropagation foram aplicadas ao contexto de detec¢do de danos em
um modelo experimental de viga sob algumas variacGes, desde o tipo de dado utilizado
como entrada a aspectos relacionados a natureza da ferramenta. Assim, ap0s todas as

analises foram verificados os seguintes aspectos:

e Tipo de dado analisado:

Foram testados trés grupos de dados, dentre os quais, 0 melhor desempenho da
ferramenta ocorreu com o conjunto de modos de vibracdo. Naturalmente, tal fato ja era
esperado, uma vez que, segundo a literatura, quanto maior o universo de informacoes
nos padrdes de entrada, mais o algoritmo estabelece relac6es validas entre os padrbes de
entrada e saida.

Contudo, foi observado que a rede apresenta dificuldades para alcangar seu
objetivo, sobretudo quando trabalha com um modo mais elevado. Tal fato pode ser
explicado pois quanto maior o grau do modo de vibracdo, mais distor¢cdes existem entre
modos numeéricos e experimentais. Assim, tendo em vista que a rede é treinada com
informacGes obtidas por meio de modelagens numéricas e os testes sdo baseados nas
informacGes dos modelos experimentais, o processamento do sistema inteligente pode
ndo conseguir generalizar adequadamente o aprendizado, tendendo a apresentar
divergéncias na fase de testes.

Além disso, observou-se ainda que, devido a simetria do modo, quanto mais fases
tiver o modo de vibracdo, mais dificuldade o sistema apresenta, pois as coordenadas se
repetem, dificultando o reconhecimento dos padrdes. Para contornar tal fator, indica-se
a utilizacdo do modo obtido na metade da viga.

Outra observacdo importante esta relacionada com regides danificadas que
coincidam com as zonas de menor deslocamento modal. Em todos os casos foi

observado que a RNA tende a apresentar mais distorcoes.
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Um fator curioso esta relacionado as redes formadas pelas frequéncias de
vibragdo. Foi notado que, por terem apenas 5 informacdes, supde-se que a pequena
quantidade influenciou nos resultados negativos. Deste modo, se 0s modelos numérico e
experimental estiverem em total conformidade, a sugestdo e realizar mais testes com um
maior nimero de frequéncias ou alterar a maneira como a rede deve fornecer o
resultado, ou seja, mudar o padréo de saida.

Vale ressaltar que as informacdes utilizadas como dados de entrada devem ser
normalizadas, sobretudo quando se utilizam frequéncias e modos, uma vez que a
discrepéncia entre os valores das informacdes pode resultar em mal desempenhos das

redes neurais.

e Parametros da rede (fungdes de ativacdo e nimero de neurénios):

Em relacdo ao numero de neurdnios, foram seguidos alguns critérios de escolha ja
apresentados na comunidade cientifica, no entanto, na maioria dos casos, foi por
tentativa e erro. O numero de neurdnios tem grande fator de decisdo no processamento
da rede, uma vez que quanto maior o nimero, melhor foi 0 desempenho. No entanto,
como esperado, em alguns casos, 0 aumento exagerado acarretou na divergéncia dos
resultados.

Embora indique-se que esta lacuna (o melhor nimero de neurénios a ser utilizado)
deva ser respondida por tentativa e erro, uma vez que cada problema apresenta um nivel
particular de complexidade, poderia se recomendar uma aproximacdo calculando o
namero de neur6nios na camada intermediaria pela média do conjunto das variaveis de
entrada de uma amostra e 0 nimero de amostras disponiveis para o treinamento. Tal
critério foi verificado que atende tanto as RNAs formadas pelos modos de vibracéo,

como as redes que foram treinadas com as frequéncias.

_ Nvar,pe"’ Natr
Nnci - 2 (5-1)

Onde,

N,.; = Namero de neurdnios na camada intermediaria;
Nyarpe = Numero de varidveis em um padrao de entrada;

Nt = NUmero de amostras disponiveis para o treinamento.
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Com relacdo as funcbes de ativacdo, como esperado, a fungdo Tansig apresentou
0s melhores resultados. No entanto, 0 comportamento da funcéo linear Purelin causou
um certo destaque quando utilizada com as redes das frequéncias de vibragdo. Este
grupo de redes, de maneira geral, ndo apresentou resultado satisfatério, porém com a
referida funcdo, mostrou-se bastante eficiente. Além disso, os resultados obtidos
contrariaram um aspecto que a literatura coloca no sentido de ter sempre a necessidade
de uma funcéo ndo linear no sistema Haykin (2001). Como apresentado, em uma das
analises foi utilizada a funcdo linear duas vezes e o desempenho foi um dos melhores.

Diante do exposto, sugere-se que sejam feitos novos testes em outras estruturas
para comprovar tal comportamento.

Com relacéo a funcdo Logsig, observou-se que, para os primeiros modos, a funcao
se comporta adequadamente. No entanto, tal desempenho reverte a partir do terceiro
modo de vibragdo. Tal fato pode ser explicado pela natureza da funcdo. Como seu
dominio vai de 0 até 1, e as amostras utilizadas neste estudo véo de -1 até 1, sobretudo
quando o modo é mais elevado, a funcdo ndo se adequa ao tipo de dado utilizado como
padrdo de entrada. Assim, supde-se que a funcdo € eficiente para padrdes que sejam

compreendidos no intervalo de 0 a 1.

5.5 Learning Vector Quantization - LVQ

Conforme metodologia apresentada, na qual foram indicadas as RNAs a serem
estudadas, este topico descreve as andlises feitas com a viga sob a perspectiva do
Learning Vector Quantization (LVQ), cuja regra de aprendizado é supervisionada e,

portanto, necessita de um conjunto dados de entrada e saida para o seu funcionamento.

Assim como no caso das redes Backpropagation, neste caso também foram
criados e testados 3 diferentes grupos de RNAs. O primeiro, referindo-se as redes tendo

apenas 0s modos de vibracdo como dados de entrada, foi nomeado por LVQ-MV.

O segundo grupo, chamado de redes LVQ com frequéncias (LVQ-FV), foi
formado considerando as 5 primeiras frequéncias do modelo como informacGes para a
RNA. Ja o terceiro grupo foi destinado as redes formadas pela associacdo das

frequéncias com os respectivos modos de vibracdo e, portanto, nomeada por LVQ -
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MFV. Os tdpicos seguintes detalnam as analises individuais feitas para cada grupo,

cujas arquiteturas utilizadas estdo apresentadas na Figura 5.29.

Neural Network

Input ) Layer ) Layer Output
- , ( ,
oo @ )-8 @ -9 _|
LVQ-MV = 34 / / 34
LVQFV=5 10 - 20 -40 34

LV1-MFV = 35

Figura 5.29 Arquitetura LVQ.

Para a obtencdo dos dados usados na fase de treinamento foram criados além dos
32 modelos numéricos com diferentes cenarios de danos (danos em diferentes posicoes
e severidades), mostrados na Tabela 5.3, 4 modelos intactos, isto &, sem reducdo nas
inercias, no entanto, sob efeito de variacdo na temperatura. Esses novos modelos foram
gerados a fim de acrescentar padrdes intactos para o sistema ter como referéncia, uma
vez que a variacdo da temperatura ndo altera os modos de vibragcdo, mas sim as
frequéncias. J& na fase de testes foram utilizadas as informagdes do modelo

experimental estudado, a viga de Brasiliano (2005).

5.5.1 LVQ com modos de vibracgao (LVQ-MV)

No objetivo de avaliar o desempenho do LVQ na deteccdo de danos na viga
experimental estudada e apresentada na secdo 5.2, foram criadas, treinadas e testadas

cinco Redes Neurais Artificiais tendo o algoritmo LVQ.

Considerando as trés fases que uma RNA necessita passar para apresentar um
bom desempenho, na fase de treinamento as redes receberam como conjuntos de dados
de entrada as coordenadas dos cinco primeiros modos de vibracdo dos cenérios
modelados numericamente (cada modo com as coordenadas dos 34 nos das vigas). As
saidas foram vetores de 34 coordenadas numeradas com “0” e apenas aquela que
continha o elemento danificado, continha a numeracdo 1, conforme ilustrado na Figura

5.30.
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Figura 5.30 Saidas do LVQ - MV.

Deste modo, a rede 1 teve como entrada os dados do primeiro modo de vibracéo,

a segunda rede, as coordenadas do segundo modo, e, assim, sucessivamente.

As redes formadas pelos primeiros modos de vibragdo tiveram como entrada
apenas as 34 coordenadas da primeira forma de vibrar da viga. Para verificar o
desempenho da RNA, foram simulados sistemas com 10, 20 e 40 neurdnios, valores
estes definidos pelo processo de tentativa e erro, bem como baseado no critério definido

para RNAs Backpropagation (equacao 5.1).

Vale ressaltar que, conforme apresentado na revisdo da bibliografia, existem
varias teorias para a escolha do nimero de neurdnios, no entanto, a tentativa e erro é
ainda o critério mais utilizado para essa tarefa. Deste modo, tais valores foram
escolhidos ao serem observados os erros durante o treinamento de 1000 iteragdes,
ficando na ordem de 10 3. Além disso, a taxa de aprendizado foi o default do Matlab:
0,01.

Para verificar a convergéncia das saidas processadas pelas redes, cada teste foi
realizado trés vezes, de modo que os resultados plotados representam cada uma das
verificacbes, conforme observa-se nas Figura 5.31 (rede formada pelo primeiro modo de
vibracdo), Figura 5.32 (rede formada pelo segundo modo de vibracdo), Figura 5.33
(rede formada pelo terceiro modo de vibracéo), Figura 5.34 (rede formada pelo quarto

modo de vibracdo) e Figura 5.35(rede formada pelo quinto modo de vibragéo).

Nos graficos, observam-se que existem 3 niveis de marcacdo, um para cada rede,
dependendo do numero de neurénios utilizados. Na cor magenta estdo os resultados
obtidos pelas redes formadas por 10 neurdnios; ja as cores cian e verde referem-se,
respectivamente, aquelas RNAs compostas por 20 e 40 células artificias. Além disso,
existe uma regido delimitada, representando o intervalo onde existem elementos
danificados no modelo experimental que, neste caso, sdo 0s elementos 18 e 19,

circundados pelos nos 18, 19 e 20.
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Figura 5.33 LVQ — MV — rede 3.
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Figura 5.35 LVQ — MV — rede 5.

Em todos os casos observa-se que, de maneira geral, o algoritmo foi capaz de
identificar o elemento que tinha dano correntemente. Chama-se atencdo para algumas
simulacdes cujos resultados estdo ilustrados s6 por duas marcacdes. Como 0s outputs da
rede correspondem a valores binarios (1 ou 0), o fato de a rede processar saidas iguais

resulta na percepc¢édo de apenas um resultado.

Diferentemente dos resultados obtidos com a rede Backpropagation, nestes casos
sdo eliminadas as possiveis associacdes devido a simetria do modo e, além deste fator,
h& sempre uma resposta objetiva, de modo que ndo ha intervalos para a classificacédo

entre intacto e danificado.

E possivel notar que os resultados obtidos ap6s o processamento da rede

apresentaram grande aproximacéo da regido danificada da viga, uma vez que para todos
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os testes, as saidas das redes se localizaram dentro da regido em destaque, indicando,
portanto, um bom funcionamento do sistema.

Especificamente nos resultados das redes formadas pelos terceiro e quarto modos
de vibracdo (Figura 5.33 e Figura 5.34), verificam-se algumas respostas fora da zona
designada como danificada. Porém, tal resultado pode ser aceito, uma vez que as
respostas processadas pelas RNAs foram sempre nds adjacentes a referida zona e,
certamente, podem ser perturbadas devido a presenca de danos estruturais.

Neste sentido, com base nos resultados apresentados, pode-se afirmar que o
desempenho deste tipo de rede foi satisfatério, sendo, inclusive, mais preciso se
comparados aos resultados obtidos com a rede Backpropagation. Assim, indica-se
também esse tipo de sistema inteligente no contexto do monitoramento estrutural,

especificamente, na deteccdo de danos estruturais.

5.5.2 LVQ com as frequéncias vibragéo (LVQ-FV)

Com o0s mesmos objetivos da secdo 5.5.1 (localizar os danos da viga
experimental), foram criadas, treinadas e testadas Redes Neurais Artificiais com o LVQ
LVQ, tendo como dados de entrada as 5 primeiras frequéncias de vibracdo da estrutura

e nomeadas como LVQ-FV.

Nestes casos, nas fases de treinamento, as redes receberam como conjuntos de
dados (entrada e saida) as cinco primeiras frequéncias de vibragdo e o padrdo

danificado, respectivamente, conforme apresentado na Figura 5.30.

Neste caso também foram feitas algumas variacbes no numero de neurbnios
utilizados no sistema, de modo que as analises apresentadas estdo com 10, 20, 40, 390 e
400 células artificiais. Para fins comparativos, inicialmente foram consideradas as
mesmas quantidades verificadas nas andlises anteriores (10 e 20 neurdnios), no entanto,
como os resultados ndo foram satisfatorios, optou-se por aumentar o namero de
unidades até que fosse verificado um bom desempenho, que obteve-se a partir de 390

neurdnios.

Assim, as arquiteturas das RNAs ficaram definidas conforme esquema da Figura
5.36, de modo que os treinamentos aconteceram em 100 iteracOes, obtendo erros

quadraticos (MSE) na ordem de 1073,
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Figura 5.36 Arquitetura LVQ — FV.

Os resultados obtidos estdo apresentados na Figura 5.37, na qual verifica-se que,
para redes formadas com poucos neurdnios, o sistema ndo funciona adequadamente,
uma vez que as saidas processadas pelo algoritmo foram todas fora da regido
caracterizada por elementos que continham reducbes nas suas sec¢des transversais
(elementos 18 e 19). Porém, ao ser aumentada a quantidade das unidades artificiais, o
desempenho melhora significativamente. Tal fato pode ser explicado pois, sendo um
tipo de rede que trabalha com padrdes binarios, quando maior for o banco de

informacGes nos dados entrada, maior a probabilidade de acertos do sistema.

Neste caso, como se trabalhou apenas com as cinco primeiras frequéncias, supde-
se que seriam necessarias mais informacdes pertinentes aos padrées. No entanto, para
contornar a falta informac6es, foram acrescentados neurénios, de modo que a rede
passou a representar uma boa relacdo entre entradas e saidas, sendo capaz de localizar
corretamente a regido onde estavam os danos da viga experimental. Vale ressaltar que,
apesar de haver aumento significativo nas unidades artificiais, isto ndo interferiu no
tempo de processamento do algoritmo, ndo representando, efetivamente, uma

desvantagem deste tipo de rede.
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Figura 5.37 LVQ - FV.

5.5.3 LVQ com os modos e as frequéncias vibragéo (LVQ-MFV)

Nesta modalidade foram criadas cinco redes, cada uma referente a um modo de
vibracdo da viga, por exemplo, a primeira rede foi treinada e testada com a primeira
frequéncia e o respectivo modo de vibracdo dos modelos. Neste contexto, para fins
comparativos, foram feitos testes com 10, 20 e 40, e os erros encontrados foram da

ordem de 1073,

A fim de avaliar a performance das RNAs, aos testes foram fornecidos as
frequéncias e os modos de vibracdo do modelo experimental da viga danificada
(reducdo na secdo transversal dos elementos 18 e 19) para as redes 1 (primeira
frequéncia e respectivo modo de vibracdo), 2 (segunda frequéncia e respectivo modo de
vibracdo), 3 (terceira frequéncia e respectivo modo de vibracdo), 4 (quarta frequéncia e

respectivo modo de vibracdo) e 5 (quinta frequéncia e respectivo modo de vibragédo).

Deste modo, os vetores de entrada corresponderam as frequéncias seguidas das
coordenadas 34 coordenadas dos respectivos modos de vibracdo, gerando um vetor de

35 elementos, como mostra a Figura 5.38.

Ja as saidas foram fornecidas conforme o padréo ja apresentado na Figura 5.30.
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Figura 5.38 Arquitetura LVQ — MFV.

Com os resultados encontrados pelas RNAs, é possivel observar que as redes
foram capazes de identificar com uma boa precisdo a posicdo dos elementos
danificados. De maneira geral, da rede 1 a 5, os nés apontados corresponderam as
posicOes 18, 19 ou 20. Especificamente nas redes 2 e 3 (Figura 5.40 e Figura 5.41)
observaram-se que duas simulac¢Ges aconteceram fora do esperado, no entanto, seguindo

a mesma justificativa referente a proximidade dos nos, tais resultados podem ser aceitos.
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Figura 5.39 LVQ — MFV 1.
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Figura 5.43 LVQ — MFV 5.

Pelo bom desempenho apresentado em todos os casos, pode-se indicar que esta
configuracdo (frequéncia + modos de vibracdo) de RNA LVQ apresenta uma tendéncia

para ser utilizada no contexto do monitoramento estrutura, sobretudo na area de

deteccdo de danos.
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E importante ressaltar que os testes feitos aqui foram em uma viga experimental,
desenvolvida em laboratdrio e, portanto, com todos os testes de vibragdo sob controle da
equipe. Assim, antes de extrapolar tais andlises para um sistema usual é necessério,
ainda, testar a metodologia em situacdes com menor indice de supervisdo, inclusive, sob

efeitos de ruidos.

5.5.4 Concluses parciais das redes LVQ aplicadas a viga estudada.

As RNAs com o algoritmo LVQ aplicadas ao contexto de deteccdo de danos em
um modelo experimental de viga apresentaram algumas varia¢des que vao, desde o tipo
de dado utilizado como entrada a aspectos relacionados a natureza da ferramenta.

Assim, ap0s todas as analises foi possivel elaborar algumas conclusdes parciais sobre:
e Tipo de dado analisado:

Foram testados trés grupos de dados, dentre os quais, 0 melhor desempenho da
ferramenta ocorreu com as redes formadas pelos modos de vibracdo ou pela associagédo
da frequéncia com o respectivo modo de vibragdo. Naturalmente, tal fato ja era
esperado, uma vez que, segundo a literatura, quanto maior o universo de informacoes
nos padrbes de entrada, mais o algoritmo estabelece relagdes validas entre as
informacGes fornecidas e as processadas.

Diferentemente das RNAs Backpropagation, devido ao padrdo binario de
treinamento deste tipo de rede, foi excluido o fator duvidoso relacionado com a simetria
do modo, eliminando a problematica de quanto mais fases tiver o modo de vibracéo,
mais dificuldade o sistema apresenta.

Vale ressaltar que as informacdes utilizadas como dados de entrada devem ser
normalizadas, sobretudo quando se utiliza frequéncia e modos, uma vez que a
discrepancia entre os valores das informacdes pode resultar em mal desempenhos das

redes neurais.

e Parametros da rede (nimero de neurdnios):

Pode-se dizer que o namero de neurdnios pouco influenciou nos resultados das
redes que tinham os modos de vibragdo como dados de entrada, uma vez que 0s

resultados foram, na maioria das simulacGes, satisfatorios. No entanto, observando o
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caso dos sistemas formados pelo conjunto das frequéncias, é possivel verificar que a
quantidade de células artificiais foi determinante.

Inicialmente, foi utilizada a mesma quantidade de neur6nios em outros tipos de
rede para que fosse possivel estabelecer uma comparacdo. Contudo, como os resultados
foram muito abaixo do esperado, foram adicionados mais neurdnios, de modo que 0
primeiro resultado positivo so foi possivel com a utilizacdo de 390 unidades artificiais.
Vale ressaltar que, apesar de ser um niumero alto quando comparado com as demais
analises, do ponto de vista de processamento tal fator ndo representa um problema, ja
que, computacionalmente, o tempo gasto é em torno de 2 minutos para mil iteracdes.

Assim, como ponto de partida para formagdo de uma rede LVQ com este tipo de
aplicacdo e utilizando modos de vibragdo como padrdo de entrada, sugere-se a mesma
formulacédo considerada paras as redes Backpropagation, isto €:

_ Nvarpet Natr
Nnci - 2 (5-1)

Onde,

N,.; = Namero de neurdnios na camada intermediaria;
Nygar,pe = Numero de variaveis em um padrao de entrada;

N, = Nimero de amostras disponiveis para o treinamento.

Ja no caso dos sistemas formados pelo conjunto das frequéncias, como uma
estimativa inicial para 0 nimero de neurénios na camada intermediaria, os resultados

apresentaram uma tendéncia para a seguinte formulacao:

1,2XNyqrpe+ 1,2Ngtr
Nyei = x10 (5.1)

2

Além da localizacdo dos danos, a fim de verificar a robustez do sistema, foram
testados padr@es intactos no sentido de verificar se o sistema era capaz de diferenciar
uma estrutura intacta e outra com zonas danificadas. Os resultados estdo mostrados no
apéndice A.1 e foram bastante favoraveis, indicando, portanto, que o LVQ apresentou
ndo s6 o melhor desempenho, mas também o mais confidvel, uma vez que ndo deixa

margens para incertezas.
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Salienta-se que os testes foram feitos com dados controlados em laboratério e,
portanto, & de grande importancia testar a ferramenta em situacbes de maiores

incertezas.
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6. ESTUDO NUMERICO DA PONTE INFANTE DOM HENRIQUE

6.1 Ponte Infante Dom Henrique

Este capitulo descreve a aplicacdo das Redes Neurais Artificiais (RNAS) no
contexto de monitoramento estrutural de obras de arte. Deste modo, séo apresentadas as
caracteristicas fisicas da estrutura estudada, a Ponte Infante Dom Henrique, em
Portugal, bem como as analises feitas com base em um banco de dados obtidos por
meio de um monitoramento continuo e os resultados obtidos a partir de dois tipos de
redes neurais: as Self Organizing Maps (SOM) e a Learning Vector Quantization

(LVQ), com vistas a deteccdo de danos estruturais.

6.1.1 Descricdo da ponte

Localizada sobre o rio Douro, ligando as cidades do Porto e de Gaia, no Norte de
Portugal, a Ponte Infante Dom Henrique (Figura 6.1) tem 371 m de comprimento, com
um arco ao longo de 280 m de sua parte central. A estrutura da ponte € constituida por
dois elementos principais: uma viga caixao rigida, de concreto protendido de 4,50 m de

altura, apoiada sobre um arco de concreto com 1,50 m de espessura.

O véo entre os arranques do arco € de 280 m e a flecha entre o fecho e os
arranques € de 25 m, apresentando uma relacdo de abatimento superior a 11. Ao longo
dos 70 m centrais, 0 arco une-se ao tabuleiro formando uma secdo em caixdo com 6 m
de altura, cujas faces laterais apresentam um recorte que mantém a continuidade dos

volumes correspondentes ao tabuleiro e ao arco, Fonseca e Mato (2005) - Figura 6.2.

Figura 6.1 Ponte Infante Dom Henrique (Magalh&es, 2010).
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Figura 6.2 Dimensdes gerais da ponte Infante Dom Henrique (Adao da Fonseca e Millanes
Mato, 2005).

Devido a grande rigidez do tabuleiro em comparagdo com a do arco, aliada ao
forte abatimento deste, o funcionamento da estrutura se assemelha ao de uma ponte em
que o tabuleiro trabalha a flexdo, tal como numa ponte continua convencional, mas
proporcionando ao arco varios apoios elasticos intermédios através dos montantes

afastados de 35 m entre si, conforme se observa na Figura 6.1.

6.1.2 Caracteristicas dindmicas da ponte

A fim de se conhecer os parametros modais da ponte, antes da instalacdo de um
sistema de monitoramento continuo dindmico, o Vibest (Laboratory of Vibrations and
Monitoring) da Faculdade de Engenharia da Universidade do Porto (FEUP) realizou

alguns testes de vibracdo ambiental.

Durante os testes foram colocados dois sismdgrafos de referéncia localizados na
secdo transversal da plataforma, ambos na posicdo indicada na Figura 6.3. Além dos
sismégrafos de referéncia, foram utilizados outros dois aparelhos méveis, percorrendo
as 15 secdes transversais restantes, de modo a coletar aceleragcdes da estrutura nas trés

direcGes ortogonais: vertical, transversal e longitudinal, em ambos os lados da ponte.
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Figura 6.3 - Instrumentacdo da ponte para teste de vibragcdo ambiental
(Magalhaes,2010).

Cada aquisicéo foi realizada durante 16 minutos a uma frequéncia de amostragem
de 100Hz e, posteriormente, passando a 20Hz. No ensaio foram coletadas aceleracGes
verticais, transversais e longitudinais, ao longo de 32 pontos, sendo as principais
frequéncias e seus respectivos modos de vibracdo identificados por meio dos métodos
Frequency Domain Decomposition (FDD) e Data-driven Stochastic Subspace
Identification (SSI-Data), conforme ilustrado na Figura 6.4.
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Figura 6.4 Frequéncias e modos de vibracdo da ponte. (Magalhaes 2010).
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A partir dos resultados obtidos dos testes, a ponte passou a ser monitorada
experimentalmente ao longo do periodo compreendido entre 2007 e 2014, além de

possibilitar o desenvolvimento e calibragdo de um modelo numérico da estrutura.

6.1.3 Monitoramento continuo da ponte

O sistema de monitoramento continuo foi instalado até a metade da estrutura, uma
vez que, a partir dos testes de vibragdo ambiental, verificou-se que os modos de
vibracdo da estrutura apresentavam simetria (Magalhdes 2010). Basicamente, o sistema
foi composto por 2 digitalizadores (localizados nas se¢fes S2 e S4) que recebiam sinais

dos 12 acelerdmetros distribuidos, conforme o esquema da Figura 6.5.

Os acelerémetros foram igualmente distribuidos nas quatro secdes a fim de se
obter uma adequada caracterizagdo de flexdes vertical, lateral e modos de tor¢édo. Por
meio dos digitalizadores, os dados eram produzidos e transferidos para FEUP
(Faculdade de Engenharia da Universidade do Porto), onde um software obtinha o
historico de aceleragdo com uma taxa de amostragem de 50Hz e comprimento de 30
minutos e eram processados pelo software de monitoramento dindmico DynaMo
(Magalhaes, 2010, ViBest).

Este software foi desenvolvido no ambiente do Matlab e, por meio de uma
conexdo com a internet, recebia as informacdes da estrutura instrumentada, gerando um
banco de dados com registros dos 12 acelerdmetros e, caso necessario, tratava-o com
vistas a eliminacdo dos efeitos ambientais e de frequéncias acima de 12,5 HZ, utilizando
ferramentas estatisticas e 0 método da Regressdo Multipla Linear. Além disso, o
programa também é capaz de identificar automaticamente os parametros modais da
ponte (Magalhaes et. al 2014).
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Figura 6.5 Esquema do sistema de monitoramento. (Magalhdes 2010 - adaptada).

O monitoramento continuo da ponte Infante D. Henrique teve inicio em
13/09/2007, se estendendo até 12/09/2014, no entanto, para este trabalho foi utilizado o
banco de dados entre 2007 e 2009, sendo, portanto, parametros modais da estrutura

referentes a dois anos, em um total de 17568 aquisi¢cbes (cada uma contendo as 12
primeiras frequéncias), em cada ano.

A Figura 6.6 mostra a evolucdo temporal da media diaria das primeiras 12
frequéncias naturais da ponte, obtidas durante o periodo de monitoramento considerado
neste trabalho (primeiro ano 13/09/07 a 12/09/08 e o segundo ano 13/09/08 a 13/09/09),

as quais sao utilizadas para as analises com vistas a deteccdo de danos estruturais.

Frequencias (Hz)

13/09/07 12/09/08 13/09/08 12/09/09
Data Data

Figura 6.6 Evolucdo temporal da média diaria das primeiras 12 frequéncias naturais da
ponte de 13/09/2007 até 12/09/2009.
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Em analises realizadas por Magalhées (2014) foi possivel observar que, durante o
segundo ano de acompanhamento, as frequéncias apresentaram uma variacdo maxima
relativa de 2,6%. Como essa diferenca foi atribuida, em parte, aos efeitos das variacbes
grandes de temperatura observadas na cidade, foi necesséria a utilizacdo do Dynamo
para a mitigacdo dos efeitos da temperatura. Além disso, o autor verificou que a
estrutura ndo continha danos significativos e capazes de provocar variagOes

significativas nas frequéncias.

6.1.4 Modelagem numérica

A ponte Infante Dom Henrique foi simulada também numericamente e, a partir desse
modelo, desenvolvido por Magalhdes (2010), surgiram dados que alimentaram as RNASs
aplicadas na deteccdo de danos estruturais, estes Gltimos necessarios para o0

funcionamento da ferramenta.

A modelagem “Espinha de Peixe” foi realizada no software ANSYS, utilizando
elementos de barra 3D, tendo como caracteristicas geométricas e fisicas as mesmas
associadas a estrutura projetada (mddulo de elasticidade de 37GPa adotado para 0s

concretos do tabuleiro e do arco e 34GPa para o concreto das colunas).

As ligacdes entre o tabuleiro e os pilares das extremidades (Figura 6.2) foram
consideradas livres. Ja nos aparelhos de apoio dos outros pilares os graus de liberdade
referentes aos deslocamentos longitudinais e as rotacoes foram considerados fixos, além
de serem acrescentas molas horizontais para simular a rigidez adicional fornecida pelos
pilares (Magalh&es, 2010).

As caracteristicas dinamicas do modelo numérico estao indicadas na Figura 6.7 e
as comparacbes com o0s resultados experimentais obtidas nos testes de vibracdo
ambiental na Tabela 6.1. A correlacdo entre os parametros modais foi boa, com erros
relativos em frequéncias naturais inferiores a 5% e valores MAC (Modal Assurance

Criterion) sempre maiores que 0,95.
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f=0.794 Hz - Modo 1 (Lateral 1) f=2.086 Hz - Modo 6 (Vertical 4)

f=0.810 Hz - Modo 2 (Vertical 1)
f=2.185Hz - Modo 7 (Torsao 1)

f=1.149 Hz - Modo 3 (Vertical 2)
f=3.011 Hz - Modo 8 (Vertical 5)

£=1406Hz - Modo 4 (Vertical 3) f=3.357 Hz - Modo 9 (Lateral 3)

f=1.768 Hz - Modo 5 (Lateral 2)
f=3.641 Hz - Modo 10 (Torsao 2)

Figura 6.7 Frequéncias e modos de vibracdo do modelo numérico da ponte. (Magalhaes
2010) - Adaptada.

Tabela 6.1 Frequéncias naturais (Hz) dos modelos experimental e numérico.

Modo e O ety 06 MAC
Lateral 1 0,770 0,794 3,12 0,996
Vertical 1 0,810 0,810 -0,12 0,995
Vertical 2 1,135 1,149 1,23 0,994
Vertical 3 1,405 1,467 4,34 0,992
Lateral 2 1,734 1,768 1,96 0,989
Vertical 4 1,993 2,086 4,72 0,994
Torsédo 1 2,212 2,185 -1,18 0,956
Lateral 3 3,309 3,357 1,42 0,956
Torséo 2 3,734 3,641 -2,49 0,952

A partir do modelo numérico, Magalhées (2010) desenvolveu e simulou cenérios
danificados para a ponte que serviram para fornecer o banco de dados utilizado junto as
RNAs deste trabalho.

Danos em pontes podem se manifestar de diversas maneiras como, por exemplo,

recalque de fundagdo, a ruptura dos cabos causados pela corrosdo, patologias do
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concreto motivadas pela corroséo da armadura, entre outros, sendo, portanto, uma dificil
tarefa quando se trata de representa-los numericamente. Desta forma, foi seguida uma
abordagem simples para a simulagéo de regides danificadas, considerando que os danos
séo de pequena dimensao, no sentido de ndo comprometer a seguranga da ponte.

Os danos foram simulados por uma reducdo de inércia de 10% ao longo de
alguns segmentos da ponte que estdo em destaque na Figura 6.8. D1, D2, D3 e D4
representam os segmentos danificados, de modo que as redugBes de inércia foram
consideradas ao longo de 8,75 m, 10,0 m, 3,0 m; e 50 m, de comprimento,

respectivamente.

Gaia F1 -1 M-z -3 M5 -4 M-5 W5 Forto

o Dhoura

Figura 6.8 Localizacdo e extensdo dos cenarios de danos simulados (Magalhdes, 2010).

As frequéncias obtidas em cada cenario danificado estdo apresentadas na Tabela
6.2. Nota-se que a variacao entre as frequéncias da ponte e dos modelos danificados é
muito pequena, na ordem de 0,4% (Figura 6.9). Além disso, observou-se que as
diferencas entre as frequéncias dos modelos numéricos (intacto e danificados) foram
menores do que as observadas entre as frequéncias obtidas no teste de vibracao
ambiental (da ponte) e do modelo numérico, dificultando, portanto, o funcionamento

adequado dos métodos de deteccdo de danos.

Tabela 6.2 Frequéncias naturais (Hz) obtidas para cada um dos cenarios danificados D1, D2, D3

e D4.
Modo Frequéncia Freqg. Ponte  Numérica Cenarios de danos
(H2) (Intacta-Hz) Frequéncia D1 (Hz) Frequéncia D2 (Hz) Frequéncia D3(Hz) Frequéncia D4(Hz)
Lateral 1 1 0,770 0,794 0,794 0,794 0,794 0,794
Vertical 1 2 0,810 0,810 0,810 0,809 0,809 0,810
Vertical 2 3 1,135 1,149 1,147 1,148 1,149 1,148
Vertical 3 4 1,405 1,467 1,465 1,464 1,465 1,466
Lateral 2 5 1,734 1,768 1,768 1,768 1,768 1,768
Vertical 4 6 1,993 2,086 2,086 2,083 2,086 2,084
Torsdo 1 7 2,212 2,185 2,185 2,185 2,185 2,185
Vertical 5 8 3,013 3,011 3,011 3,008 3,009 3,003
Lateral 3 9 3,309 3,357 3,357 3,357 3,357 3,357
Vertical - arco 10 3,490 3,287 3,287 3,287 3,279 3,276
Torséo 2 11 3,734 3,641 3,641 3,641 3,641 3,641
Vertical 6 12 4,339 4,129 4,129 4,129 4,129 4,128
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Figura 6.9 Porcentagem de variagédo das frequéncias naturais de vibragcdo dos modos de
flexd@o vertical (Magalh&es, Cunha e Caetano, 2014).

Desta maneira, para contornar esse desajuste, foi criado um coeficiente de dano
para simular a variacdo da frequéncia sempre que fosse considerada a presenca de um

dano na estrutura.

O coeficiente consiste na diferenca entre uma frequéncia obtida a partir do modelo
numérico intacto e a frequéncia de um dos cenérios danificados apresentados. Assim,
para considerar que uma frequéncia da estrutura foi obtida de um dos cenérios

danificados, basta multiplica-lo pelo seguinte coeficiente:

Coef.de dano = 1+A{% (6.1)

Onde,

Afreq — Diferenca entre uma frequéncia do modelo numérico intacto e a

frequéncia de um dos cenarios danificados considerados.

Como a aplicacdo das RNAs no contexto de detecgdo de danos requer padrdes que
indiguem modelos intactos e danificados, todas as considerac6es de modelo danificado

foram feitas a partir desse coeficiente.

Desta forma, como a estrutura da ponte ndo tem danos significativos, para a
consideracdo da ponte danificada, parte das frequéncias obtidas por meio do
monitoramento continuo foram multiplicadas pelo coeficiente de dano (Tabela 6.3),
passando a ser consideradas como informacdes obtidas da ponte danificada. O

detalhamento dessa consideracdo esta nas proximas secoes.
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Tabela 6.3 Afreq de cada uma das frequéncias, em cada cenério de dano.

Modo Frequéncia D1 D2 D3 D4
AFreq (%) AFreq(%) AFreq(%) AFreq(%)
Lateral 1 1 0,000 0,000 0,000 0,000
Vertical 1 2 0,000 -0,190 -0,108 -0,059
Vertical 2 3 -0,112 -0,025 -0,007 -0,014
Vertical 3 4 -0,126 -0,160 -0,133 -0,072
Lateral 2 5 0,000 0,000 0,000 0,000
Vertical 4 6 -0,001 -0,141 -0,028 -0,100
Torsdo 1 7 0,038 0,000 0,000 0,000
Vertical 5 8 -0,137 -0,079 -0,045 -0,248
Lateral 3 9 0,009 0,000 0,000 0,000
Vertical - arco 10 -0,001 -0,011 -0,251 -0,323
Torsdo 2 11 0,000 0,001 0,000 0,000
Vertical 6 12 -0,001 -0,006 -0,001 -0,022

6.2 Redes Neurais Artificiais para avaliagdo de danos na ponte

Considerando as fases de treinamento e teste que uma rede precisa passar para ter
um funcionamento adequado, por se tratarem de redes com diferentes algoritmos de
treinamento (aprendizado), isto é, o LVQ € supervisionado e o SOM € nao
supervisionado, os critérios para escolha dos conjuntos de dados utilizados em cada
abordagem sdo tratados em sec¢des especificas para cada aplicacdo. Contudo, em ambos
os casos foram usadas as 12 primeiras frequéncias obtidas por meio de um
monitoramento continuo realizado na ponte durante os 2 anos, bem como estas mesmas

frequéncias modificadas por meio de simula¢Ges numéricas (consideracédo de dano).

Para verificar o desempenho, cada uma das redes foi analisada a partir da variacéo
de alguns parametros, dentre 0s quais estdo: nimero de neurdnios e o0 ndmero de

padrdes de entrada fornecidos para o processamento.

Particularmente com relacdo ao nUmero de amostras fornecidas para as etapas de
treinamento e de teste, pode-se dizer que esta variagdo tem o objetivo de verificar a
robustez da técnica mesmo com um pequeno grupo de informagfes. Como a ponte em
questdo passou por monitoramento continuo, existem informacdes que permitem

trabalhar com dados obtidos durante:

e 24 h de monitoramento;
¢ 1 semana de monitoramento, e

e 1 més de monitoramento.

148



Desta forma, o esquema da utilizacdo das RNAs na deteccdo de danos da Ponte
Infante Dom Henrique esta ilustrado na Figura 6.10, de modo que o objetivo destas
analises se foca em detectar se h4 dano na estrutura e ndo em localizar, como foi o caso

da viga estudada anteriormente.

Ponte
Intacta Padrdes de entrada
e ————— utilizados
Danificada L 12 Frequéncias | LvVQ

- N° de neurdnios - Namero de amostras

Variagao dos

: 24h de rnonitorarn_en'.o: - parametros da
1 semana de monitoramento; d

* 1 més de monitoramento. rede

Y

DETECCAQ DE DANOS

Figura 6.10 Esquema de teste realizados com as rede SOM e LVQ.

6.2.1 Learning Vector Quantization — LVQ

A deteccdo de danos utilizando LVQ foi realizada no ambiente do Matlab,
especificamente o Neural Network Toolbox (Nntool), que é um pacote destinado ao uso
das RNAs, em seus mais diversos tipos. Por possuir uma interface grafica interativa, o
Nntool é uma ferramenta de facil acesso, capaz de fornecer a visualizacdo e simulacédo
de diferentes tipos de RNAs, em diferentes configuracdes, sejam elas no modo de
aprendizado, no algoritmo utilizado para o seu treinamento, na maneira de processar dos

dados, bem como nas funcdes de ativacdo utilizadas.

6.2.1.1 Dados de entrada - LVQ

Por ser um algoritmo de treinamento supervisionado, o processamento do LVQ
tem inicio com a indicacdo dos dados a serem utilizados em cada etapa. Em outras

palavras, no caso do treinamento devem ser dados padrdes de entrada e saida e, na fase
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de teste devem ser fornecidas como entradas as variaveis (padrdo) do problema que se

deseja resolver.

Estas informagbes devem seguir uma organizacdo, de modo que as amostras de
dados (cada aquisicdo de frequéncias) devem compor as colunas e, nas linhas, devem
conter as varaveis do padrdo. Neste trabalho, as amostras correspondem a cada conjunto
de 12 frequéncias obtidas no monitoramento da estrutura com e sem modificacéo e, as

variaveis, correspondem desde a 1? até 122 frequéncia identificada.

Para a deteccdo de danos foi assumido que a partir de setembro de 2008 a ponte
passou a ter as frequéncias alteradas pelos danos artificiais (Figura 6.11). Desta forma, a
partir da referida data, as frequéncias obtidas por meio do monitoramento continuo
foram multiplicadas pelo coeficiente de dano (Equacdo 6.1 e Tabela 6.3), passando a ser
consideradas como informagdes obtidas da ponte danificada.

Como em Portugal existem variagdes significativas de temperatura €, mesmo com
a minimizacdo dos seus efeitos (software Dynamo — Magalhdes 2010) podem existir
variacOes de frequéncias decorrentes do fendmeno, foram escolhidos 4 meses de
referéncia para o estudo, janeiro e julho do primeiro ano de monitoramento (linhas em
vermelho simbolizando frequéncias da estrutura intacta), e novembro e maio (linhas

verticais em azul simbolizando frequéncias da “estrutura danificada”, Figura 6.11).

Frequéncias danificadas

4 4
~

23 3
=

2

=

5]

= o

g2 2
= ]

1 - 1

13/09/07 Jan/08 Juli08 - 12/09/08 13/09/08 Nov/08 Mai/09 12/09/09
Data Data

Figura 6.11 Frequéncias utilizadas no LVQ.
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Foram utilizados 4 padrdes de frequéncias obtidas dos modelos danificados (1 de
cada cenario - Figura 6.12), bem como 2 padrdes de frequéncias assumidas como
intactas (referentes as informagGes colhidas nos primeiro ano de monitoramento e no
segundo — sem modificacdo), de modo que cada um é composto por 12 frequéncias (em
cada aquisi¢cdo) que podem apresentar alteracdo ou ndo em funcéo da presenca, posicao

e intensidade do dano.

Figura 6.12 Cenarios danificados do modelo da ponte.

Como as variacdes entre esses padrées sdo muito pequenas e, a fim de definir a
melhor maneira de treinar a RNA, o historico das frequéncias de cada cenario
danificado e da estrutura intacta foram analisadas e estdo apresentadas na Figura 6.13. O
padrao “fIntacta” refere-se as frequéncias obtidas nos meses de janeiro e julho do
primeiro ano de monitoramento e, portanto, intactas (2880 aquisi¢des). J& os padrbes
“tD1”, “tD2”, “fD3” e “fD4” sdo as frequéncias obtidas nos meses de novembro e maio
do segundo ano de monitoramento e, portanto, multiplicadas pelos coeficientes de dano

de cada um dos cenarios ja apresentados.

Nota-se que os valores sdo muito proximos, no entanto, em alguns casos essas
diferencas s&o ligeiramente mais acentuadas. E o que acontece nos graficos referentes as
frequéncias dos modos vertical do tabuleiro 2, 3, 5 e da frequéncia referente ao modo

vertical do arco.

151



0.835

Frequéncia (Hz) Frequéncia (Hz)

Frequéncia (Hz)

0831

0.8257,

o
B

o
o
2
o

0.81

2.26

224f

r
B

I
r

2.18

Frequéncia Vertical 1 - Tabuleiro

500 1000
Aquisicéo de dados
Frequéncia Vertical 4 - Tabuleiro

500 1000 1500 2000 2500
Aquisicdo de dados
Frequéncia de Torsao 1 - Tabuleiro

500 1000 1500 2000 2500

Aquisicédo de dados

Frequéncia Vertical 2 - Tabuleiro

1.155 T
N
T
3
Q
[ =
L]
3
oo
£
[T

1135 . . . . .

0 500 1000 1500 2000 2500
Aquisicéo de dados
508 Frequéncia Vertical 5 - Tabuleiro

5

Frequéncia (Hz)
{95 )
g

3.02
3 . . . . .
0 500 1000 1500 2000 2500
Aquisicéo de dados
. Frequéncia de Torsao 2 - Tabuleiro
T a7 .
] i I "
S 476 MW@WWH
L]
3
o
8 a7ar 1
[T
3.72 : : : : :
o 500 1000 1500 2000 2500
Aquisicéo de dados
| fintacta D1 D2 D3 4]

1.425

Frequéncia (Hz)

1.42

1.415

141

1.405

Frequéncia (Hz)

Frequéncia (Hz)

4.5

4.45

b
B

B
Lo
la

Lo
[ %]

8

@

w2
o
2%

L
5

5

Figura 6.13 Sobreposicdo das frequéncias utilizadas no estudo.
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Observa-se, ainda, que os padrdes referentes aos modelos com danos D1(fD1) e
D2(fD2) apresentam variagdes semelhantes, comportamento este que se repete ao serem
observados os padrées D3(fD3), D4(fD4), sobretudo no grafico referente as frequéncias
verticais do arco, fatos explicados, provavelmente, pelas posicGes e intensidades dos
danos.

Considerando que a rede apresenta um funcionamento mais adequado quando o
seu treinamento é realizado com um maior nimero de padrdes, concluiu-se que a rede
deveria ser treinada com frequéncias de 3 padrdes diferentes. Deste modo, estabeleceu-
se 0 treinamento tendo como entradas um padrdo intacto, um padrdo referente aos
cenarios danificados D1 ou D2, somado ao terceiro padrdo, referente aos modelos
danificados D3 ou DA4.

6.2.1.2 Redes e resultados - LVQ

Foram realizados dois tipos de andlises, sendo a primeira relativa ao uso dos
padrdes de treinamento indicados (frequéncias do primeiro ano de monitoramento,
assumidas como intactas + frequéncias de dois padrdes danificados) e, na fase de teste,
foram fornecidas como entradas as frequéncias obtidas no segundo ano de
monitoramento da estrutura, sem considerar nenhum tipo de modificacdo causada por

dano.

O segundo tipo de analise foi realizado utilizando no treinamento o ja mencionado
conjunto de padrdes, e os testes foram realizados com as informacdes dos outros
modelos danificados, excluindo os utilizados no treinamento. Assim, o diagndstico a
respeito da salde da estrutura € construido sob o prisma das duas andlises, conforme

apresentado na Tabela 6.4
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Tabela 6.4 Anélises feitas com LVQ.

Andlise Rede Treinamento Teste
Frequéncias 1° ano (Intacta)
1 Frequéncias D1 Frequéncias 2° ano (Intacta)
Frequéncias D3
Frequéncias 1° ano (Intacta)
2 Frequéncias D1 Frequéncias 2° ano (Intacta)
1 Frequéncias D4
Frequéncias 1° ano (Intacta)
3 Frequéncias D2 Frequéncias 2° ano (Intacta)
Frequéncias D3
Frequéncias 1° ano (Intacta)
4 Frequéncias D2 Frequéncias 2° ano (Intacta)
Frequéncias D4
Frequéncias 1° ano (Intacta .
q o ( ) 1 - Frequéncias D2
1 Frequéncias D1 o
A 2 - Frequéncias D4
Frequéncias D3
Frequéncias 1° ano (Intacta .
quA I ( ) 1 - Frequéncias D2
2 Frequéncias D1 o
. 2 - Frequéncias D3
2 Frequéncias D4
Frequéncias 1° ano (Intacta -
q o ( ) 1 - Frequéncias D1
3 Frequéncias D2 o
A 2 - Frequéncias D4
Frequéncias D3
Frequéncias 1° ano (Intacta) .
4 Frequéncias D2 1 - Frequéncias D2

Frequéncias D4

2 - Frequéncias D3

Por se tratar de uma rede com aprendizado supervisionado, a saida da rede foi

estruturada como matriz de duas linhas, contendo algarismos 1 e 0, representando 0s

padroes de “frequéncias danificada” e “frequéncias intactas”, respectivamente. A Figura

6.14 mostra a arquitetura da rede LVVQ que foi utilizada no estudo.

Entradasﬂ . Camada competitiva Camada linear 2 classes de
(12 - 122 frequéncia) saida
- Y4 N N7 N
L
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2
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4 cW | —
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*| Xx1 '.-“d"’_‘“’ ¢ v ] 7 " 1S mntacta
° n= -||w-X]|
n
"
L L J
X _J \ AN v
cw Iw
Pesos da camada Pesos da camada
competitiva linear

Figura 6.14 Arquitetura da rede LVQ.
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Assim, 0 esquema das andlises feitas com a rede LVQ esté apresentado na Figura 6.15.

Treinamento Teste

Analise 1

|f 27 ano (intacta)

oW

|
1
1
f 1° ano _ ._ - |
¥ Cendrio n Xx1’ naist vl o N7 4 [ Analise 2
o ot |
| ari . =l ! Teste 1
{—f Cenario m o= {w-X]| |  Jeste 1
| Teste 2
X = - n=1,2 E f Cenarion
m=3.,4 E

Figura 6.15 (a) Analises realizadas LVQ.

O periodo escolhido para as analises seguiu 0s critérios apresentados na Figura
6.10, isto &, nos periodos de 24h, 1 semana e 1 més. No entanto, aqui estdo apresentados
apenas os resultados obtidos nas analises de 30 dias de monitoramento, estando as

demais analises no apéndice B.

6.2.1.2.1 Analise 1: Teste do LVQ apenas com dados da ponte

Nesta primeira analise, para treinar as redes foram utilizadas as 12 primeiras
frequéncias estimadas durante o primeiro ano de monitoramento da referida estrutura,
bem como as frequéncias da ponte modificadas artificialmente pelas presencas dos
danos D1, D2, D3 e D4. Ja aos testes foram fornecidas as frequéncias do segundo ano
de monitoramento da ponte, sem considerar modificacdes causadas por danos artificiais,

portanto consideradas como intactas.

As redes foram construidas com 5, 10 e 15 neurbnios (embora sO estejam
apresentados aqui os resultados das RNAs formadas por 15 unidades artificiais, estando
as demais no apéndice B) e tiveram seus processamentos realizados em uma média de

100 iteracdes e erros na ordem de 1072,

Como mencionado, o LVQ classifica em grupos os dados fornecidos como

entrada. Neste caso, como ele foi treinado para classificar os padrdes em duas classes,
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danificada e intacta, os graficos que seguem exibem os resultados obtidos, de modo que
os acertos se referem ao nimero de amostras (conjunto de frequéncias obtidas no

segundo ano de monitoramento) classificadas como intactas.

100 Acerto analises 1

90 - N

(1)
ol 70,03%

Acertos (%)
3
T

40+

Teste: Teste: Teste: Teste:
VIl Intacto (segundo a Intacto (segundo a Intacto (segundo a Intacto (segundo a

20 -

Treinamento: Treinamento: Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano) Intacto (primeiro ano) Intacto (primeiro ano)
D1/D3 D1/D4 D2 /D3 D2 /D4

Figura 6.16 Resultados obtidos na analise 1 - LVQ.

E possivel observar que em todas as analises o LVQ apresentou um bom indice de
acertos, uma vez que em todos os testes foram obtidos acertos acima de 70% quando as
frequéncias de testes eram intactas, isto é, sem alteracbes que permitissem indicar a

existéncia de danos estruturais na ponte.

6.2.1.2.2 Analise 2: Teste do LVQ com dados da ponte e dos modelos danificados

Para avaliar a sensibilidade do LVQ aos diferentes cenarios danificados, a
segunda andlise foi dividida em 2 grupos, de modo que a cada dois padrdes de modelos
danificados utilizados no treinamento, as redes foram testadas com as frequéncias dos
outros dois cenarios danificados. Todas as redes tiveram 15 neurdnios e foram

processadas com uma média de 150 iteracGes, obtendo erros na ordem de 1072,

Deste modo, as configuracbes das redes estdo organizadas da seguinte forma

(também apresentadas na Tabela 6.4):

1)  Treinamento: Intacto 1°ano + D1 + D3
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Teste 1: D2. Teste 2: D4
2) Treinamento: Intacto 1°ano + D1 + D4
Teste 1: D2. Teste 2: D3
3) Treinamento: Intacto 1° ano + D2 + D3
Teste 1: D1. Teste 2: D4
4)  Treinamento: Intacto 1°ano + D2 + D4
Teste 1: D1. Teste 2: D3

Os resultados da primeira rede podem ser vistos nos graficos da Figura 6.17. E
possivel observar que, ao ser treinada com padrfes das frequéncias intactas (do primeiro
ano) e dos modelos com danos D1 e D3, a rede conseguiu classificar corretamente os
testes realizados com frequéncias dos modelos contendo os danos D2 e D4, obtendo
acertos de 79,81% e 99,65%, respectivamente.

110 Acertos da anilise 2 - rede (1)

0,
100 99,65 %

79,81 %

Acertos (%)

0 Treinamento: Treinamento:
Intacto (primeiro ano); Intacto (primeiro ano);
D1/D3 D1/D3

Figura 6.17 Resultados obtidos na andlise 2 (1) - LVQ.

No caso da rede 2 (Figura 6.18) o comportamento do algoritmo também se
mostrou satisfatorio, uma vez que os resultados apontaram para acertos de 71,89% no
teste com D3, isto é, a rede treinada com frequéncias estimadas no primeiro ano de

monitoramento (intactas) em conjunto com as dos modelos com danos D1 e D4
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conseguiram diferenciar as frequéncias do cendrio que continha o dano 3 (D3) das

frequéncias estimadas no segundo do monitoramento continuo da ponte.

No caso do segundo teste, ou seja, avaliacdo do desempenho do LVQ quando
submetido ao teste com frequéncias do modelo com danos referentes ao D2, o algoritmo

também funcionou adequadamente, com um rendimento de 75% de acertos.

Acertos da anilise 2 (2)

100

90

80

0,
71,89% 74,47%

Acertos (%)

Teste D2 Teste D3

% Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano)
D1/D4 D1/D4

Figura 6.18 Resultados obtidos na anélise 2 (2) - LVQ.

A rede 3, configurada para ser treinada com as frequéncias alteradas pelos danos
D2 e D3, além das frequéncias obtidas no primeiro de monitoramento da ponte
(intactas), também se mostrou eficiente. No teste 1, cujas informacg6es fornecidas como
inputs do teste da RNA corresponderam as frequéncias relativas ao modelo danificado
pela reducdo de inércia D4, o LVQ apresentou uma performance dentro do desejado,
com um nivel de 99% de acertos (Figura 6.19). Em outras palavras, ao serem fornecidas
as frequéncias danificadas com o modelo D4, quase todos os conjuntos das 12

frequéncias foram classificados no grupo das frequéncias danificadas.

Observa-se que ao ser fornecido o padrdao D4 os resultados foram iguais e acima
de 90%. Tal fato pode ser explicado pois o dano se localiza no arco, resultando,
principalmente, na alteracdo das frequéncias vertical 5 (do tabuleiro) e na vertical do

arco (Tabela 6.3) e, portanto, diferenciando bastante dos demais padroes.
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O mesmo comportamento foi observado no teste 2 (teste com as frequéncias do
modelo danificado D1), no entanto o nivel de acerto foi um pouco mais baixo, com um

nivel de acertos de 80%.

A Ultima rede, treinada com as frequéncias referentes aos modelos com danos D2
e D4 além das intactas, também seguiu 0 desempenho observado nas primeiras rodadas
j& mostradas, isto é, nos dois testes conseguiu classificar corretamente 77,35% das
frequéncias do modelo danificado com D1 (primeiro teste), e 74,05% com o modelo
danificado com D3 (Figura 6.20).

110 Acertos da analise 2 (3)

0,
100 99,65 %

Acertos (%)

Teste: D4 Teste: D1

0 Treinamento: Treinamento:
Intacto (primeiro ano); Intacto (primeiro ano);
D2/D3 D2/D3

Figura 6.19 Resultados obtidos na anélise 2 (3) - LVQ.

Acertos da analise 2 (4)
100

90

80 71,35 %

74,05 %

70

60

50

Acertos (%o)

40 Teste: D1 Teste: D3
30
20

10

0 > n
Treinamento: Treinamento:

Intacto (primeiro ano); Intacto (primeiro ano);
D2 /D4 D2/D4

Figura 6.20 Resultados obtidos na anélise 2 (4) - LVQ.
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Como o objetivo da aplicacdo € indicar uma metodologia baseada no uso de RNA
para detectar danos estruturais e, como este tipo de rede foi analisada sob diferentes
aspectos, pode-se dizer que a configuragédo utilizada (trés padrdes de entrada, sendo um
intacto e outros dois danificados - desde que sejam diferentes) se mostrou adequada.
Além disso, esses resultados foram obtidos utilizando mais de 15 células artificiais.

Com relacdo ao numero de amostras (tempo de monitoramento), sugere-se a
utilizagdo de um més como referéncia, uma vez que os resultados obtidos foram mais

confiaveis, no sentido da repeticdo dos bons desempenhos das RNAs.

6.2.1.3 Conclusdes parciais das redes LVQ aplicadas a ponte estudada.

Com base nos resultados apresentados, de uma maneira geral, observa-se um bom
desempenho do algoritmo, mesmo com as minimas variagdes das frequéncias

apresentadas na pesquisa.

Neste contexto, seguem algumas consideracdes a respeito do funcionamento da

técnica:

1) As frequéncias apresentaram variagdes muito pequenas em presenca dos
diferentes danos estruturais quando comparadas com as intactas e entre si (em funcéo do
posicionamento dos danos). E possivel verificar no grafico das sobreposicdes (Figura
6.13) que sdo poucas as frequéncias que apresentam uma diferenca mais acentuada.
Deste modo, fica claro que o desempenho da rede é sempre melhor quando se tem um
maior numero de variaveis no padréo. Neste caso, se so tivesse sido possivel utilizar as
4 primeiras frequéncias, provavelmente, o LVQ ndo teria sido capaz de apontar
variacOes significativas a ponto de classificar o conjunto de dados de testes em intactas
ou danificadas, ja que 0 Afreq € quase 0% (Tabela 6.3).

2) Chama-se a atencdo para a necessidade de se treinar a rede com 0s mais
diversos padrGes de dados existentes das estruturas. Neste trabalho, os padrdes
danificados (cenarios) foram assumidos por reducdes inerciais em locais estratégicos,
isto é, os danos foram simulados em regiGes da ponte que apresentam diferentes
comportamentos (tabuleiro e arco). Deste modo fica claro que a rede conseguiu
estabelecer boa relacdo entre inputs e outputs (frequéncias e classes intacta e danificada)

de uma maior varredura dos casos que poderdo vir a acontecer. Assim, pode-se observar
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que, para este caso, 0s padrbes danificados foram suficientes para representar o
problema. Como a estrutura da ponte é simétrica, sabe-se que, no caso de um dano
ocorrendo no outro lado da ponte, as frequéncias se comportam de maneira similar.

3) Com a proximidade entre os valores dos padrdes de frequéncias (frequéncias
de cada um dos cenérios), neste caso, 0 niUmero de iteracbes no processamento fez uma
significativa diferenca nos niveis de acertos, de modo que o desempenho apresentou
melhores resultados com uma média de 50 passos.

4) A falta de dados contendo alteracfes nas frequéncias causadas por anomalias
substanciais na ponte ndo foi classificada como um fator negativo para avaliar o
desempenho da técnica, pois, no trabalho, mesmo que ligeiramente alterados
artificialmente, os testes foram realizados com os dados do monitoramento do segundo
ano. Vale salientar que estas alteragdes foram provocadas por danos muito pequenos, a
fim de ndo comprometer o funcionamento da estrutura.

Por fim, observa-se um adequado desempenho da técnica, o que pode indica-la
como uma possivel ferramenta para complementar sistemas de monitoramento
estrutural, sobretudo quando este fornecer um grande volume de dados que necessite de

uma interpretacdo mais rapida com vistas a deteccéo de danos estruturais.

6.2.2 Redes Self Organizing Maps - SOM

A deteccao de danos utilizando a rede SOM também foi realizada no ambiente do
Neural Network Toolbox (Nntool) e com os mesmos meses de referéncia das analises
anteriores. No entanto, devido ao tipo de aprendizagem do algoritmo néao
supervisionado (ndo necessita de dados de saida no treinamento), os dados de cada fase

da RNA (treinamento e teste) tiveram uma aplicacdo diferenciada.

6.2.2.1 Dados de entrada - SOM

O processamento é iniciado com a indicacdo dos dados a serem utilizados em
cada etapa (padrdes de entrada), isto é, no treinamento e teste da rede. Esses padrdes
devem seguir uma organizacdo, de modo que todas as amostras tenham as mesmas

quantidades de variaveis.
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Neste trabalho, as amostras correspondem as aquisicbes e, as variaveis

correspondem as 12 frequéncias identificadas, conforme a Figura 6.21.

Var1l Var 2 Varn
S1 Freq1 Freq 2 Freq 12
S2
Sm

Figura 6.21 Organizagéo dos dados.

Nestas analises, foi assumido que a partir de marco de 2009 (linha tracejada em
verde da Figura 6.22) a ponte passou a ter as frequéncias alteradas pelos danos
artificiais e, portanto, a partir desta data as frequéncias obtidas por meio do
monitoramento continuo foram multiplicadas pelo coeficiente de dano (Equacdo 6.1,
Tabela 6.3) passando a ser consideradas como informag6es obtidas da ponte danificada.

Assim, a fim de detectar alteracGes nas frequéncias da ponte que possam indicar a
presenca de danos, para o treinamento do SOM foram utilizadas sempre as frequéncias
intactas obtidas no primeiro ano de treinamento (linhas em vermelho da Figura 6.22) e,
para o teste, foram utilizadas as frequéncias do segundo ano de monitoramento com e

sem alteracdo artificial de dano (linhas azuis da Figura 6.22).
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Figura 6.22 Frequéncias utilizadas no SOM.
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6.2.2.2 Redes e resultados - SOM

Foram realizados dois tipos de analises, sendo a primeira relativa ao uso das
frequéncias da ponte, tanto na fase do treinamento (frequéncias do primeiro ano) como

na fase de teste (frequéncias do segundo ano sem modificagéo).

Como ndo ha evidéncias de anomalias estruturais na ponte e, para avaliar o
funcionamento do algoritmo, o segundo tipo de analise foi realizado utilizando dados da
ponte para o treinamento (frequéncias dos meses de janeiro e julho do primeiro ano —
linhas vermelhas da Figura 6.22), e, para o teste, foram fornecidas as frequéncias dos
meses de novembro e maio do segundo ano de monitoramento (entre as linhas azuis da
Figura 6.22).

Nesta consideracdo, para avaliar a capacidade de detectar mais de uma classe de
informacdes (intacta e danificada), as frequéncias de novembro foram fornecidas sem
modificacdo e as de maio foram numericamente danificadas, isto €, com a consideragao
de danos (Figura 6.22).

O esquema das analises realizadas com este tipo de rede esta mostrado na
Figura 6.23.

Frequéncias do 1° ano de I
monitoramento
1222 37 [42[52 [6* [72[82 [9° [ 107 [11°] 122

? é Treinamento:
i — 1. 24h;
2.1 semana;

/ i X 3.1 més
[

Frequéncias do 2° ano de monitoramento -
Sem e com modificagdes (danificadas) -

Frequéncias do 2° ano de
monitoramento - Sem modificagdes
(intactas)
1*[2 ]3[4 ]5*[6*[72[8* [0 [10°[ 12 12° 1*[2[3* 4 [5*[¢*[7° s [or 10 112120

Teste:

— 1. 24h;
2. 1 semana;
3.1 més

......

Figura 6.23 Analises realizadas com as redes SOM.
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Além das duas analises, o desempenho do SOM foi verificado com diferentes
quantidades de dados, isto é, com as frequéncias colhidas durante 1 dia, uma semana e

um més de monitoramento.
As redes foram construidas segundo os seguintes critérios:
- Topologia: Hexagonal;
- Fungdo de vizinhanca: “linkdist”;
- Mapa bidimensional com 100 neurdnios.

Os resultados estdo a seguir, divididos nos dois grupos de analises indicados. E
importante ressaltar que foram feitos, ao menos 3 retreinamentos, a fim de verificar a
convergéncia dos resultados obtidos. Além disso, os resultados apresentados aqui
referem-se as analises baseadas em 1 més de monitoramento, estando as demais (24h e

1 semana) no apéndice B.1.

6.2.2.2.1 Analise 1: Treinamento e teste do SOM com dados do primeiro e
segundo ano de monitoramento (sem consideracdo de dano),
respectivamente

Nesta primeira analise foram utilizados apenas dados da ponte, de modo que para
treinar e testar o SOM, foram selecionadas as 12 primeiras frequéncias dos meses de
janeiro e julho do primeiro e do segundo ano de monitoramento sem modificacdo,

respectivamente.

1. 1 més de monitoramento

Por se tratar da deteccdo de danos baseada nas frequéncias obtidas durante 1 més
de monitoramento, o banco de dados fornecido tanto no treinamento quanto no teste foi
formado por cerca de 2880 amostras, sendo cada um uma obtida a cada 30 minutos. O
processamento foi realizado com 100 neur6nios, 10 em cada eixo, gerando 0 mapa

bidimensional da Figura 6.24, em um total de 41 iteracdes.

Sabendo que este tipo de rede reconhece padrdes e tende a agrupa-los em funcédo
da proximidade das suas caracteristicas estatisticas, na Figura 6.24, na qual estdo

representados os clusters, isto €, o agrupamento dos dados, é possivel observar que ha
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um espalhamento dos clusters, ndo sendo possivel identificar mais de uma classe de

informacoes.

Ao ser executado o teste do SOM, no qual estdo contidas as 12 primeiras
frequéncias da ponte, obtidas nos meses de novembro (2008) e maio de 2009 (segundo
ano de monitoramento sem modificacdo), o comportamento foi semelhante ao do
treinamento, como ja se esperava, uma vez que os padrdes de entrada s6 continham uma

classe de dados.
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Flgura 6.24 (a) Treinamento do SOM (b) Teste do SOM — analise 1 — 1 més.

E possivel observar na Figura 6.24(b) a presenca de um nécleo principal de dados,
indicando, portanto, que as frequéncias do segundo ano, apresentadas como padrdes
para o teste ndo apresentavam alteracGes significativas, capazes de indicar a presenca de

danos estruturais.

6.2.2.2.2 Analise 2: Treinamento do SOM com dados do primeiro ano de
monitoramento da ponte e teste com dados do segundo ano de modelos
danificados

A segunda fase de analises foi dividida em 4 etapas, cada uma correspondendo a
consideracdo de um dos cendrios danificados do modelo numérico da ponte, mostrado
na Figura 6.23.

Nestes casos, as redes SOMs tiveram a mesma base de dados para o treinamento,
as frequéncias identificadas nos meses janeiro e julho do primeiro ano de
monitoramento da ponte e, para analisar o funcionamento da rede, aos testes foram

fornecidos padrdes de frequéncias da ponte (nov. de 2008 — frequéncias sem
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modificagdo), juntamente com as frequéncias associadas aos modelos danificados
(maio de 2009 - padrdes com modificacéo)

Para a obtengéo das frequéncias dos modelos danificados foi usada a Tabela 6.3
de modo que pdde-se obter um banco de dados semelhante ao da ponte e, assim, realizar
a andlise com vistas ao funcionamento do SOM. Os resultados das verificacdes
referentes a um més de monitoramento estdo a seguir e, como mencionado, as redes
processadas com as frequéncias obtidas durante 24 h e 1 semana encontram-se no
apéndice B.1.

1. 1 més de monitoramento

Cenario 1:

Com o0 mesmo numero de padrdes de entrada comentado na analise 1, para o
treinamento do SOM da analise 2, referente ao cenério danificado D1, também foram
utilizados 100 neur6nios, em um total de 110 iteracdes.

A partir da Figura 6.25 € possivel observar que ndo ha divisao de classes, uma vez
que os padrdes de entrada fornecidos para o treinamento corresponderam as frequéncias
identificadas nos meses janeiro e julho do primeiro ano de monitoramento da ponte e,
portanto, pertencentes a uma Unica classe (frequéncias intactas).

Ja no teste da rede, isto €, na fase a qual foram fornecidas as frequéncias naturais
baseadas no modelo numerico com dano 1 (D1) em conjunto com os dados do segundo
ano da ponte (sem modificacdes), pode-se visualizar a existéncia de dois nucleos

principais de clusters, indicando, portanto, haver mais de uma classe de dados.
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Figura 6.25 (@) Treinamento do SOM. (b) Teste do SOM — analise 2 (cenario 1) — 1 més.
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Esta observacdo é pertinente, pois como nos padrdes fornecidos para os testes
haviam frequéncias da ponte, bem como frequéncias associadas ao modelo danificado, o
algoritmo foi capaz de detectar diferentes classes de frequéncias.

Cenario 2

Semelhante ao caso do cenério 1, o treinamento do caso dois (cenario D2) foi
realizado com o mesmo banco de dados e a mesma quantidade de neurdnios, no entanto,
com 96 iteracOes para obter o resultado a seguir. O treinamento apresentou um
comportamento semelhante ao dos casos anteriores (Figura 6.26), indicando apenas uma
Unica classe de dados; ja no teste é possivel observar a presenca de mais de uma classe
de dados, fato este esperado (Figura 6.26 (b)).
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Cenario 3

Seguindo o0 mesmo procedimento dos casos anteriores, para o0 cenario, 0s dados
usados no treinamento foram 0os mesmos ja mencionados. No entanto, para o teste do
SOM foram utilizadas as frequéncias referentes ao modelo numérico com o dano 3
(D3). O SOM foi formado por 100 neurénios e seu processamento foi realizado em 125
épocas.

Os mapas do treinamento (Figura 6.27) revelam apenas uma classe de dados, fato
este ndo observado na fase de teste do SOM. A partir da Figura 6.27 é possivel observar

dois nucleos principais de dados localizados em regifes préximas, no entanto,
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considerando a quantidade de clusters, pode-se indicar a presenca de, pelo menos, duas
classes de dados.
Diferentemente dos casos anteriores, no teste deste caso, o0s clusters se

concentraram em regides mais proximas, porém mais pontualmente.
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Figura 6.27 (a) Treinamento do SOM. (b) Teste do SOM — anlise 2 (cenario 3) — 1 més.

Cenario 4

Neste ultimo cenario seguiu-se 0s mesmos procedimentos ja indicados, tanto para
o0 treinamento como para o teste. Com 100 neur6nios formando o mapa bidimensional, o
treinamento contou com 57 iteracGes, revelando apenas uma classe de dado, uma vez
que nao foi possivel visualizar diferentes nucleos. (Figura 6.28).

Ja na fase do teste do SOM, na qual foram fornecidos como dados de entrada as
frequéncias obtidas do modelo numérico danificado com o dano 4 (D4) e da estrutura
real, especificamente os dados do més de novembro de 2008, foi possivel visualizar
uma certa separacdo dos clusters, indicando, portanto, a presenca de duas classes de
dados (Figura 6.28).

E importante ressaltar que, no caso do cenério 4, algumas vezes a separacio nio
foi tdo clara, necessitando de um novo treinamento para o bom funcionamento do SOM,

uma vez que o processo € aleatdrio.
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Figura 6.28 (a) Treinamento do SOM. (b) Teste do SOM — analise 2 (cenario 4) — 1 més.

6.2.2.3 Conclusbes parciais das redes SOM aplicadas a ponte estudada.

Em uma primeira analise na qual treinou-se e testou-se o0 SOM com dados dos
primeiro e segundo ano, respectivamente, foi possivel visualizar apenas uma classe de
dados, ou seja, a partir do mapa do SOM, pode-se indicar que as frequéncias do
segundo ano da ponte estdo em conformidade com as do primeiro ano, ndo havendo

alteracdes que possam indicar a presenca de danos estruturais.

No grupo da segunda analise estdo concentrados os processamentos realizados
com dados de modelos numericos e do segundo ano de monitoramento da ponte. Em
todos 0s casos, durante a fase de treinamento, ndo foi observada uma separacao entre 0s
padrdes de entrada, ao contrario do que aconteceu nos testes do SOM. Nos quatro
exemplos mostrados, é possivel visualizar, nos mapas das figuras, que o SOM foi capaz
de detectar alteracbes entre as frequéncias dos modelos danificados e da estrutura,

separando em diferentes classes tais informacdes.

Uma outra observacdo feita se da no caso da obtencdo de bons resultados por
parte das RNAs, sobretudo quando o tempo de monitoramento foi pequeno, resultando
em poucas amostras fornecidas como padrdo de treinamento. Ainda que seja uma
analise mais qualitativa do que quantitativa, a técnica respondeu bem ao proposto, se

enquadrando, segundo Rytter (1993) no nivel 1 dos métodos de detec¢do de danos.

Com relacdo aos parametros da rede, especificamente com relacdo ndmero de

neurdnios envolvidos no processamento, apesar de ndo terem sido apresentados 0s
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resultados, foram feitas avaliages com nimeros reduzidos de células artificias e 0s

resultados foram, algumas vezes, insatisfatorios.

Assim, destaca-se a importancia do monitoramento continuo da salde das
estruturas, uma vez que a detec¢do prévia de anomalias, além de evitar acidentes, pode

representar a reducao de custos com reparos.
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7. CONCLUSOES

Neste trabalho buscou-se desenvolver uma metodologia baseada em Redes
Neurais Artificiais (RNASs) para detectar e/ou localizar danos estruturais. Para isso,
como forma de avaliar a técnica como parte integrante de um sistema de monitoramento
estrutural, as RNAs foram aplicadas em dois tipos de estruturas, uma viga construida

em laboratorio e uma ponte em uso.

Conforme metodologia apresentada, foram estudados trés tipos de redes, a
Backpropagation (MLP), a Self Organizing Maps (SOM) e a Learning Vector
Quantization (LVQ), cada uma aplicada sob diferentes condicGes, desde os parametros
especificos para cada tipo de arquitetura, até o tipo de dado utilizado como inputs.

Neste sentido, este capitulo descreve as principais conclusdes retiradas em cada

andlise do trabalho, bem como as sugestdes para futuros trabalho.

7.1 Analises na Viga

A aplicacdo das RNAs na viga estudada foi realizada com o objetivo de indicar
parametros e caracteristicas dindmicas mais influentes no contexto da localizacdo de
danos em modelos construidos em laboratorio. Deste modo, como foi possivel obter
dados variados, bem como construir diferentes modelos numéricos, foram estudadas as
RNAs de aprendizado supervisionado Backpropagation e LVQ. Assim, foram

verificados 0s seguintes aspectos:

o Tipo de dado analisado:

Foram testados trés grupos de dados, dentre os quais, 0os melhores desempenhos
das ferramentas ocorreram com 0s modos de vibracdo (na rede Backpropagation) ou
pela associacdo da frequéncia com o respectivo modo de vibracdo (na rede LVQ),
seguindo indicacGes da literatura, especificamente ao fato de que quanto maior o
universo de informacdes nos padrdes de entrada, mais o algoritmo estabelece relacdes
validas entre as informacdes fornecidas e as processadas.

Contudo, foi observado que a rede Backpropagation pode apresentar dificuldades

em localizar a posic¢do exata do dano quando se trata de um modo superior, uma vez que
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frequéncias e modos mais elevados podem apresentar divergéncias entre modelos
experimental e numerico.

Além disso, observou-se ainda que, devido a simetria do modo, a RNA pode
apresentar variagcdes na localizacdo do elemento danificado. Para contornar tal fator,
sugere-se que, ao ser usado o modo de vibracdo como padréo de entrada, seja utilizada
apenas a metade das coordenadas que dao a forma ao modo de vibrar.

No caso das redes LVQ formadas com os modos de vibracdo, foi verificado que,
diferentemente das RNAs Backpropagation, devido ao padrdo binario das saidas do
treinamento deste tipo de rede, foi excluido o fator duvidoso devido a simetria do modo,
uma vez que a rede da como resposta 0 n6 e ndo a coordenada do elemento danificado.

Outra observacdo, também pontuada por Yeung e Smith (2005), se da na
localizagdo de elementos cujo nodo do modo de vibracdo passa por ele. Tal fato se da
pois, uma vez que o nodo ndo se desloca, o algoritmo pode associar com uma
perturbacdo causada pela presenca de danos.

Com relacdo as redes tendo como dados de entrada as frequéncias de vibracgéo, foi
observado que o comportamento foi satisfatério apenas com a rede LVVQ. Deste modo, a
sugestdo € realizar mais testes com a rede Backpropagation utilizando um maior
namero de variaveis por padrdo, isto €, utilizar, a0 menos, mais de cinco frequéncias em

cada amostra

o Parametros da rede (nimero de neurdnios e fungdes de ativacdo):

Com relacdo ao numero de neurdnios, foram seguidos alguns critérios de escolha
ja apresentados pela comunidade cientifica, no entanto, na maioria dos casos, foi por
tentativa e erro. De fato, o numero de neurbnios tem grande influéncia no
processamento da rede, uma vez que quanto maior o numero, melhor foi o desempenho.
No entanto, como esperado, em alguns casos, 0o aumento exagerado de neur6nios
acarretou na divergéncia dos resultados.

Deste modo, indica-se que esta lacuna (0 melhor nimero de neurdnios a ser
utilizado) deve ser respondida por tentativa e erro. Contudo, como uma estimativa
inicial, sugerem-se as funcdes seguintes, a depender do tipo de dado considerado como
padrdo de entrada, do namero de padrdes e das variaveis envolvidas no treinamento das
RNAs.
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*Modo de vibragéo:

Nvar,pe + Natr

Nyei = 2

*Frequéncias naturais de vibragao:

_ L2xNuarpe + 12Narr o

nci — 2

Onde,

N,c; = Numero de neurdnios na camada intermediaria;
Nyarpa = NUmero de variaveis em um padrao de entrada;

N, = Numero de amostras disponiveis para o treinamento.

Com relacdo as funcGes de ativacdo da rede Backpropagation, como esperado, a
fungdo Tansig apresentou os melhores resultados. No entanto, 0 comportamento da
funcéo linear Purelin causou um certo destaque quando utilizada com as redes formadas
pelas frequéncias de vibracéo.

Este grupo de redes (formado pelas frequéncias), de maneira geral, ndo apresentou
resultado satisfatorio, porém ao ser formada pela funcéo linear, mostrou-se bastante
eficiente. Além disso, o desempenho do referido grupo de RNAs contrariou um aspecto
que a literatura coloca, no sentido de ter sempre a necessidade de uma fungdo néo linear
no sistema. Como apresentado, em uma das analises foi utilizada a funcéo linear entre
as camadas e o desempenho foi um dos melhores. Diante do exposto, sugere-se que
sejam feitos novos testes em outras estruturas para comprovar tal comportamento.

Com relacdo a funcdo Logsig, observou-se que nas redes cujos dados de entrada
eram o0s primeiros modos de vibracdo, a fungdo se comporta adequadamente. No
entanto, tal desempenho reverte, sobretudo, a partir das redes treinadas com o terceiro
modo de vibracéo.

Assim, supbe-se que a escolha da funcdo adequada para cada rede tenha forte
relacdo com a complexidade do problema para o qual se procura solugdo. Outro fator
que pode explicar o comportamento da Logsig diz respeito aos valores assumidos pelas
varidveis dos padrdes de entrada, ja que as coordenadas dos modos variam entre -1e 1 e

a funcdo Logsig tem dominio compreendido entre 0 e 1.
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No contexto geral das RNAs aplicadas em modelos controlados em laboratério,
pode-se dizer que, baseado nos resultados obtidos, a ferramenta apresenta grande
potencial para ser parte integrante de um sistema de monitoramento estrutural, uma vez
que além de localizar (caso deste trabalho), pode indicar a extensdo dos danos existentes
na estrutura (verificado em outros trabalhos), alcancando, portanto, 3 das 4 categorias
de deteccdo de danos indicadas por Rytter (1993).

Uma outra vantagem esta na velocidade de resposta do sistema. Uma vez que a
RNA esté treinada, isto €, bem adequada a analise que se propde, basta apenas fornecer
as informac@es pertinentes cuja solucdo se deseja encontrar. Em outras palavras, ndo é

necessaria uma nova modelagem, nem tampouco um novo treinamento.

7.2 Analises na Ponte Infante D. Henrique

Diferentemente das analises realizadas na viga, a aplicagdo das RNAs ao caso da
Ponte Infante D. Henrique focou-se na deteccdo de danos. Deste modo, de posse do
vasto banco de dados obtido por Magalhaes (2010), foram analisados dois tipos de rede,

a LVQ e a SOM, ambas tendo as 12 primeiras frequéncias como dados de entrada.

Baseado nos resultados obtidos nas analises feitas com a rede LVQ, observa-se
um bom desempenho do algoritmo, mesmo com as minimas variagfes das frequéncias
existentes entre estrutura e modelos danificados. Contudo, seguem algumas

consideraces a respeito do funcionamento da técnica:

o As frequéncias apresentaram variacdes muito pequenas em presenca
dos diferentes danos estruturais quando comparadas com as intactas e entre si (em
funcdo do posicionamento dos danos). Deste modo, fica claro que o desempenho da
rede é sempre melhor quando se tem um maior nimero de variaveis no padrao. Este fato
foi observado, uma vez que, tomando como exemplo o padrdo D4, se s6 fosse possivel
utilizar as 5 primeiras frequéncias cujas variagdes (Afreq) sao quase 0% (Erro! Fonte
e referéncia ndo encontrada.), o LVQ ndo teria sido capaz de indicar variacdes
significativas, a ponto de classificar o conjunto de dados de testes em intactas ou
danificadas.

o Além de um numero consideravel de variaveis em cada padrdo de

entrada (neste caso 12 primeiras frequéncias), chama-se atencdo para a necessidade de
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se treinar a rede com o0s mais diversos tipos de padrdes de dados existentes das
estruturas, ja que a rede fica apta a classificar qualquer caso de dano;

o Com a proximidade entre os valores dos padrbes, neste caso, O
namero de iteragBes no processamento fez uma significativa diferenca nos niveis de
acertos;

o A falta de dados contendo alteracbes nas frequéncias causadas por
anomalias substanciais na ponte ndo foi classificada como um fator negativo para
avaliar o desempenho da técnica pois, mesmo que ligeiramente alterados artificialmente,
0s testes foram realizados com os dados do monitoramento do segundo ano. Vale
salientar que estas alterages foram oriundas de coeficientes obtidos por meio de danos
muito pequenos, a fim de ndo comprometer o funcionamento da estrutura.

o Por fim, observa-se um adequado desempenho da técnica, o que
permite indica-la como uma possivel ferramenta para complementar sistemas de
monitoramento estrutural, sobretudo quando este fornecer um grande volume de dados
que necessite de uma interpretacdo mais rapida com vistas a deteccdo de danos
estruturais. O nivel de acerto foi sempre superior a 70%, resultados estes encontrados
por Yeung e Smith (2005) em uma analise realizada com dados de modelos construidos

computacionalmente.

Com relacdo a rede SOM, por ser um sistema com aprendizado néo
supervisionado, baseado no agrupamento dos dados por meio das semelhancas
estatisticas, entende-se que no contexto do monitoramento estrutural é importante
realizar dois tipos de analises, uma com informacdes da estrutura saudavel e outra com

dados artificialmente modificados.

Neste sentido, em uma primeira analise na qual treinou-se e testou-se 0 SOM
com dados do primeiro e segundo ano, respectivamente, foi possivel visualizar apenas
uma classe de dados, ou seja, a partir do mapa do SOM, pode-se indicar que as
frequéncias do segundo ano da ponte estdo em conformidade com as do primeiro ano,

ndo havendo alteracdes que possam indicar a presenca de danos estruturais.

Ja no grupo da segunda andlise foram concentrados 0s processamentos realizados
com dados de modelos numéricos, isto &, estruturas artificialmente danificadas. Em
todos os casos, durante a fase de treinamento, ndo foi observado separacdo entre 0s

padrdes de entrada, ao contrario do que aconteceu nos testes. Nos quatro exemplos
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mostrados, é possivel visualizar nos mapas que o SOM foi capaz de detectar alteracdes
entre as frequéncias dos modelos danificados e da estrutura real, separando em
diferentes classes tais informacoes.

Especificamente com relagdo a este tipo de rede, podem-se destacar os seguintes

pontos:

o Do ponto de vista dos parametros da rede, o namero de neurdnios foi
decisivo na andlise. Foram feitos varios testes variando a dimensdo do mapa, no
entanto, s6 foram apresentados os resultados obtidos na grade 10 x10. Foi observado
para um grande volume de dados (muitas amostras), um mapa pequeno (poucos
neurdnios) pode dificultar a separagédo das classes. Deste modo, neste tipo de avaliacdo
indica-se uma analise prévia no sentido de encontrar o nimero mais adequado de
neurénios;

o O tempo de monitoramento (numero de amostras colhidas para o
desempenho da rede) ndo representou resultado negativo, mesmo no caso de um dia de
monitoramento, uma vez que a rede foi capaz de detectar, ao menos, duas classes de
dados em todos os casos. Tal fator pode ser considerado uma grande e positiva
vantagem da ferramenta, considerando que, no caso de grandes estruturas, uma
estimativa rapida de avaliacdo de danos pode representar ndo so reducdo de gastos com

reabilitacdo estrutural, mas também que se evitem acidentes fatais.

Finalmente, com base no exposto, fica claro que para incorporacéo e consolidacéo
das RNAs em um SHM (Structural Health Monitorig) sdo necessarias avaliagdes em
outras estruturas, muito embora nesta avaliacdo de uma ponte em uso, ja tenha

apresentado valiosos resultados.

Ressalta-se, ainda que, de maneira comparativa a outros métodos, as RNAs
permitem uma avaliacdo rapida da integridade de grandes estruturas, mesmo com
“poucas” informagdes, isto €, com dados obtidos em pouco tempo de monitoramento

estrutural.

No contexto geral do trabalho, verifica-se um adequado funcionamento da
metodologia de trabalho apresentada, seja em estruturas controladas em laboratérios,
seja em estruturas que estdo em pleno funcionamento, o que permite concluir a

avaliacdo de danos com o uso de RNAs é uma técnica robusta, com grande potencial
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para ser, efetivamente, utilizada no contexto do monitoramento estrutural das

edificagoes.

Ressalta-se, contudo, que no caso das analises de estruturas usuais, um fator que
deve ser verificado é a necessidade da eliminagdo/mitigacdo de ruido nos dados, uma
vez que, em analises prévias utilizando os dados na forma “bruta” (sem a minimizagéo
dos ruidos e dos efeitos da temperatura), as RNAs ndo conseguiram o desempenho

apresentado neste estudo.

7.3 Sugestdes para trabalhos futuros

Como continuidade do trabalho, sdo necessarios além de estudos semelhantes para
a verificacdo se ha tendéncia de repeticao dos resultados apresentados, algumas anélises

que abordem 0s seguintes aspectos:

o Avaliacdo estatistica dos dados de entrada da rede com vistas a utilizagdo das
funces de ativacao;
o Localizacdo de danos tendo como dados de entrada a metade do modo de

vibracéo, no caso de estruturas controladas em laboratorios;

o Deteccdo de danos em estruturas usuais considerando os efeitos da
temperatura;

o Deteccdo de danos em estruturas usuais com a RNA Backpropagation, etc;

o Deteccdo de danos em estruturas usuais com 0os modos de vibragéo;

o Aplicacdo da metodologia em estruturas usuais ja danificadas.
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APENDICE A - Redes Backpropagation com as frequéncias de vibragio da viga

(RBFV)
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APENDICE A.1 - LVQ com viga intacta

Modo de vibracédo como dado de entrada

Localizagao de elementos danificados em uma viga intacta - Modo 1

40T ‘
2
O |
2.
S |
2
C;20
o |
2
z
P10+
EO L..l-ll.ll.l-ll._l.Llll.l..lL..l.llllll,il
012345678 910111213141516171819202122232425262728293031323534
N6
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No

Al 1Localizacdo de dano em uma viga intacata. (Modo 1 e modo 2 como dados de entrda).

Frequéncia e modos de vibracdo como dado de entrada
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N° de neurbnios

N° de neurdnios

Localizagao de elementos danificados em uma viga intacta - Freq 1 + Modo 1

407
L 20+
10 -
0li.ll.lll.ll.llL‘ll,lll.ll.lll.lli-.---l -----
0123 456 7 8 910111213 14 1516 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31 32 33 34
N6
Localizagéo de elementos danificados em uma viga intacta - Freq 2 + Modo 2
(40T i i
200 |
10 < |
:0,iliLlLL.'LL'.llllll..l.ll'l,lillll,li.:i__l______l
""" 0172345678 910111213141516171819202122232425262728293031323334
N6

Al 2Localizacdo de dano em uma viga intacata. (Modos e frequéncias 1 e 2 como dados de
entrda).
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APENDICE B - Resultado de analises feitas na ponte com o LVQ
LVQ processado com as frequéncias obtidas nos periodos de 24h e 1 semana.

Analise 1 (24h)

1) Treinamento: Intacto 1° ano + D1 + D3
Teste: Intacto 2° ano.

2) Treinamento: Intacto 1° ano + D1 + D4
Teste: Intacto 2° ano

3) Treinamento: Intacto 1° ano + D2 + D3
Teste: Intacto 2° ano

4) Treinamento: Intacto 1° ano + D2 + D4
Teste: Intacto 2° ano

100 Acertos analises 1 (24h)

90 - -

80 - -

Acertos (%)
3
T

KRS Teste: Teste: Teste: Teste: |
Intacta (segundo ano) Intacta (segundo ano) Intacta (segundo ano) Intacta (segundo ano)

Treinamento: Treinamento: Treinamento: Treinamento:

Intacto primeiro ano Intacto primeiro ano Intacto primeiro ano Intacto primeiro ano
DI1/D3 D1/D4 D2/D3 D2/D4

B 1. Resultados obtidos na analise 1 — LVQ (24h).

Analise 2 (24h)

1) Treinamento: Intacto 1° ano + D1 + D3
Teste 1: D2. Teste 2: D4
2) Treinamento: Intacto 1° ano + D1 + D4

Teste 1: D2. Teste 2: D3
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3) Treinamento: Intacto 1°ano + D2 + D3
Teste 1: D1. Teste 2: D4
4) Treinamento: Intacto 1°ano + D2 + D4

Teste 1: D1. Teste 2: D3

Acertos da analise 2 - rede (1) - 1 semana

110

0 Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano)
D1/D3 D1/D3

B 2. Resultados obtidos na analise 2 (1) — LVQ (24h).

110 Acertos da analise 2 - rede (2) - 1 semana

100
90

80 77.33%

0 Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano)
D1/D4 D1/D4

B 3. Resultados obtidos na analise 2 (2) — LVQ (24h).
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Acertos da andlise 2 - rede (3) - 1 semana

110

0 Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano)
D2/D3 D2/D3

B 4. Resultados obtidos na analise 2 (3) — LVQ (24h).

110 Acertos da analise 2 - rede (4) - 1 semana

100
90
82.3%

80
70
60
50
40
30
20

10

Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano)
D2/D4 D2/D4

0 Treinamento:

B 5. Resultados obtidos na analise 2 (4) — LVQ (24h).
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Anélise 1 (1 semana)

1) Treinamento: Intacto 1° ano + D1 + D3
Teste: Intacto 2° ano.

2) Treinamento: Intacto 1° ano + D1 + D4
Teste: Intacto 2° ano

3) Treinamento: Intacto 1° ano + D2 + D3
Teste: Intacto 2° ano

4) Treinamento: Intacto 1°ano + D2 + D4

Teste: Intacto 2° ano

100 Acertos analises 1 (1 semana)

90 - -
80 - 77,21% m

70

Acertos (%)
(&)}
o
T

40 - Teste: Teste: Teste: Teste: =
Intacto (segundo ano) Intacto (segundo ano) it (g (). Intacto (segundo ano)
30 7
20 7
10 B
0 Treinamento: Treinamento: Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano) Intacto (primeiro ano) Intacto (primeiro ano)
D1/D3 D1/D4 D2/D3 D2/D4

B 6. Resultados obtidos na analise 1 — LVQ (1 semana).

Analise 2 (1 semana)

1) Treinamento: Intacto 1° ano + D1 + D3
Teste 1: D2. Teste 2: D4

2) Treinamento: Intacto 1° ano + D1 + D4
Teste 1: D2. Teste 2: D3

3) Treinamento: Intacto 1° ano + D2 + D3

Teste 1: D1. Teste 2: D4
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4) Treinamento: Intacto 1° ano + D2 + D4

Teste 1: D1. Teste 2: D3

110 Acertos da analise 2 - rede (3) - 24h

100 98.3%

90 76.2%

0 Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano)
D2/D3 D2/D3

B 7. Resultados obtidos na analise 2 (3) — LVQ (1 semana).

110 Acertos da analise 2 - rede (4) - 24h

100
93.3%
90

80
71%

0 Treinamento: Treinamento:
Intacto (primeiro ano) Intacto (primeiro ano)
D2/D4 D2/D4

B 8. Resultados obtidos na analise 2 (4) — LVQ (1 semana).
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APENDICE B.1 - Resultado de anélises feitas na ponte com 0 SOM
Rede SOM processado com as frequéncias obtidas nos periodos de 24h e 1 semana.

Anéalise 1:

24h de monitoramento
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B1 1(a)Treinamento do SOM (b) Teste do SOM- analise 1 — 24h.

1 semana de monitoramento
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B1 2(a)Treinamento do SOM (b) Teste do SOM- anélise 1 —1 semana.
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Anélise 2:

24h de monitoramento

Cenério 1
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B13(a) Treinamento do SOM. (b)Teste do SOM —analise 2 (cenario 1) — 24 horas.

Cenario 2
Hits Hits
' o 00000 o
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B1 4(a) Treinamento do SOM. (b)Teste do SOM — analise 2 (cenario 2) — 24 horas.
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Cenario 3
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B15(a) Treinamento do SOM. (b)Teste do SOM —analise 2 (cenario 3) — 24 horas.

Cenario 4
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B16(a) Treinamento do SOM. (b)Teste do SOM — analise 2 (cenario 4) — 24 horas.
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1 semana de monitoramento

Cenério 1
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B17 (a) Treinamento do SOM. (b). Teste do SOM — analise 2 (cenario 1) — 1 semana.
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B1 8 (a) Treinamento do SOM. (b)Teste do SOM — analise 2 (cenério 2) — 1 semana.
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Cenario 3
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B19 (a) Treinamento do SOM. (b)Teste do SOM — analise 2 (cenario 3) — 1 semana.
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B1 10 (a) Treinamento do SOM. (b)Teste do SOM — analise 2 (cenario 4) — 1 semana.
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