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Resumo

É comum em problemas modernos de Inferência Bayesiana se deparar com dados com-

plexos e/ou de alta dimensão, como os que surgem no campo da genética de populações

(Beaumont, Zhang e Balding, 2002), para os quais a função de verossimilhança e as dis-

tribuições marginas são dif́ıceis de serem computadas ou até mesmo intratáveis, gerando,

assim, problemas na obtenção da distribuição a posteriori. Existem diversos métodos de

aproximação da distribuição a posteriori para esses tipos de casos, entre eles o Amostrador

de Gibbs aproximado, proposto por Rodrigues, Nott e Sisson (2019), o qual permite a

geração de amostras de uma distribuição a posteriori aproximada usando prinćıpios da

Computação Bayesiana Aproximada (ABC) e do Amostrador de Gibbs. Santos (2021)

propôs um aprimoramento da técnica a partir da descorrelação prévia dos parâmetros de

interesse e do uso de modelos de regressão quant́ılica via redes neurais no processo de

aproximação das distribuições condicionais completas. Neste trabalho sugerimos a substi-

tuição do Amostrador de Gibbs aproximado por um algoritmo que aproxima distribuições

definidas por uma fatorações conveniente da distribuição a posteriori. São apresentadas

uma revisão da teoria e aplicações práticas comparando os métodos de Rodrigues, Nott

e Sisson (2019), de Santos (2021) e o proposto neste trabalho. Foram gerados conjuntos

de dados sintéticos para comparação dos métodos. O algoritmo proposto neste trabalho

mostrou boa performance comparado aos seus pares, apresentando um avanço na técnica.

Palavras-chave: Distribuição a posteriori. Distribuições condicionais. Regressão Quant́ı-

lica via Redes Neurais. Verossimilhança intratável.
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Abstract

It is common in modern Bayesian inference problems to come across complex and/or

high-dimensional models, such as those that arise in the field of population genetics (Be-

aumont, Zhang, Balding, 2002), where the likelihood function and marginal distributions

are difficult or even intractable to compute, leading to problems in obtaining the posterior

distribution. There are several methods for approximating the posterior distribution for

these type of cases, including the Approximate Gibbs Sampler proposed by Rodrigues,

Nott, and Sisson (2019), which allows the generation of samples from an approximate

posterior distribution using principles of Approximate Bayesian Computation (ABC) and

Gibbs Sampling. Santos (2021) proposed an improvement to the technique by previously

decorrelating the parameters of interest and using quantile regression models via neural

networks in the process of approximating the complete conditional distributions. In this

work, we suggest replacing the Approximate Gibbs Sampler with an algorithm that appro-

ximates the terms of a convenient factorization of the posterior distribution. We present

a review of the theory and practical applications comparing the methods of Rodrigues,

Nott, and Sisson (2019), of Santos (2021), and the proposed in this work. Synthetic

datasets were generated to compare the methods. The algorithm proposed in this work

showed good performance compared to its peers.

Key-words: Posteriori distribution. Conditional distributions. Quantile Regression via

Neural Networks. Intractable likelihood. Likelihood-free methods.
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2.1 Métodos ABC . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 9

2.1.1 Ajuste do ABC por regressão . . . . . . . . . . . . . . . . . . . . . 12

2.2 Amostrador de Gibbs . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13
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Caṕıtulo 1

Introdução

O estudo das distribuições de densidades condicionais permite a quantificação da incer-

teza sobre um determinado conjunto de parâmetros de um modelo probabilistico. Diversas

abordagens foram desenvolvidas para estimar valores usando dados observados, incluindo

a Bayesiana, na qual os parâmetros do modelo são tratados como variáveis aleatórias. A

inferência Bayesiana tem como base o Teorema de Bayes que permite combinar a informa-

ção de conhecimentos prévios (distribuição a priori) com a informação advinda dos dados

(função de verossimilhança), resultando, assim, na distribuição a posteriori. Dessa forma,

a distribuição a posteriori reflete todo o conhecimento atualizado sobre o parâmetro e

pode ser denotada da seguinte forma:

π(θ|X) =
p(X|θ)π(θ)

p(X)
,

onde π(θ) representa a distribuição a priori do vetor de parâmetros θ, p(X|θ) a função de

verossimilhança de um conjunto de dados X e p(X) a função de verossimilhança marginal

dos dados, que atua como uma constante de normalização para garantir que a distribuição

a posteriori seja uma distribuição de probabilidade válida.

A partir da distribuição a posteriori, é posśıvel modelar a incerteza de forma mate-
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cap. 1. Introdução §1.0.

mática, através da utilização de probabilidades. Ela contém toda a informação necessária

para análise do modelo, incluindo checagem e validação do modelo, predição de valores

e tomada de decisões. Sua inferência ocorre sobre a distribuição dos parâmetros obtidos,

não necessitando, assim, de convergência assintótica dos parâmetros do modelo, como

ocorre na abordagem frequentista.

Um dos grandes problemas da inferência Bayesiana ocorre quando a distribuição a pos-

teriori não tem uma forma fechada, não podendo, portanto, ser calculada analiticamente.

Esse problema é devido, em geral, à complexidade dos dados que tornam sua integração

de dif́ıcil cômputo, em especial em modelos de alta dimensão.

A maioria das soluções que envolvem esse tipo de problema estão relacionadas a mé-

todos numéricos de computação, em especial os métodos de Monte Carlo via Cadeia de

Markov (MCMC) e de Monte Carlo Sequencial (SMC) (Del Moral, 1996; Kinas e Andrade,

2010). Eles buscam aproximar valores de interesse a partir de simulações aleatórias de

uma distribuição de interesse, realizando, assim, um esquema iterativo de simulação na

qual cada iteração do algoritmo depende apenas da iteração anterior. Quando executados

um número suficientemente grande de iterações a cadeia se aproximará da distribuição de

equiĺıbrio. Por isso, não é necessária a utilização de soluções exatas ou equações diferen-

ciais para seu cômputo.

Outro problema muito comum nesse tipo de abordagem é a intratabilidade da fun-

ção de verossimilhança. Em geral, resulta da complexidade das relações probabiĺısticas

existentes, como ocorre em estudos no campo da genética.

Com isso, não é posśıvel obter amostras da distribuição a posteriori, já que a função

de verossimilhança é parte fundamental da modelagem Bayesiana e nos métodos MCMC.

Uma alternativa é a construção de um modelo diferente mas que se aproxima da distri-

buição original. Esses métodos são chamados likelihood-free, pois não exigem o calculo

direto da função de verossimilhança.

Em especial, e foco deste trabalho, está o método de Computação Bayesiana Apro-
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§1.0.

ximada (ABC, em inglês Approximate Bayesian Computation) que tem se tornado um

método eficiente e de bons resultados. O método utiliza como base o algoritmo de amos-

tragem por rejeição, em que são geradas amostras de uma distribuição, e essas são estão

aceitas com uma certa probabilidade.

Pela sua forma de aproximação da distribuição a posteriori, este método tem ganhado

destaque por não precisar de uma expressão anaĺıtica para a função de verossimilhança

e nem realizar cômputos sobre a distribuição marginal p(X). Por isso, é considerado um

método likelihood-free.

Beaumont, Zhang e Balding (2002) cunharam o termo ABC em seu estudo sobre

populações na área de genética. A principal contribuição desse artigo foi introduzir a ideia

de aproximação da distribuição por meio de estat́ısticas-resumo dos dados. A condição de

aproximar uma distribuição a outra é algo muito custoso computacionalmente e, por vezes,

imposśıvel. Com isso, reduz-se os dados em estat́ısticas-resumo, assim, uma distribuição

se aproxima da outra quando suas estat́ısticas-resumo são próximas entre si. Valendo da

seguinte premissa:

p(θ|Xobs) ≈ p(θ|S(Xobs)),

na qual θ é o vetor de parâmetros da distribuição, Xobs os dados observados e S(Xobs)

as estat́ısticas-resumo observadas.

Com essa alteração, substitui-se a abordagem que trabalha com os dados completos por

uma abordagem que se restringe a poucos parâmetros, o que diminui consideravelmente

o custo computacional.

Segundo Rodrigues, Nott e Sisson (2019), os métodos baseados no algoritmo ABC

têm bom desempenho em problemas com baixa ou moderada dimensão (quantidade de

parâmetros menor do que 50).

Grandes problemas ainda enfrentados pelo ABC estão na especificação da distribuição
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cap. 1. Introdução §1.0.

a priori, escolha da medida de distância que será utilizada para aproximar as distribuições

e na escolha das estat́ısticas-resumo.

A escolha da estat́ıstica resumo é avaliada em diversos estudos, seja quanto a sua

suficiência, ou quanto a sua dimensionalidade, o chamado curse-of-dimensionality (Blum

e Francois, 2010 e Nott et al., 2018b), problema encontrado quando o algoritmo tem

dificuldade de gerar amostras aproximadas da distribuição a posteriori devido à baixa

probabilidade de aceitação das amostras candidatas. Para evitar esse problema, uma

alternativa é considerar estat́ısticas-resumo com dimensão menor ou igual a dimensão dos

dados observados.

Esse problema diz que mais estat́ısticas-resumo não necessariamente promovem em

uma melhor aproximação. Logo, a escolha delas deve ser de forma racional e, com isso,

de dif́ıcil obtenção, não havendo uma solução comum para todos os modelos (Sisson,

Fan e Beaumont, 2018). Um exemplo é o caso da distribuição Poisson que tem como

estat́ısticas-resumo de média e variância iguais. Em geral, a melhor escolha para uma

estat́ıstica resumo é a estat́ısica mı́nima suficiente, sendo que esta é, muita vezes, dif́ıcil

de obter quanto mais os dados se tornam complexos. A noção de suficiência acaba sendo

absorvida pelo erro de aproximação. Porém, é de se deixar claro, que quanto pior a

estat́ısticas-resumo pior será a aproximação.

Beaumont, Zhang e Balding (2002) propuseram realizar a aproximação do algoritmo

ABC através do ajuste de uma regressão linear, usando um modelo linear local para mini-

mizar o erro na aproximação dos parâmetros simulados e as estat́ısticas-resumo geradas.

Modelos não lineares foram depois introduzidos para obter melhores aproximações da dis-

tribuição original, como o uso de modelos hierárquicos (Bazin, Dawson e Beaumont, 2010)

e modelos de regressão heterocedástica condicional não linear (Blum e Francois, 2010).

Com os resultados dos modelos de regressão, Nott et al. (2014) apresentaram a ideia

de reconstruir a distribuição posteriori conjunta com base nas distribuições marginais a

posteriori obtidas, chamado de ajuste marginal.
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Uma técnica para contornar o problema da dimensionalidade e melhorar a eficiência

foi apresentada em Rodrigues, Nott e Sisson (2019) que combina o uso do Amostrador

de Gibbs com o ABC, com o intuito de substituir as distribuições condicionais completas

(DCC) por aproximações obtidas por modelos de regressão dentro do algoritmo de Gibbs,

não necessitando, assim, do cálculo da função de verossimilhança. Além disso, o uso do

Amostrador de Gibbs simplifica a estrutura dos modelos de regressão, lidando, assim, com

modelos de baixa dimensão ao invés de regressões multivariadas obtidas pela técnica de

ajuste de regressão.

Mas, pelo fato de ainda se utilizar do Amostrador de Gibbs, foram verificados, se-

gundo Rodrigues, Nott e Sisson (2019), problemas na velocidade de mistura da cadeia, o

que impacta na convergência dos parâmetros. Esse tipo de problema é caracteŕıstico do

algoritmo de Gibbs e que leva a uma baixa eficiência do mesmo.

Santos (2021) aprimora o algoritmo de Rodrigues, Nott e Sisson (2019), com imple-

mentando o uso do modelo de regressão quant́ılica via redes neurais juntamente com a

interpolação monotônica Splines para obter as densidades condicionais completas e as-

sim utilizá-las no Amostrador de Gibbs. Além da utilização da descorrelação prévia dos

parâmetros para acelerar a convergência e aumentar a velocidade de mistura.

Os estudos de simulação realizados em Santos (2021) para os dados de uma distri-

buição Normal Bivariada e uma distribuição de Mistura de Normais mostraram que a

substituição de modelos menos flex́ıveis, de média e variância, para modelos de quantis

obteve melhores aproximações para as DCCs, reduzindo, assim, o erro da obtenção da

distribuição a posteriori de interesse. O tempo computacional com as novas implemen-

tações não se mostrou diferente, mas a velocidade de mistura da cadeia de Markov se

mostrou drasticamente maior, na qual foi observada a eliminação da autocorrelação na

cadeia. Porém, ainda são herdadas as caracteŕısticas e problemas do Gibbs.

O fato da velocidade de mistura da cadeia de Markov ser maior influencia no tempo

computacional, pois são necessárias menos iterações para a convergência para o verdadeiro
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parâmetro. Porém, como foram geradas as mesmas quantidades de iterações para os

métodos, então não houve ganho computacional. Mas, se utilizássemos uma regra de

parada para a convergência, o tempo computacional certamente seria menor.

O ganho computacional aqui estudado está em avaliar se gerar amostras via Amos-

trador de Gibbs ou via fatorações da distribuição a posteriori impactam no custo com-

putacional. Ou até mesmo se mais operações, como o uso da descorrelação prévia dos

parâmetros, aumentam o tempo computacional.

Outra contribuição do estudo de Santos (2021) é de que, ao invés de fazer uma ex-

pansão no espaço paramétrico e deixar mais simples as regressões condicionais completas,

a solução foi estimar diretamente no espaço original (desde que o modelo utilizado seja

mais sofisticado).

O ajuste do modelos não obteve, muita das vezes, bons resultados, e isso pode ser um

fato causado pelo uso do modelo de regressão quant́ılica e o uso das redes neurais, que

tendem a apresentar melhor desempenho quando são treinadas sobre grandes volumes de

dados.

Vale mencionar que o uso da descorrelação dos parâmetros resultou em piora do modelo

para o exemplo da Mistura de Normais, mostrando que ela deve ser feita quando a mistura

da cadeia se mostrar lenta e os parâmetros forem altamente correlacionados na distribuição

a posteriori. Pelo fato do modelo ser mais flex́ıvel, a distribuição a posteriori consegue

percorrer mais o espaço, apresentando, assim, melhores resultados do que o métodos de

Rodrigues, Nott e Sisson (2019).

Observou-se, a partir dos resultados de Santos (2021), que quando se tem um modelo

flex́ıvel suficiente para obter as DCCs, elas deixam de ser necessárias, com isso, pode-se

criar uma amostra independente dos seus resultados fazendo uma fatoração da distribuição

a posteriori.

Essa técnica combinada com os métodos ABC tem se mostrado eficiente para a função

de verossimilhança em altas dimensões. Bazin et al. (2010), Barthelmé and Chopin (2014)
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e White et al. (2015) realizaram estudos dessa ténica junto com modelos hierárquicos,

esquemas de expectation-propagation e cadeias de Markov. O fato de se usar a fatoração

na função de verossimilhança implica em componentes de baixa dimensão, facilitando

na comparação de estat́ısticas-resumo, que agora estarão, também, em baixa dimensão e

evitando o problema de curse-of-dimensionality.

A presente dissertação consiste em um estudo comparativo dos métodos ABC abor-

dados em Rodrigues (2019) e Santos (2021), além da proposição de um novo método que

junta os anteriores já citados, foi-se adicionado que a obtenção dos parâmetros se dará

por uma partição da distribuição a posteriori e, assim, investigar comparativamente suas

performances. Este último método é baseado nas propostas futuras de abordagens de

Rodrigues (2019) e estima as densidades condicionais via ABC e regressão quant́ılica por

redes neurais com o uso da correção Splines Monotônico e gera a distribuição a posteriori

a partir de fatorações das DCCs, evitando, assim, o uso do algoritmo de Gibbs.

O ganho deste método está na independência das amostras geradas, e, com isso, o

ganho em tempo computacional é considerável, dado que não é necessário realizar diver-

sas atualizações nos parâmetros para obter a melhor aproximação. Além disso, não é

necessário o uso da descorrelação prévia dos parâmetros já que eles são independentes,

portanto, autocorrelação zero entre as amostras.

Dados sintéticos foram gerados a partir de diferentes cenários de exemplos (distribui-

ção Normal Bivariada, distribuição Twisted Gaussian e distribuição Mistura de Normais)

e avaliados quanto a velocidade de convergência, autocorrelação dos parâmetros e distri-

buição marginal e conjunta geradas.

Este trabalho está organizado da seguinte forma: Seção 2 realiza uma revisão bibli-

ográfica das técnicas utilizadas nos estudos de simulação, sendo elas o método ABC, o

Amostrador de Gibbs, a descorrelação dos parâmetros, uso do modelo de regressão quan-

t́ılica via redes neurais com correção Splines Monotônico e, por fim, os métodos propostos

por Rodrigues, Nott e Sisson (2019) e Santos (2021). Já, a Seção 3 descreve o método
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proposto como inovação para este trabalho, chamado de Aproximação via fatorações da

distribuição a posteriori. A Seção 4 apresenta os estudos simulados, com os cenários ge-

rados e a comparação dos resultados entre as diferentes implementações. Ao final, tem-se

a Seção 5 com a conclusão do estudo apresentando resumidamente os resultados e apon-

tamentos para trabalhos futuros.

Todas as implementações, incluindo as de redes neurais profundas feitas por meio dos

pacotes Keras e Tensorflow, foram realizadas pelo software R por meio da plataforma

Google Colab Pro que fornece a possibilidade de uso de GPUs e TPUs, além de uma

memória RAM mais elevada do que os computadores convecionais.

Os códigos utilizados nesta dissertação podem ser encontrados no Github (https:

//github.com/artemenseken/ABC-factorization-posteriori-R/tree/main).



Caṕıtulo 2

Revisão bibliográfica

Neste caṕıtulo serão apresentados os principais métodos utilizados nos algoritmos, bem

como a descrição dos algoritmos de Rodrigues, Nott e Sisson (2019) e de Santos (2021).

2.1 Métodos ABC

Por meio da abordagem Bayesiana, tem-se o propósito de obter a distribuição a pos-

teriori a partir da fórmula

π(θ|X) ∝ L(X|θ)π(θ),

sendo, L(X|θ) a função de verossimilhança dos dados e π(θ) a distribuição a priori.

Quando a função de verossimilhança é computacionalmente intratável ou até mesmo

imposśıvel de ser calculada, métodos como o ABC se fazem necessários. Esses, por não

lidarem diretamente com a função de verossimilhança, têm boa perfomance para este tipo

de problema, e são assim chamados de likelihood-free.

O mecanismo simples de um algoritmo ABC, proposto por Rubin (1984) e depois

melhorada por Tavare (1997), utiliza a ideia do algoritmo de rejeição. O mecanismo se

baseia na geração de amostras sintéticas na avaliação da proximidade dessas amostras

às estat́ısticas-resumo observadas. Se elas são próximas, a um ńıvel de tolerância espe-
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ćıfico e uma medida de distância, então se aceita as respectivas amostras candidatas, se

não, rejeita-se. Uma função de pesos, Kh(d), pode ser aplicada para ponderar as distân-

cias calculadas, sendo as maiores com menor peso. Este novo algoritmo é chamado de

Amostragem por importância com a implementação da função de pesos.

Porém, aproximar uma distribuição a outra, Xobs ≈ X, é muito improvável e com-

putacionalmente muito oneroso, sendo Xobs a distribuição dos dados observada e X uma

distribuição conhecida e tratável analiticamente. Uma alternativa é reduzir os dados

a estat́ısticas-resumo, sX = S(X). Logo, ao invés de aproximar os dados completos,

aproxima-se suas estat́ısticas-resumo, S(Xobs) ≈ S(X).

Gera-se, então, aproximações da distribuição a posteriori do tipo:

πABC(θ|S(Xobs)) =

∫
Kh(||S(X)− S(Xobs)||)p(X|θ)π(θ)dX

Os passos do algoritmo são:

i Geram-se amostras de uma distribuição sintética X e com parâmetro θ, dado por

(θ1, X1), (θ2, X2), ..., (θN , XN), através da fórmula

π(θ,X) = L(X|θ)π(θ);

ii Computa-se as estat́ısticas-resumo sX = S(X);

iii Se sX é próximo suficiente, a partir de uma métrica de distância, de sXobs
então:

π(θ|sX ≈ sXobs
) ≈ π(θ|sXobs

) ≈ π(θ|Xobs) .

O algoritmo de rejeição é utilizado na verificação da aproximação, seu objetivo é de

aceitar o parâmetro θ com probabilidade ∝ f(θ)
g(θ)

, em que θ ∼ g(θ).

A equação f(θ)
g(θ)

pode ser reescrita como:
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f(θ)

g(θ)
∝ π(θ, sX |sXobs

)

L(sX |θ)π(θ)
∝ Kh(||sX − sXobs

||)L(sX |θ)π(θ)
L(sX |θ)π(θ)

= Kh(||sX − sXobs
||)

Onde,

Kh(||sX − sXobs
||) =


1, se ||sX − sXobs

|| ≤ h

0, caso contrário

(2.1)

Logo, pode-se interpretar πABC(θ|sXobs
) = π(θ|sXobs

), sendo baseado na estimação de

argumentos pela densidade Kernel.

Tem-se como resultado final do algoritmo um conjunto de parâmetros θ(1), ..., θ(N) que

são amostras de π(θ|sXobs
).

A estrutura de um algoritmo de Amostragem por importância é dado abaixo.
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Algoritmo 1: Amostragem por importância ABC

Entrada:
Um conjunto de dados observados (Xobs);
Uma distribuição a priori π(θ);
Um procedimento para gerar dados sob o modelo p(Xobs|θ);
Um inteiro positivo N > 0;
Um vetor de medidas resumo observadas sXobs

= S(Xobs);
Uma função kernel Kh(u) e um parâmetro de escala h > 0;

// Inı́cio

1 para i = 1, 2, · · · , N faça
2 1.1 Gere θ(i) ∼ π(θ) para a distribuição a priori;

3 1.2 Gere X(i) ∼ p(X|θ(i)) para a função de verossimilhança;

4 1.3 Calcule as medidas resumo s(i) = S(X(i));

5 1.4 Atribua θ(i) o peso wi ∝ Kh(||s(i)X − sXobs
||);

6 fim
Sáıda:
Um conjunto de vetores de parâmetros ponderados {θ, w}Ni=1 ∼ πABC(θ|sXobs

).

2.1.1 Ajuste do ABC por regressão

Beaumont, Zhang e Balding (2002) propuseram o ajuste do ABC por modelos de

regressão baseando-se na modelagem coalescente de populações em genética. Depois do

passo de aceitação dos parâmetros, via algoritmo de rejeição, estes são ajustados para

considerar as diferenças entre as estat́ısticas-resumo observadas e simuladas.

Este método é bastante usado em implementações do ABC, com grandes resultados na

melhora da acurácia do modelo. O pós-processamento do ABC, segundo Blum e Francois

(2010) melhora na qualidade da aproximação e na eficiência computacional do algoritmo.

Beaumont, Zhang e Balding (2002) introduziram o ajuste usando um modelo linear

local na vizinhança de sXobs
:

θ(i) = m(s
(i)
X ) + ϵ(i), em que i = 1, ..., N,

na qual m(s
(i)
X ) é a esperança condicional de θ|sX e ϵ(i) o erro. Este modelo assume
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homocedasticidade, tendo a variância dos reśıduos não dependendo de sX .

Logo, a estimação de θ por meio do modelo se dá por:

θ(i) = αd + βT
d (s

(i)
X − sXobs

) + ϵ
(i)
d ,

sendo i = 1, ..., N , d a dimensão do vetor de parâmetros, αd e βd os coeficientes da

regressão e ϵ
(i)
d os reśıduos do modelo, que seguem uma N(0, σ2

d).

Ao se gerar amostras ponderadas, garante-se que seja dada maior importância às

amostras mais próximas aos dados observados sobs.

Outros modelos de regressão foram propostos para melhorar as estimativas, como

modelos que considerem a heterocedasticidade dos dados (Blum e Francois, 2010) com

uso de redes neurais para estimar as funções de média e variância condicional não linear,

ou com modelos mais robustos como a regressão (Ridge, Blum et al., 2013), e regressão

quant́ılica via redes neurais (Santos, 2021).

2.2 Amostrador de Gibbs

O Amostrador de Gibbs é um algoritmo pertencente a famı́lia de algoritmos MCMC

(Monte Carlo via Cadeias de Markov). Estes são utilizados para obter numericamente

uma aproximação da distribuição a posteriori quando essas não apresentam o seu núcleo

de forma conhecida, problema frequentemente enfrentado em Inferência Bayesiana.

Seus métodos simulam de uma densidade p(θ) de interesse através da produção de

uma cadeia de Markov homogênea, ergódica e irredut́ıvel sendo a distribuição de p(θ)

estacionária.

O Amostrador de Gibbs funciona da seguinte forma: seja θ um vetor de parâmetros,

p(θ) a densidade conjunta de θ e p(θi|θ−i) a distribuição condicional completa dos θi dados

todos os outros parâmetros θ−i = (θ1, ..., θi−1, θi+1, ..., θp), então o algoritmo gerará uma

sequência θ(0), θ(1), ..θ(N). a partir de uma cadeia de Markov cuja a distribuição de equiĺı-
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brio é p(θ) e o núcleo da distribuição é dado pelo produto das distribuições condicionais

completas.

Os passos do algoritmo são:

i) Assumir valores iniciais arbitrários para os θ(j).

ii) Na j-ésima iteração, sortear um θ(j) a partir de θ(j−1) de modo que:

a) Gere θ
(j)
1 de p(θ1|θ(j−1)

2 , ..., θ
(j−1)
p ),

b) Gere θ
(j)
2 de p(θ2|θ(j)1 , θ

(j−1)
3 , ..., θ

(j−1)
p ),

c) Gere θ
(j)
3 de p(θ3|θ(j)1 , θ

(j)
2 , θ

(j−1)
4 , ..., θ

(j−1)
p ), etc.

d) E finalmente, gere θ
(j)
p de p(θp|θ(j)1 , θ

(j)
2 , θ

(j)
3 , ..., θ

(j)
p−1)

Com isso, é constrúıdo o vetor θ
(j)
1 = (θ

(j)
1 , ..., θ

(j)
p ) e, sob certas condições de regulari-

dade, quando j → ∞ a distribuição limite de θ(j) é p(θ).

Ao construir uma Cadeia de Markov que tenha distribuição estacionária pode-se gerar

uma quantidade suficientemente grande que implica em uma convergência da cadeia para

a distribuição alvo.

Algumas caracteŕısticas negativas desse método são observadas: mistura possivelmente

lenta da cadeia, causada pela autocorrelação das amostras e problemas de convergência.

2.3 Descorrelação dos parâmetros

A descorrelação dos parâmetros é uma técnica matemática empregada para tornar a

covariância entre eles igual a zero, fazendo com que o valor esperado do produto seja igual

ao produto dos valores esperados, E(XY ) = E(X)E(Y ).

Quando a covariância é zero, tem-se que a correlação linear entre as variáveis, para

o caso, os parâmetros, também é zero. Isso se reflete na velocidade de convergência

da distribuição alvo da cadeia de Markov, que, segundo Paulino, Turkman e Murteira

(2003), depende do grau de correlação entre os elementos do vetor aleatório. Segundo o

artigo, o Amostrador de Gibbs tende a se movimentar mais pelas distribuições condicionais

14



§2.3. Descorrelação dos parâmetros

completas quando suas componentes são independentes ou fracamente correlacionadas.

A descorrelação engloba uma série de métodos estat́ısticos que visam satisfazer a pro-

posição matemática citada no parágrafo anterior. O principal método utilizado para isso

e usado neste estudo é o de Análise de Componentes Principais (PCA). A PCA é muito

empregada como forma de redução da dimensionalidade em uma base de dados, para

estimação de fatores na análise fatorial e a eliminação de multicolinearidade em uma

regressão.

Ela consiste em obter componentes que sejam ortogonais entre si, descorrelacionadas,

por meio de combinações lineares que representem a informação que foi posśıvel abstrair

das variáveis originais.

O PCA funciona da seguinte forma: seja XT = [X1, ..., Xp] o vetor aleatório com

matriz de covariância associada Σ. Se as combinações lineares de XT forem definidas

como

Yi = aT
i X = ai1X1 + ai2X2 + ...+ aipXp, i = 1, 2, ..., p,

então, tem-se que

V ar(Yi) = aT
i Σai, i = 1, 2, ..., p

Cov(Yi, Yk) = aT
i Σak, i, k = 1, ..., pk

Com as devidas combinações lineares, sendo elas ortogonais, e considerando que as

respectivas variâncias sejam as máximas posśıveis, tem-se as componentes principais não

correlacionadas, podendo ser escrita como:

Yi = eT
i X = ei1X1 + ei2X2 + ...+ eipXp,

na qual eip é o i-ésimo autovetor gerados. Com isso, obtém-se, os seguintes resultados.
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V ar(Yi) = eT
i Σei = λi, i = 1, 2, ..., p

Cov(Yi, Yk) = eT
i Σek = 0, i ̸= k.

Tem-se, portanto, que as componentes principais são não correlacionadas e têm vari-

âncias iguais aos autovalores.

Para este estudo, foi-se utilizado uma adaptação do PCA convencional, chamado de

PCA ponderado. Este consiste na adoção de pesos para amostras menos ruidosas, isso

faz com que os dados não sejam tratados de forma uniforme, fazendo com que se explore

mais a conjuntura das amostras.

2.4 Regressão quant́ılica via Redes Neurais

e Splines Monotônico

O uso dos modelos de regressão dentro dos algoritmos ABC está ligado aos procedi-

mentos de ajuste ABC por regressão, introduzido por Beaumont, Zhang e Balding (2002),

que permitem aproximar distribuições de probabilidade usando modelos de regressão ajus-

tados sobre dados sintéticos. Com isso, é posśıvel reconstruir a distribuição a posteriori

conjunta aproximando as densidades condicionais.

A escolha do modelo quant́ılico para a regressão se dá pelo fato de ser um modelo

bastante flex́ıvel e que estima os quantis da distribuição, podendo se adequar com bastante

facilidade a diferentes tipos de dados. Logo, ao invés de modelar apenas as médias e

variâncias, obtém-se melhores aproximações para as Densidades Condicionais Completas

(DCC’s), reduzindo o erro na obtenção da distribuição à posteriori de interesse.

Por ser mais flex́ıvel, esse tipo de modelo de regressão tem bastante aplicação em dados

mais complexos, como distribuições que apresentam heteroscedasticidade, assimetria ou

caudas pesadas.
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Esse modelo de regressão foi introduzido por Koenker e Bassett (1978) e tem sido am-

plamente estudado desde então. A técnica é baseada na minimização da soma ponderada

dos desvios absolutos entre os valores observados e preditos da variável dependente em

cada quantil. Os quantis são estimados através de algoritmos iterativos, como a descida

do gradiente.

Uma das vantagens da regressão quant́ılica é que ela permite que a relação entre as

variáveis independentes e a variável dependente varie em diferentes partes da distribuição

da variável dependente. Isso é útil em situações em que a relação entre as variáveis não

é constante em toda a distribuição da variável dependente. Essa técnica se mostra como

alternativa para a regressão local, em que é realizada uma regressão e desta são obtidos

os quantis da distribuição, sendo o local cada quantil. A partir dessa regressão é posśıvel

construir a distribuição acumulada da variável aleatória..

Logo, o q-ésimo quantil é calculado a partir de βq, que são os coeficientes de regressão

para cada quantil, e predito da seguinte forma:

P (y ≤ x
′

iβq|x) = q

Para obter as estimativas βq é necessário realizar um processo de minimização da

função de perda dada abaixo:

Ln(βq|y,X) =
n∑

i:ei,q≥0

q|yi − x
′

iβq|+
n∑

i:ei,q<0

(1− q)|yi − x
′

iβq|,

sendo ei,q = yi − x
′

iβq, e cada βq sendo o efeito marginal das variáveis explicativas X no

q-ésimo quantil de Y .

A função de perda mais usada em problemas de regressão é a função de erro qua-

drático médio. Quando exponencializada ao negativo dessa função, o resultado gerado é

a distribuição gaussiana, sendo a moda correspondente ao parâmetro de média µ nesta
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distribuição. A perda para uma observação individual é dada por:

L(ei|q) =


qei, ei ≥ 0,

(1− q)ei, ei < 0

,

na qual q é o quantil que se quer estimar e ei a diferença entre o valor observado e o valor

previsto pelo modelo, dado por ei = yi−f(xi). Pode-se calcular a função de perda para os

dados de entrada, sendo interpretada como a perda média da regressão, calculada como:

L(y, f |q) = 1

N

N∑
j=1

L(yi − f(Xi)|q).

A exponenciação ao negativo dessa função de perda média gera a distribuição de

Laplace assimétrica. Para essa distribuição, a área sobre o gráfico à esquerda de zero

resulta no quantil q requerido. Um resultado interessante advindo da função é ao se utilizar

o valor de q igual a 0,5, a função de perda estima a mediana e seu valor é equivalente ao

Erro Médio Absoluto (MAE), Abeywardana (2018).

Junto a regressão quant́ılica, foi-se utilizado a técnica de interpolação por Splines

Monotônico. Sua utilidade é de transformar a função de distribuição acumulada, obtida

como resultado do modelo quant́ılico, F̂ (xk), k = 1, . . . , n, em uma função cont́ınua no

espaço desejado. No caso, suavizar a curva da distribuição acumulada gerada pelos modelo

quant́ılico, deixando de ser discretizado.

O método de interpolação Splines Monotônico é apresentado por Fritsch e Carlson

(1978), sendo uma interpolação unidimensional que utiliza de interpolantes cúbicos por

partes, uma classe especial de Splines. Com isso, interpola-se o valor y′, tendo (xi, yi), i =

1, · · · , n, como os pares a serem a interpolados, da seguinte forma:

y′i = 3(hi−1 + hi)

(
2hi + hi−1

di−1

+
hi + 2hi−1

di

)−1

1 (sign(di−1) = sign(di)) ,

18



§2.4. Regressão quant́ılica via Redes Neurais
e Splines Monotônico

na qual hi = xi+1 − xi e di = yi+1−yi
hi

, e 1 (sign(di−1) = sign(di)) sendo uma função

indicadora que retorna 1 para quando o sinal da distância i é igual ao sinal da distância

anterior, i-1.

Segundo Morellato (2014), obtém-se dessa fórmula a média harmônica ponderada das

inclinações. O método monotônico garante que a inclinação em cada ponto seja sempre

positiva, tendo a função resultante o caráter crescente.

A regressão quant́ılica utilizada neste estudo foi ajustada via redes neurais profundas,

com o objetivo de tornar o ajuste da regressão mais robusto, flex́ıvel e adequado para uma

classe mais ampla de modelos.

Para encontrar o melhor modelo, computa-se a partir da menor função de perda.

Apesar desse modelo já ser considerado um modelo não linear, o uso das redes neurais

acrescenta ainda mais a esse efeito.

O uso das redes neurais tem grande relevância por conseguirem descrever as relações

entre a variável resposta e as variáveis explicativas, seja de forma linear ou não, naquela

que melhor se ajusta aos dados reais.

Uma rede neural é composta por camadas de entrada (preditores), camadas ocultas

(aplicação dos pesos e funções de ativação não linear) e camada de sáıda (previsão). As

quantidades de camadas, funções de ativação e número de neurônios dependem de caso

para caso, mas quanto maior a quantidade delas mais oneroso computacionalmente o

algoritmo será. Essa determinação pode ser feita via validação cruzada e erro quadrático

médio.

O uso das redes neurais dentro da regressão quant́ılica faz com que os quantis sejam

ajustados simultanenamente. Isso significa que a camada de sáıda terá um neurônio para

cada quantil que será estimado. Logo, obtém-se de apenas uma regressão quant́ılica os

quantis que modelam a distribuição. Foram utilizados, para a modelagem dos métodos,

121 quantis, dispersos igualmente no espaço 0 a 1, resultando, assim, em 121 camadas

de sáıda da rede neural. Uma vantagem de se utilizar essa modelagem é que o tempo
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computacional não cresce linearmente.

2.5 Amostrador de Gibbs Aproximado sem a função de Verossimilhança proposto por

Rodrigues, Nott e Sisson (2019)

Rodrigues, Nott e Sisson (2019) propuseram um algoritmo para gerar amostras apro-

ximadas de distribuições condicionais completas, que são intratáveis, por meio de um

Amostrador de Gibbs aproximado. Neste algoritmo a estrutura de covariância da distri-

buição a posteriori é capturada naturalmente pelo método.

Há um ganho considerável neste método em tornar o modelo mais simples e fácil de

estimar seus parâmetros, principalmente para distribuições de alta dimensão.

O método proposto por Rodrigues, Nott e Sisson (2019), chamado de Amostrador

de Gibbs Aproximado sem a função de Verossimilhança, segue a mesma proposta do

algoritmo simples do ABC, apresentado na seção 2.1, utilizando modelos de regressão para

modelar as distribuições condicionais completas e o aprimora incluindo o Amostrador de

Gibbs. Logo, o conhecimento da distribuição exata dos dados é desnecessária, podendo

se utilizar de amostras aproximadas.

Ao implementar o Amostrador de Gibbs Aproximado, cada parâmetro é gerado a partir

da aproximação à sua respectiva distribuição condicional completa obtida pelo modelo de

regressão θ
(m)
d |(sobs,θ−d) ∼ f(θd|β̂+

d , gd(sobs,θ−d)), para d = 1, . . . , D.

O Amostrador de Gibbs gera a distribuição condicional a posteriori, π(θ|sobs), se

f(θd|β̂+
d , sobs,θ−d) = π(θd|sobs,θ−d) para todo d.

Segundo Rodrigues, Nott e Sisson (2019), o método apresenta limitações quanto a

mistura lenta da cadeia de Markov, especialmente em modelos com fortes correlações na

distribuição a posteriori, fato que é explicado pelo uso do Amostrador de Gibbs que herda

essa condição.

A abordagem também é senśıvel a problemas em que as distribuições condicionais
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completas aproximadas não são compat́ıveis com a existência de uma distribuição conjunta

única.

Outro problema se dá pelo uso de modelos ajustados para a média e variância para

aproximar as distribuições condicionais completas. Com isso, mesmo que sejam adotados

modelos mais flex́ıveis, como o uso de redes neurais, há uma suposição impĺıcita de que a

forma da distribuição é fixa em uma vizinhança de sobs. O que pode limitar a cobertura

do método para quando se trabalhar com dados mais complexos.

Uma forma de melhorar esse algoritmo é ajustar modelos localmente adequados em

cada iteração do Gibbs, porém é necessário ajustar milhares de modelos de regressão, o

que pode se tornar inviável computacionalmente.

O método de Rodrigues, Nott e Sisson (2019) é implementado no Algoritmo 2 ao final

desta seção.

2.6 Método de Santos (2021)

Para melhorar o método de Rodrigues, Nott e Sisson (2019), Santos (2021) propôs

duas inovações, a primeira utilizando a descorrelação prévia dos parâmetros para acelerar

a convergência e aumentar a velocidade de mistura, fazendo com que a busca feita pelo

algoritmo consiga explorar completamente o suporte da distribuição alvo mais rapida-

mente. Com isso, é posśıvel trabalhar, também, no espaço transformado dos dados, para

caso haja forte autocorrelação entre os parâmetros.

A descorrelação dos parâmetros θd é feita pela técnica de PCA ponderada, tendo os

pesos calculados por uma rodada preliminar do ABC. Com isso, gera-se um novo vetor de

parâmetros transformados θd que serão utilizados na estimação dos modelos de regressão.

A segunda inovação de Santos (2021) é modelar toda a distribuição alvo usando esti-

madores flex́ıveis de densidade condicional, como aqueles baseados na estimação conjunta

dos quantis via redes neurais profundas com correção Splines Monotônico, diferentemente
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do encontrado em Rodrigues, Nott and Sisson (2019) que utiliza modelos que estimam

a média e variância. Com isso, assume-se que a forma das distribuições condicionais

completas não é necessariamente fixa em uma vizinhança de sobs.

O uso de interpolação monotônica com correção Splines também será aplicado para

gerar uma função cont́ınua no espaço para os quantis obtidos pelo modelo de regressão

quant́ılica via redes neurais.

Essa abordagem permite modelar os quantis explicitamente fornecendo uma completa

descrição da distribuição e se destaca no uso de dados não-lineares e complexos.

Vale mencionar que este método ainda se utiliza do Amostrador de Gibbs para geração

de amostras da distribuição a posterior.

O tempo computacional em comparação aos métodos foi o mesmo, segundo Santos

(2021), mas a velocidade de mistura da cadeia de Markov foi consideravelmente maior,

muito por conta de eliminação da autocorrelação imposta pela técnica de PCA ponderada.

O método de Santos (2021) é implementado no Algoritmo 3 ao final desta seção.
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Algoritmo 2: Amostrador de Gibbs aproximado, sem a função de verossimilhança
- Método Original

Entrada:
Um conjunto de dados observados (Xobs);
Uma distribuição a priori π(θ) e um modelo generativo intratável p(X|θ);
Uma distribuição b(θ) descrevendo uma região de alta densidade da

distribuição
posteriori;
Um vetor observado de medidas resumo sXobs=S(Xobs);
Um kernel de suavização Kh(u) com parâmetro de escala h > 0;
Um inteiro positivo N definindo o número de amostras ABC;
Um inteiro positivo M definindo o número de iterações do amostrador Gibbs;
Uma coleção de modelos de regressão f(θd|β+

d , gd(S, θ−d)) para aproximar cada
distribuição condicional completa π(θd|sXobs,θ−d) para d = 1, . . . , D.

// Simulaç~ao de Dados Sintéticos

para i = 1, 2, · · · , N faça
1.1 Gere θ(i) ∼ b(θ);

1.2 Gere X(i) ∼ p(X|θ(i)) do modelo;

1.3 Calcule as medidas resumo s(i) = S(X(i));

1 4 Calcule os pesos da amostra w(i) ∝ Kh(∥s(i) − sobs∥)π(θ)/b(θ);
fim

Inicializar θ̃(0) = (θ̃
(0)
1 , . . . , θ̃

(0)
D )⊤;

// Estimaç~ao dos Modelos

para d = 1, 2, · · · , D faça
2.1 Ajuste um modelo de regressão adequado θd|(S,−d ) ∼ f(θd|β+

d , gd(S, θ−d)),

de modo a f(θd|β̂+
d , gd(sobs, θ−d)) aproximar localmente a distribuição

condicional completa p(θd|sobs, θ−d);
fim
// Aproximaç~ao de Gibbs

para m = 1, 2, · · · ,M faça
para d = 1, 2, · · · , D faça

3.1 θ⋆−d = (θ̃
(m)
1 , . . . , θ̃

(m)
d−1, θ̃

(m−1)
d+1 , . . . , θ̃

(m−1)
D )⊤ o vetor que contém os

valores atualizados de θ̃
(·)
j , j ̸= d;

3.2 Atualização do Gibbs: Amostre
θ̃
(m)
d |(sobs, θ⋆−d) ∼ f(θd|β̂+

d , gd(sobs, θ
⋆
−d));

fim

fim
Sáıda:

O vetor contendo amostras aproximadas de Gibbs para os parâmetros.
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Algoritmo 3: Amostrador de Gibbs aproximado, com inovações - Santos (2021)

Entrada:
Um conjunto de dados observados (xobs);
Um vetor observado de medidas resumo sobs = S(xobs);
[Opcional] Um kernel de suavização Kh(u) com parâmetro de escala h > 0;
Uma função ψ : [0, 1] −→R,x7−→ψ(x);
Um modelo generativo π(θ)p(X|θ);
Um inteiro positivo N definindo o número de amostras sintéticas geradas;
Um inteiro positivo M definindo o número de iterações do amostrador Gibbs;
Um vetor q = (q1, q2, . . . , qk), em que, 0 < qk < 1, que define os quantis a serem

estimados;
Uma distribuição adequada de b(θ)

// Simulaç~ao de Dados Sintéticos

para i = 1, 2, · · · , N faça
1.1 Gere θ(i) ∼ b(θ);

1.2 Gere X(i) ∼ p(X|θ(i)) do modelo;

1.3 Calcular as medidas resumo s(i) = S(X(i));
fim
// [Opcional] Descorrelaç~ao via PCA Ponderada

2.1 Calcular os parâmetros na escala transformada θ̌ para todo N , e substituir θ
por θ̌ em (3.1 e 4.2.1);
// Estimaç~ao dos Modelos Quantı́licos

3.1 Ajustar modelos de regressão quant́ılica via redes neurais τq(θd)|gd(S, θ−d)
para aproximar cada distribuição condicional completa π(θd|sobs, θ−d) para
d = 1, . . . , D;
// Aproximaç~ao Gibbs sampling

4.1 Inicializar θ̃(0) = (θ̃
(0)
1 , . . . , θ̃

(0)
D )⊤;

para m = 1, 2, · · · ,M faça
para d = 1, 2, · · · , D faça

4.1.1 Obtenha τ̂q(θd)| gd(obs, θ⋆−d), em que

θ⋆−d = (θ̃
(m)
1 , . . . , θ̃

(m)
d−1, θ̃

(m−1)
d+1 , . . . , θ̃

(m−1)
D )⊤ o vetor que contém os valores

atualizados de θ̃
(·)
j , j ̸= d;

4.1.2 Ajustar um Splines Monotônico da forma F̂ (·) sobre os pontos
(ψ(q), τ̂q);
4.1.3 Gerar um valor aleatório u ∼ U [0, 1];

4.1.4 Aplique o método da transformada inversa θ̃
(m)
d = F̂−1(ψ(u));

fim

fim
// [Opcional] Mudança de Escala

4.2 Realizar transformação inversa de θ̌, para retornar à escala original θ;
Sáıda:
A cadeia {θt|t = 0, 1, · · · ,M} contendo os valores gerados.
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Caṕıtulo 3

Método proposto

O método proposto neste trabalho junta a ideia de fatoração da distribuição a poste-

riori, proposto por Rodrigues, Nott e Sisson (2019), com a ideia de Santos (2021) de usar

Regressão Quant́ılica via redes neurais e interpolação Splines Monotônica.

Sua inovação consiste em aproximar a distribuição a posteriori via decomposição por

fatorações, ao invés de aproximar as distribuições condicionais completas e incorporá-las

em um Amostrador de Gibbs aproximado, como feitas nos trabalhos de Rodrigues, Nott

e Sisson (2019) e de Santos (2021).

As densidades condicionais ainda são aproximadas por modelos de regressão quant́ılica

com redes neurais, mas as amostras são geradas independentemente, sem executar uma

Cadeia de Markov. Portanto, não há necessidade geral de descorrelacionar os parâmetros,

embora qualquer transformação possa simplificar (ou complicar) a forma das densidades

condicionais a serem estimadas.

A decomposição da distribuição a posteriori pode ser feita de várias formas, como na

forma de blocos, como:

p(θ1, . . . , θn|X) = p(θ1, θ2, θ3, . . . , θm|X)× p(θm+1, . . . , θn|θ1, θ2, θ3, . . . , θm,X),

no qual m < n.



cap. 3. Método proposto §3.0.

Outra forma de decomposição e que será utilizada no algoritmo proposto neste traba-

lho, é a seguinte:

p(θ1, . . . , θn|X) = p(θ1|X)p(θ2|θ1,X) . . . p(θn|θ1, . . . , θn−1,X).

O efeito da escolha dessa ordenação na fatoração será investigado a fim de descobrir

se existem formas adequadas de defińı-la.

O método segue os passos de Rodrigues, Nott e Sisson (2019), assim como de Santos

(2021), com a diferença de realizar aproximações da distribuição a posteriori via fatorações

ao invés do Amostrador de Gibbs. O algoritmo 4 elucida seu funcionamento.
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Algoritmo 4: Aproximação da distribuição a posteriori via fatorações - método
proposto

Entrada:
Um conjunto de dados observados (Xobs);
Um vetor observado de medidas resumo sobs = S(xobs);
Uma função ψ : [0, 1] −→R,x7−→ψ(x);
Um modelo generativo π(θ)p(X|θ);
Um inteiro positivo M definindo o número de amostras sintéticas a serem

geradas;
Um vetor q = (q1, q2, . . . , qk), em que, 0 < qk < 1, que define os quantis a serem

estimados;
Escolha da forma da fatoração, considerando

p(θ1, . . . , θn|X) = p(θ1|X)p(θ2|θ1, X) . . . p(θn|θ1, . . . , θn−1, X)
// Simulaç~ao de Dados Sintéticos

para i = 1, 2, · · · , N faça
1.1 Gere θ(i) ∼ b(θ) de alguma distribuição adequada b(θ);

1.2 Gere X(i) ∼ p(X|θ(i)) do modelo;

1.3 Calcular as medidas resumo s(i) = S(X(i));
fim
// Estimaç~ao dos Modelos Quantı́licos

3.1 Ajustar modelos de regressão quant́ılica via redes neurais τq(θd)|gd(S, ) para
aproximar cada distribuição condicional contida na fatoração da distribuição
a posteriori; // Aproximaç~ao via fatoraç~ao

4.1 Obtenha τ̂q(θ1)|gd(sobs, θ⋆−d), em que θ⋆−d = (θ̃
(m)
1 , . . . , θ̃

(m)
d−1, θ̃

(m−1)
d+1 , . . . , θ̃

(m−1)
D )⊤

o vetor que contém os valores atualizados de θ̃
(·)
j , j ̸= d;

4.1.2 Ajustar um Splines Monotônico da forma F̂ (·) sobre os pontos (ψ(q), τ̂q);
4.1.3 Gerar um valor aleatório u ∼ U [0, 1];
para m = 1, · · · ,M faça

4.1.4 Aplique o método da transformada inversa para obter θ̃m1 = F̂−1(ψ(u));
fim
para m = 1, · · · ,M faça

para d = 2, · · · , D faça
4.2.1 Obtenha τ̂q(θd)|gd(Sobs, θ

⋆
d), em que θ⋆d = θm1 , . . . , θ

m
d−1;

4.2.2 Ajustar um Splines Monotônico da forma F̂ (·) sobre os pontos
(ψ(q), τ̂q);
4.2.3 Gerar um valor aleatório u ∼ U [0, 1];

4.2.4 Aplique o método da transformada inversa θmd = F̂−1(ψ(u));

fim

fim
Sáıda:
Um conjunto de amostras {θt|t = 1, · · · , N} contendo os valores gerados.
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Caṕıtulo 4

Estudos simulados

4.1 Normal Bivariada

O presente exemplo consiste de três implementações de algoritmos para o problema

de obtenção do vetor de médias da distribuição Normal Bivariada com matriz de cova-

riâncias conhecida. O objetivo desta seção é realizar uma aplicação inicial de derivações

dos algoritmos discutidos no Caṕıtulo 3 em uma distribuição de baixa complexidade e

comparar seus resultados.

Os três algoritmos utilizados fazem uso dos mesmos dados gerados. Portanto, o pro-

cedimento inicial dos métodos se dá pela geração e obtenção dos mesmos dados. As

estat́ısticas-resumo são dadas pela média da distribuição de cada variável em X. Simula-

dos os dados, aplica-se cada algoritmo e analisa-se seus comportamentos. Os algoritmos

são:

i Implementação 1 - proposto por Rodrigues, Nott e Sisson (2019), descrito no algo-

ritmo 2 da seção 2, faz uso de modelos de regressão normal para gerar as distribui-

ções condicionais completas (θ1|s1, s2, θ2) e (θ2|s1, s2, θ1). A partir dáı, utiliza-se o

Amostrador de Gibbs para gerar amostras da distribuição a posteriori de cada θ.

ii Implementação 2 - proposto por Santos (2021), descrito no algoritmo 3 proposto na
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§4.1. Normal Bivariada

seção 2, com a alteração de que não é utilizado o modelo de regressão quant́ılica via

redes neurais, mas sim, modelos de regressão normal. Com isso, toda a parte de

suavização via Splines Monotônico também não é utilizada. O procedimento, então,

consiste em realizar a transformação PCA para descorrelacionar os parâmetros da

distribuição gerada, logo após aplicação do algoritmo ABC. Depois, utiliza-se os

modelos de regressão normal para estimar as distribuições condicionais completas,

essas entram no Amostrador de Gibbs para gerar a distribuição a posteriori de θ.

Por fim, reverte-se os valores transformados pela PCA da distribuição da posteriori

obtida.

iii Implementação 3 - proposto na seção 3 e objeto deste estudo, mas com alterações

quanto ao modelo de regressão utilizado. Nesse, substitui o modelo de regressão

quant́ılica via redes neurais e suavização dos dados via Splines Monotônico pelo

modelo de regressão normal. Após ajuste da regressão linear, aproxima-se os valores

da distribuição a posteriori de θ1 e θ2 por fatorações da distribuição a posteriori.

Esse algoritmo não faz uso da amostra transformada, fazendo com que seus dados

de entrada sejam os mesmos utilizados na Implementação 1.

Para geração dos dados, foi-se utilizado uma variável aleatória, X, que segue uma

distribuição Normal Bivariada com média µ = (µ1, µ2) e matriz de covariância conhecida,

Σ. O vetor de médias é dado por uma distribuição a priori da distribuição Uniforme(-

10,10), sendo:

X ∼ N(µ,Σ), (4.1)

µ
i.i.d.∼ U [−10, 10]. (4.2)

Para a distribuição Normal Bivariada, pode-se comparar os resultados das distribuições

obtidas com as respectivas distribuições exatas, por conta da função de verossimilhança

ser facilmente computada.
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Usando as propriedades da distribuição Normal Multivariada, a distribuição condicio-

nal completa para µ1 é proporcional a

µ1|µ2 = µ
′

2 ∼ N

(
µ∗
1 +

ρ

σ∗
22

(µ
′

2 − µ2), σ
∗
11 −

ρ

σ∗
22

)
(4.3)

sendo µ1 e µ2 os parâmetros de média, ρ a correlação entre X1 e X2, e σ11 e σ22 as

variâncias de X1 e X2.

O processo descrito acima é análogo para a distribuição condicional completa de µ2.

Para o estudo de simulação, foram utilizados os parâmetros: ρ = 9/10, σ1 = σ2 = 1,

sobs = (5/2, 5/2) e µ
i.i.d.∼ U [−10, 10].

Com isso, foram geradas N = 10.000 amostras considerando b(µ) = π(µ) para obter

(µi
1, µ

i
2, s

i
1, s

i
2), i = 1, ..., N. Depois, procedeu-se com a realização do ABC pelo método

Loc-linear com taxa de aceitação de 0,1, sendo este método do ABC o descrito na seção

2.1.1, onde ajusta-se uma regressão linear local para aproximar s(y) de s(yobs).

Na Figura 4.1 são mostrados os gráficos da distribuição das amostras da distribuição a

posteriori geradas e depois de passarem pela transformação PCA ponderada, gráfico (b).

Ambos os gráficos representam os dados de entrada nas implementações utilizados nesta

seção, sendo (a) utilizado para as Implementação 1 e 3 e (b) para a Implementação 3.

(a) Amostra da distribuição a priori (b) Amostra da distribuição a priori
transformada

Figura 4.1: Amostras da distribuição a priori segundo cada método

Pela Figura 4.1 (a) é posśıvel observar as amostras da distribuição a priori geradas
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§4.1. Normal Bivariada

através de uma distribuição Uniforme[-10,10] para cada µi, dado pelo espalhamento ale-

atório dos dados sobre a área do gráfico que compreende o intervalo -10 e 10.

Esse intervalo foi definido a partir de um ABC piloto que foi rodado para identificar

a região de alta densidade da distribuição a posteriori. Usar intervalos muito grandes

que estão fora do escopo fact́ıvel dos dados reais fará com que o ABC rejeite a maioria

dos conjuntos das amostras geradas, sendo um esforço computacional gasto desnecessari-

amente.

Já (b), indica esses mesmos dados quando aplicados em uma transformação, PCA

ponderada. É posśıvel observar uma compressão na distribuição dos dados, em formato

de losango. A transformação realizada tem por objetivo descorrelacionar os parâmetros

gerados da distribuição a posteriori.

Com os dados de entrada gerados, parte-se para a aplicação dos algoritmos.

A primeira e segunda implementações fazem uso do Amostrador de Gibbs, assim,

utilizou-se 5000 iterações cada um para produzir os resultados da distribuição a posteriori,

utilizando como valor inicial (µ1, µ2) = (0, 0).

Para a terceira, que faz uso das fatorações, gerou-se 5000 amostras independentes da

distribuição a posteriori.

Os gráficos abaixo mostram o comportamento das distribuições a posteriori θ1 e θ2

encontrados para cada um dos algoritmos. Para os gráficos (b), (c) e (d) da Figura 4.2, são

apresentadas as distribuições a posteriori conjuntas encontradas em cada implementação

e, em (a), a distribuição a posteriori encontrada pelo algoritmo ABC do pacote abc do R.

Os contornos em vermelho nesses gráficos representam as curvas de ńıvel e os pontos a

distribuição conjunta a posteriori.

O objetivo dos gráficos (a), (b), (c) e (d) é comparar a razoabilidade dos métodos, a

partir das distribuições a posteriori obtidas e a aproximação com a verdadeira densidade.

A obtenção da distribuição a posteriori via método ABC, apresentado no gráfico (d)

serve como uma forma de comparação dos valores finais das distribuições, podendo ser
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cap. 4. Estudos simulados §4.1. Normal Bivariada

interpretado como o modelo ideal da distribuição a posteriori para esse exemplo. Além

disso, a Figura 4.2 apresenta as densidades marginais das distribuições a posteriori de

θ1 e θ2 para cada algoritmo, em (e) e (f), juntamente com a distribuição real exata do

exemplo.

Os comportamentos das distribuições a posteriori conjuntas tiveram um formato de

elipse, principalmente se observada as curvas de ńıvel, em torno do centro, sendo esse o

ponto (2,5; 2,5). Sendo esse o ponto cuja as estat́ısticas-resumo são as corretas para dis-

tribuição real. Logo, todos os algoritmos funcionam bem pois têm mesmo comportamento

do algoritmo ABC.

Vale destacar que o gráfico (a) da Figura 4.2 tem menor massa de pontos pois tem

menos quantidade de dados gerados. Isso se deve a rejeição de dados realizada pelo

algoritmo ABC, tendo utilizado uma tolerância de rejeição de 10%.

Portanto, como visto nos gráficos acima todos os algoritmos funcionam pois se parecem

entre si e parecem com as amostras aceitas pelo algoritmo de rejeição ABC. Essa afirmação

vale tanto na comparação das densidades conjuntas quanto nas densidades marginas, na

qual são comparados os valores com a distribuição real exata.

Para avaliar as caracteŕısticas de cada algoritmo, são apresentados na Figura 4.3 a mis-

tura da cadeia, denotado pelo caminho percorrido pelas primeiras 50 iterações realizadas

pelo Amostrador de Gibbs (implementações 1 e 2) e fatorações da distribuição a posteriori

(implementação 3). Além disso, também são apresentadas as funções de autocorrelação

para cada algoritmo.

A mistura da cadeia ilustra os saltos que o algoritmo proporciona para movimentação

de um ponto para seu sucessivo. Isso é importante para mostrar qual algoritmo tem maior

mistura nas observações (maiores saltos) do que outros. Isso pode influenciar no caminho

e tempo computacional necessário para convergência ao valores corretos da distribuição.

Já as funções de autocorrelação indicam o quão correlacionadas duas observações su-

cessivas estão. Valores altos apontam que os parâmetros estão autocorrelacionados, o que
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(a) Amostras aceitas pelo algoritmo de rejei-
ção ABC

(b) Distribuição a posteriori da Implementa-
ção 1

(c) Distribuição a posteriori da Implementa-
ção 2

(d) Distribuição a posteriori da Implementa-
ção 3

(e) Densidade marginal da distribuição a pos-
teriori de θ1 para cada implementação

(f) Densidade marginal da distribuição a pos-
teriori de θ2 para cada implementação

Figura 4.2: Distribuições conjuntas a posteriori e densidades marginais.
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pode impactar na mistura.

Os gráficos, da Figura 4.3(a), (c) e (e) mostram as misturas das cadeias para as 50

primeiras iterações do Amostrador de Gibbs e os gráficos (b), (d) e (f) mostram as funções

de autocorrelação (ACF) de θ1 para cada uma das implementações.

Para economia de espaço é apresentado somente o comportamento do ACF para θ1,

pois o comportamento para θ2 foi equivalente.

Pelos gráficos de mistura da Figura 4.3, é posśıvel observar um comportamento de

maior variabilidade, dada pelas distâncias entre pontos consecutivos da cadeia, para as

misturas nas Implementação 2 e 3 e bem menor na Implementação 1.

Vale destacar que foram testadas as iterações em diferentes partes da cadeia (começo,

meio e final da cadeia). O comportamento nessas partes, para as três implementações, foi

parecido com os encontrados para as 50 primeiras iterações, como mostrado nos gráficos

(a), (c) e (e). Isso se deve ao fato de que as distribuições condicionais, para cada algoritmo,

são as mesmas ao longo de todo o processo.

Percebe-se, ainda, o efeito da descorrelação na função de autocorrelação (ACF), que,

para a Implementação 1 (gráfico (b) da Figura 4.3) apresenta a maioria dos lags acima

do limite, mostrando que há autocorrelação na observações consecutivas geradas por esse

método.

Já para as funções de ACF das implementações 2 e 3, vistas nos gráficos (d) e (f),

é posśıvel observar que os lags se encontram dentro dos limites aceitos, linha tracejada.

Isso indica ausência de autocorrelação das observações consecutivas geradas por cada

algoritmo.

Logo, por não serem autocorrelacionadas, pode-se inferir que foram geradas efetiva-

mente amostras independentes da distribuição a posteriori. O que não ocorre na Im-

plementação 1, em que há uma forte correlação nos lags iniciais, com um decaimento

exponencial (caracteŕıstico de um modelo auto-regressivo).

Pode-se discorrer, então, que o Amostrador de Gibbs sofre com a autocorrelação.
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(a) Mistura da cadeia das 50 pri-
meiras iterações do Amostrador de
Gibbs para a Implementação 1

(b) Função de autocorrelação do Im-
plementação 1

(c) Mistura da cadeia das 50 pri-
meiras iterações do Amostrador de
Gibbs para a Implementação 2

(d) Função de autocorrelação da Im-
plementação 2

(e) Mistura da cadeia das 50 pri-
meiras iterações do Amostrador de
Gibbs para a Implementação 3

(f) Função de autocorrelação da Im-
plementação 3

Figura 4.3: Mistura da cadeia e função de autocorrelação
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Com isso, utiliza-se o Gibbs no espaço transformado, como uma tentativa de minimizar a

autocorrelação, mas que não é garantida por esse método (Implementação 2).

Quando se usa a transformação PCA ponderada, as amostras são linearmente não cor-

relacionadas. Portanto, a Implementação 2 conseguiu reduzir a autocorrelação, mas não

necessariamente ajudará na velocidade da mistura, sobretudo quando houver correlações

não lineares. Além disso, os θ’s continuam sendo dependentes do seu estado passado. Já

a Implementação 3, pela sua composição por fatorações da distribuição a posteriori, pode

até ser amostrado em paralelo, pois uma não depende da outra.

Para avaliar a velocidade de convergência dos algoritmos a partir do tamanho de

amostras geradas pelo Amostrador de Gibbs (Implementação 1 e 2) ou das fatorações da

distribuição a posteriori (Implementação 3), foram calculados os erros quadráticos médios

(MSE) encontrados em cada algoritmo para diferentes tamanhos de amostra gerados. O

MSE se dá pela média das diferenças quadráticas entre o vetor de estat́ısticas-resumo

aproximado e o real ponto da distribuição (2,5;2,5).

Os resultados são apresentados no gráfico da Figura 4.4.

Figura 4.4: Velocidade de convergência das amostras de tamanho até 1.000
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Pela Figura 4.4, é posśıvel observar que a Implementação 3, aproximação por fatorações

da posterior, apresentou menor MSE encontrado para todos os tamanhos de amostra até

1.000, se comparados com seus pares.

Há uma estabilização dos valores de MSE a partir do tamanho 125, aproximadamente,

para as implementações 2 e 3, e a partir do tamanho 750 para a Implementação 1. In-

dicando assim, que a convergência para a real distribuição é mais rápida e necessita de

menos iteração nos algoritmos 2 e 3.

4.2 Twisted Gaussian

Considere, agora, um modelo determińıstico da distribuição Twisted Normal dado pela

variável Y = θ1 + θ22, com θ = (θ1, θ2)
T e considerando que θ1 e θ2 são parâmetros da

distribuição a priori com cada uma tendo distribuição N(0,1).

Para um único ponto observado yobs = 1, o resultado da densidade da distribuição a

posteriori está concentrado em um conjunto de pontos que satisfaça θ1 = 1− θ22.

As estat́ısticas-resumo são dadas pela média da distribuição de cada variável em X.

Foram três os algoritmos implementados nesta simulação, sendo dois deles advindos do

mesmo processo de modelagem (fatorações da distribuição a posteriori), com a alteração

na ordem como é fatorada a distribuição a posteriori.

i Implementação 4 - proposto na seção 3, utiliza o algoritmo como mencionado na-

quela seção. A fatoração da distribuição a posterior tem a ordem de p(θ1) =

p(θ1|yobs)p(yobs) e p(θ1, θ2|yobs) = p(θ2|θ1, yobs)p(θ1|yobs).

ii Implementação 5 - proposto na seção 3 e objeto deste estudo, utiliza inteiramente

o algoritmo como mencionado naquela seção. A fatoração da distribuição a poste-

rior tem a ordem invertida da Implementação 4, sendo p(θ2) = p(θ2|yobs)p(yobs) e

p(θ1, θ2|yobs) = p(θ1|θ2, yobs)p(θ2|yobs)p(yobs).
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iii Implementação 6 - proposto por Santos (2021), descrito no algoritmo 2 da seção 2,

que utiliza do Amostrador de Gibbs para gerar amostras da distribuição a posteriori

via as distribuições condicionais θ1 = (θ1|θ2, yobs) e θ2 = (θ2|θ1, yobs), sem o uso da

descorrelação prévia dos parâmetros.

A forma de obtenção das densidades condicionais dos três algoritmos passa por um

ajuste de regressões quant́ılicas via redes neurais com transformação Splines Monotônico.

O próximo passo a ser realizado é o processo de geração de amostras a distribuição a

posteriori que difere para as implementações 4 a 6.

A regressão quant́ılica via redes neurais utilizada nos algoritmos, descrita na seção 4.3,

utiliza em sua arquitetura 7 camadas de 512, 256, 128, 64, 32, 16 e 121 neurônios, respec-

tivamente, em cada camada, totalizando, assim, 1.129 neurônios na rede. O quantitativo

de 121 neurônios na última camada representa o total de quantis que foram estimados ao

final do modelo, sendo cada um representando um quantil de tamanho 0,82%.

Também há a utilização de Dropout na primeira camada, com taxa de 0,4 e L2-

regularization na segunda camada, com taxa de 0,01, para prevenir o overfitting. O

otimizador foi o Adam, a taxa de aprendizado utilizada foi de 0,2, o tamanho do Batch

Size de 64 com 100 épocas para realização na base de treinamento.

Para a escolha do tamanho de amostras utilizadas para a distribuição a priori, foram

testados tamanhos iguais a 5.000, 100.000 e 1.000.000, sendo eles divididos em 80% para

dados de treinamento e 20% para dados de teste. Também, computou-se os tempos

computacionais de geração de cada algoritmo para cada tamanho de amostra. O algoritmo

ABC também foi utilizado para conferência da convergência das amostras a distribuição

a posteriori geradas, em que foi utilizada uma taxa de aceitação de 0,005 e método Loc-

linear.

Comparou-se os custos a partir de diferentes máquinas, sem GPU e com GPU, ambas

advindas da versão Google Colab Pro. A tabela abaixo descreve os tempos computacionais
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encontrados. São mostrados nessa tabela os tempos para obtenção de θ1 e, na mesma

célula, de θ2, separados pelo sinal matemático de mais. Foram mensurados os tempos

para cada tipo de máquina, tamanho de amostra e algoritmo.

Sem GPU Com GPU

Algoritmos 5.000 100.000 1.000.000 5.000 100.000 1.000.000

ABC 0,0034s 0,033 0,697s <0,001s <0,001s <0,001s

Implementação 4
58s+ 14.49min + 2.54h+ 46.11s + 7.37min + 1.19h+

1.39min 14.41min 2.49h 26.23s 8.40min 1.19 h

Implementação 5
54.35s + 16.37min + - 42.00s + 7.42min + 1.20h+
54.14s 16.08min 26.11s 7.40min 1.20h

Implementação 6
1.38min+ 16.41min + - 26.23s + 7.43min + 1.24h+
55.42s 16.15min 26.67s 7.45min 1.22h

Tabela 4.1: Comparação dos custos computacionais por implementação.

O algoritmo ABC apresenta os melhores tempos computacionais, porém ele já está bem

implementado computacionalmente e serve apenas para questões de comparação com a

distribuição real. É posśıvel perceber também que os três algoritmos propostos têm tem-

pos computacionais bem parecidos quando comparados entre si para mesmo tamanho de

amostra e máquina, podendo discorrer que os métodos são igualmente custosos computa-

cionalmente. Vale mencionar, também, a diferença de tempo no uso de GPUs, que têm

tempo de processamento quase que a metade do tempo quando não utilizado para esses

algoritmos em um mesmo tamanho de amostra.

Os gráficos mostrados abaixo representam as distribuições geradas a partir dos resul-

tados dos algoritmos para tamanho de amostra igual a 1.000.000.

Para o treinamento do modelo de redes neurais foram utilizadas 100 épocas e máquina

com GPU. Foram verificadas as métricas MSE e função de perda, sendo selecionada a

configuração final dos parâmetros da rede neural a partir da época que teve o melhor

desempenho. A Figura 4.5 mostra o comportamento dessas métricas por época.
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Figura 4.5: Histórico da função de perda e MSE durante as épocas treinadas

É posśıvel perceber, pela Figura 4.5, que a partir da 20ª época o modelo atinge a

menor função de perda no conjunto de treinamento, mantendo seu valor constante após

essa época.

Após a estimação dos parâmetros do modelo de regressão quant́ılica via redes neurais,

ajusta-se a predição de valores para obter a distribuição dos dados. O procedimento

realizado requer um grid de valores aleatórios variando de 0 a 1 (que representam um valor

do quantil), no qual serão aplicados a função Logito a esses valores. Após isso, prevê-se

quais os valores da distribuição equivalem àquele quantil. Utiliza-se, por fim, o método

Splines Monotônico para estimar uma curva cont́ınua ao longo dos valores estimados, essa

também chamada de distribuição acumulada. Aplicando a derivada, tem-se a distribuição

de probabilidades e, com ela, é posśıvel predizer pontos da distribuição.

A Figura 4.6 ilustra como ocorre esse procedimento.
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(a) Distribuição acumulada no espaço transfor-
mado dos pontos gerados para θ1|yobs.

(b) Distribuição acumulada dos pontos gerados
para θ1|yobs em cada quantil.

(c) Densidade de θ1, após derivação da densi-
dade acumulada.

(d) Distribuição conjunta de θ1 e θ2 após o pro-
cedimento

Figura 4.6: Gráficos dos procedimentos realizados para obtenção da distribuição a poste-
riori θ1|yobs

O resultado final desse processo é uma distribuição acumulada de θ1|yobs. Para encon-

trar a distribuição de probabilidades é necessário derivar yobs em θ, e, por isso, utiliza-se

a função Logito que é de fácil derivação.

Obtida a distribuição de probabilidades, o próximo passo do algoritmo é realizar as

fatorações ou Amostrador de Gibbs, que são posśıveis de ser computados através das

distribuições de probabilidade dos parâmetros, resultanto, assim, na distribuição conjunta

a posteriori.
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Como mostrado pela Figura 4.6, o processo de modelagem da regressão quant́ılica via

redes neurais e com ajuste do Splines Monotônico parece se ajustar bem aos dados. A

estimação dos quantis conseguir absorver a caracteŕıstica dos dados e, com isso, obter uma

distribuição conjunta a posteriori que tivesse comportamento parecido com a distribuição

original.

Dado isso, partiu-se para as aplicações dos algoritmos. A Figura 4.7 ilustra o com-

portamento das amostras da distribuição a posteriori geradas pelo algoritmo ABC e pelas

implementações 4 a 6.

(a) Amostras aceitas pelo algoritmo
de rejeição ABC.

(b) Distribuição a posteriori da Im-
plementação 4, θ1|yobs e θ2|θ1, yobs.

(c) Distribuição a posteriori da Im-
plementação 5, θ2|yobs e θ1|θ2, yobs.

(d) Distribuição a posteriori da Im-
plementação 6 - Gibbs.

Figura 4.7: Distribuições aproximadas da posteriori

Considerando como base o algoritmo ABC, tem-se que a real distribuição do modelo
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Twisted Normal tem o comportamento de concavidade, como mostrado na Figura 4.7 (a),

tendo uma grande quantidade de pontos, denotada pelas curvas de ńıvel, concentradas

próximo de 1.

As implementações parecem ter comportamentos bem parecidos em relação a distri-

buição real, em que as curvas de ńıvel indicam que a massa de pontos está proxima do

comportamento da distribuição real. É posśıvel observar, também, pontos fora do padrão

para essa distribuição nas estimações dos algoritmos, isso pode inferir no desempenho do

algoritmo. Em especial, cita-se a implementação 5, que tem como fatoração (θ2|yobs) e

(θ1|θ2, yobs), por ser o algoritmo com menor quantidade de pontos fora do esperado para

a distribuição real, dando ind́ıcios de que tenha a melhor perfomance entre os algoritmos.

Vale ressaltar que a quantidade de iterações utilizadas para as fatorações e no Amos-

trador de Gibbs foi de 5.000 unidades. Portanto, os gráficos da Figura 4.7 têm a mesma

quantidade de pontos.

A Figura 4.8 ilustra a distribuição de densidades das amostras geradas da distribuição a

posteriori por cada algoritmo para cada parâmetro. Observa-se que a linha correspondente

ao algoritmo ABC pode ser tomada como referência para o parâmetro.

(a) Distribuições a posteriori de θ1. (b) Distribuições a posteriori de θ2.

Figura 4.8: Distribuições a posteriori de θ1 e θ2.
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Pelo Figura 4.8 (a) é posśıvel perceber que as densidades de probabilidades têm com-

portamentos parecidos entre si.

Já na Figura 4.8 (b), os algoritmos também estão próximos entre si, mas, a configu-

ração da distribuição da densidade parece variar entre -1 e 1.

Analisando o comportamento dos geradores de amostras da distribuição a posteriori

(fatorações e Amostrador de Gibbs) aplicados, foram-se observados os comportamentos

de autocorrelação e movimentação das amostras geradas, sendo esse analisado para as 50

primeiras observações. A Figura 4.9 ilustra bem esses comportamentos.

É posśıvel perceber que o algoritmo ABC e os algoritmos que utilizam da fatoração

(Implementação 4 e 5) têm comportamentos parecidos para os gráficos ACF (Função de

autocorrelação) e de movimentação da cadeia. Esses comportamentos estão ligados entre

si, pois é posśıvel denotar que quanto mais independentes são os geradores de amostras da

distribuição a posteriori, maior a variação que se tem ao gerar uma amostra consecutiva.

E isso se faz valer para esses algoritmos, em que o ACF deles mostra que as amostras

geradas são independentes entre si. Por consequência, seus gráficos de movimentação de

cadeia mostram que há uma grande variação de uma amostra para a outra.

Já, para a Implementação 6, que utiliza o Amostrador de Gibbs para gerar amostras da

distribuição a posteriori, tem-se, pelo gráfico ACF, que as amostras geradas apresentam

autocorrelação serial, o que era de se esperar, pois é uma caracteŕıstica dos métodos

MCMC.

Vale ressaltar que o fato de selecionar as 50 primeiras amostras geradas serve apenas

para efeito de visualização do caminho. Mas, esse padrão de variabilidade se repete para

todas as amostras geradas, já que, para a maioria dos algoritmos, não há correlação serial.

Espera-se que as implementações que não apresentem autocorrelação serial tenham

menor tempo de convergência para a distribuição a posteriori, necessitando, assim, menos

iterações.

Como resultado final, pode-se inferir que a escolha da ordem da fatoração faz dife-
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(a) ACF Implementação 4 - Fatora-
ção θ1|yobs e θ2|θ1, yobs.

(b) Movimentação da Implementa-
ção 4 - Fatoração θ1|yobs e θ2|θ1, yobs

(c) ACF Implementação 5 - Fatora-
ção θ2|yobs e θ1|θ2, yobs.

(d) Movimentação da Implementa-
ção 5 - Fatoração θ2|yobs e θ1|θ2, yobs.

(e) ACF Implementação 6 - Gibbs.
(f) Movimentação da Implementa-
ção 6 - Gibbs.

Figura 4.9: Mistura da cadeia e função de autocorrelação dos algoritmos.
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rença na obtenção das distribuições a posterior, como visto pela comparação entre as

implementações 4 e 5, na qual a primeira utiliza a ordem θ1|yobs e θ2|θ1, yobs e o segundo

a ordem θ2|yobs e θ1|θ2, yobs. Apesar disso, os algoritmos convergiram seus resultados, em

sua maioria, com a distribuição exata do modelo.

Além disso, foram necessárias a geração de 1 milhão de amostras, o que levou a um

certo custo computacional para os algoritmos que utilizam de redes neurais, e, também,

para o algoritmo o ABC que precisou de muitas amostras para chegar a distribuição

correta.

4.3 Mistura de Normais

Considerando agora um modelo de mistura gaussiano 2-dimensional apresentado por

Rodrigues, Nott e Sisson (2019) na qual a função de verossimilhança é dada por:

p(s|θ) =
1∑

b1=0

. . .
1∑

bD=0

[
D∏
i=1

w1−bi(1− w)1−bi

]
ϕD(s|µ(b,θ),Σ) ,

em que ϕp(x|a,B) denota a função de densidade da distribuição normal bivariada com

média a e estrutura de covariâncias B avaliada em x, w ∈ [0, 1] é o peso da mistura,

µ(b,θ) = ((1 − 2b1)θ1, . . . , (1 − 2bD)θD)
⊤, b = (b1, . . . , bD)

⊤ com bi ∈ {0, 1} e Σ = [Σij]

tal que Σii = 1 e Σij = ρ para i ̸= j.

Os parâmetros utilizados para a distribuição foram, D = 2, sobs = (5, 5) e w = 0, 3 e

ρ = 0, 7. As estat́ısticas-resumo são dadas pela média da distribuição de cada variável em

X.

A diferença nos pontos das estat́ısticas-resumo observada com os valores do artigo

original, de Rodrigues, Nott e Sisson (2019), se deve ao fato de estarmos interessados em

avaliar se os algoritmos conseguem se mover entre as áreas de alta densidade da distribui-

ção a posteriori. A distribuição a priori amostrada seguiu uma distribuição U [−10, 10].

Os algoritmos utilizados foram:
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i Implementação 3 - Regressão linear e fatorações da distribuição a posteriori, sendo

o modelo com melhor comportamento apresentado na subseção 4.1;

ii Implementação 2 - Regressão quant́ılica e Amostrador de Gibbs Aproximado, como

apresentado na subseção 4.2, e denotado por Santos (2021) na seção 2.6;

iii Implementação 4 - Regressão quant́ılica e fatorações da distribuição a posteriori,

como apresentado na subseção 4.2 e proposto como inova ]ao neste trabalho, deno-

tado na seção 3.

A arquitetura das redes neurais são as mesmas para ambos as implementações e estão

descritas na seção 4.2. Assim como os tamanhos de amostras gerados (1.000.000) e taxa

de aceitação (0,05).

A Figura 4.10 mostra as distribuições conjuntas geradas após o ajuste dos modelos e

determinação das distribuições condicionais. Além disso, as densidades marginais de cada

parâmetro obtido.

A Implementação 3 não obteve um bom ajuste se comparada a distribuição real dos

dados, vide resultados do algoritmo ABC. Já as implementações 2 e 4 apresentaram

comportamento mais próximo da distribuição exata, com alguns pontos fora das curvas

de ńıvel, sendo mais presente neste último algoritmo, indicando que, dentre os algoritmos

utilizados nesse cenário, este último foi o que teve melhor desempenho.

É curioso notar que os pontos fora das curvas de ńıvel na Figura 4.10 (c) parecem estar

em um caminho diagonal, como se a cadeia estivesse se movimentando de uma região a

outra oposta diagonalmente. O que ocorre diferentemente para o algoritmo da Figura

4.10 (d), em que os pontos parecem indicar que o movimento da cadeia vai de uma região

a outra ortogonalmente, com pouca presença de ponto no centro do gráfico.

Pela avaliação das densidades dos parâmetros é posśıvel perceber que a Implementação

3 se distancia bastante do comportamento dos outros algoritmos. Já Implementação 4
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(a) Amostras aceitas pelo algoritmo
de rejeição ABC.

(b) Distribuição a posteriori da Im-
plementação 3.

(c) Distribuição a posteriori da Im-
plementação 2.

(d) Distribuição a posteriori da Im-
plementação 4.

(e) Densidade marginal da distribui-
ção a posteriori de θ1 para cada im-
plementação.

(f) Densidade marginal da distribui-
ção a posteriori de θ2 para cada im-
plementação.

Figura 4.10: Distribuições conjuntas da distribuição a posteriori e densidades marginais.
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tem sua curva de densidade mais próxima da curva do ABC, tanto para θ1 quanto para

θ2.

A Figura 4.11 apresenta a mistura das cadeias geradas pelos algoritmos após o ajuste

dos modelos de regressão, juntamente com os gráficos para avaliação da autocorrelação

serial.

Como apresentado nos parágrafos anteriores, a Implementação 2 consegue caminhar

suas iterações de forma diagonal, já a Implementação 4 não consegue. Isso mostra que,

este último, acertou as outras regiões com mais exatidão e não precisou caminhar até

chegar na região mais distante e menos massissa.

Vale observar que, na Figura 4.11 (c), nenhum ponto saiu de uma região e foi para sua

oposta diagonalmente. O que pode ser um problema para o algoritmo, mostrando que

precisa de pelo menos dois passos, para esse caso, para chegar a uma região oposta a sua.

Pelos gráficos de autocorrelação, os três algoritmos apresentam comportamento sa-

tisfatório para essa análise, corroborando o que já foi dito anteriormente. Todos geram

amostras da distribuição a posteriori independentes entre si, por isso não há uma corre-

lação entre amostras consecutivas.

Isso se reflete nos gráficos de mistura, pois há uma relação ńıtida entre independência

da distribuição a posteriori e os saltos que o algoritmo dá, mostrando maior flexibilidade,

que é exigida para esse tipo de cenário de dados.

As figuras apresentadas nesta subseção corroboram com o bom comportamento da

distribuição a posteriori gerada pela implementação 4 (Regressão quant́ılica via redes

neurais, Splines Monotônico e geração da distribuição a posteriori a partir de aproximações

por fatorações), proposta como inovação deste trabalho, havendo alta movimentação e boa

convergência para a distribuição alvo.
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(a) Mistura da cadeia das 50 primei-
ras da Implementação 3

(b) Função de autocorrelação da Im-
plementação 3

(c) Mistura da cadeia das 50 primei-
ras iterações da Implementação 2

(d) Função de autocorrelação da Im-
plementação 2

(e) Mistura da cadeia das 50 primei-
ras iterações da Implementação 4

(f) Função de autocorrelação da Im-
plementação 4

Figura 4.11: Mistura da cadeia e função de autocorrelação dos algoritmos
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Conclusão

Este trabalho apresenta uma nova implementação eficiente de algoritmo ABC, utili-

zando a técnica de fatorações da distribuição a posteriori, apresentado como trabalhos

futuros em Rodrigues, Nott e Sisson (2019) e juntamente com as inovações apresenta-

das em Santos (2021). Essa inovação foi aplicada nas implementação 3 da seção 4.1,

implementações 4 e 5 da seção 4.2 e implementação 4 da seção 4.3.

O uso da regressão quant́ılica via redes neurais tem como finalidade gerar modelos

mais flex́ıveis para os quantis, ao invés de modelos para as médias e variâncias, como

ocorre em Rodrigues, Nott e Sisson (2019). Com isso, melhora-se as aproximações das

densidades condicionais e diminui-se o erro na obtenção da distribuição a posteriori de

interesse.

Foram realizadas comparações dessa implentação com as implementações desenvolvi-

das em Rodrigues, Nott e Sisson (2019) e em Santos (2021) para a obtenção dos parâme-

tros em três diferentes problemas: distribuição Normal Bivariada, Distribuição Twisted

Gaussian e Distribuição Mistura de Normais. Em todas, a implementação proposta neste

trabalho teve melhor comportamento se comparado aos algoritmos propostos em seus

artigos.

Faz-se necessário, para trabalhos futuros, utilizar diferentes métricas para medir, com
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exatidão, o erro gerado pelas amostras, já que o MSE em si não é o mais adequado para

esse tipo de comparação. Medida de Kullback-Leibler parece ser a mais indicada para

avaliar o quanto uma distribuição está próxima da outra.

Outra sugestão se dá pela substituição do método Splines Monotônico pela utiliza-

ção da Regressão Isotônica, como alternativa para suavizar monotonicamente a curva da

função de distribuição acumulada gerada pela Regressão Quant́ılica.

Algumas caracteŕısticas dos algoritmos também foram verificadas, como a convergên-

cia, velocidade de mistura e independência das amostras geradas. Esses foram problemas

citados em Rodrigues, Nott e Sisson (2019) e que podem impactar na eficiência do algo-

ritmo. A implementação proposta neste trabalho se mostrou uma boa mistura na cadeia,

resultando em uma convergência mais rápida nos valores, além disso, foi constatado que

não houve a presença de autocorrelação serial. Esta também vista no algoritmo de Santos

(2021), mas, graças ao uso da descorrelação prévia dos parâmetros.

A forma como a distribuição foi fatorada também foi estudada, em especial na seção

4.2, no qual a forma da fatoração afetou substancialmente a obtenção da distribuição a

posteriori.

O tempo computacional também foi avaliado no cenário da distribuição Twisted Gaus-

sian e não foram observadas diferenças significativas nos tempos entre os algoritmos estu-

dados. Mas a diferença ocorre com o aumento do tamanho de amostras que são utilizadas.

E muito desse tempo se deve ao fato de se estar utilizando redes neurais.
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