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RESUMO 

Introdução: A resistência à insulina é definida como uma diminuição da resposta dos 

tecidos às ações celulares mediadas pela insulina, sendo o inverso da sensibilidade à 

insulina. Atualmente existem métodos considerados padrão-ouro para medir a 

resistência à insulina, como o clamp euglicêmico hiperinsulinêmico e o clamp 

hiperglicêmico. Mas, estes métodos são caros, trabalhosos e raramente utilizados em 

grandes estudos epidemiológicos. Objetivo: Avaliar o melhor modelo preditivo de 

aprendizado de máquina para prever a resistência à insulina no Estudo de Riscos 

Cardiovasculares em Adolescentes (ERICA) 2013-2014. Métodos: Estudamos 

aproximadamente 38.000 adolescentes, utilizando as variáveis HDL colesterol, LDL 

colesterol, triglicerídeos, circunferência da cintura, estado nutricional, inatividade 

física, tabagismo, consumo de álcool, comportamento sedentário, nível 

socioeconômico, pressão arterial e idade para criação dos modelos de aprendizado 

de máquina. A amostra foi estratificada por sexo e desenvolvemos os modelos: 

Regressão Logística (RL), Poisson, Rede Neural Profunda (RNP), XGBoost, Random 

Forest (RF), Decision Tree (DT) e Support Vector Machine (SVM). Avaliámos os 

modelos utilizando a área sob a curva (AUC), as curvas de calibração e a análise da 

curva de decisão (DCA) e o gráfico SHapley Additive exPlanations. Resultados: Os 

modelos RL, Poisson, XGBoost, RNP e RF apresentaram a AUC mais elevada, 

variando entre 0,72 e 0,8 para meninos e meninas. Três modelos (RL, XGBoost e 

RNP) apresentaram uma calibração mais elevada nas meninas do que nos meninos, 

80% e 60%, respetivamente. A curva DCA mostrou valores de prevalência em torno 

de 18% para as meninas e 16% para os meninos e, para além deste limiar de 

probabilidade, todos os modelos, com exceção do modelo SVM, poderiam ser 

benéficos na intervenção clínica. Por fim, os preditores clínicos mais importantes 

encontrados para ambos os sexos foram a circunferência da cintura, triglicerídeos e 

idade. Conclusões: Nosso estudo sugere que a RL pode ser útil para prever a 

resistência à insulina em adolescentes do ERICA , pois destaca-se como a melhor 

escolha devido à sua interpretabilidade, ampla aplicabilidade em contextos clínicos, 

eficiência computacional e desempenho comparável aos outros modelos 

desenvolvidos.  

Palavras-chave: aprendizado de máquina, resistência insulínica, adolescentes, 

saúde pública, HOMA-IR.



 

ABSTRACT 

Introduction: Insulin resistance is defined as a decreased tissue response to insulin-

mediated cellular actions, and it is the inverse of insulin sensitivity. There are currently 

methods considered the gold standard for measuring insulin resistance, such as the 

hyperinsulinemic euglycemic clamp and the hyperglycemic clamp. However, these 

methods are expensive and are rarely used in large epidemiological studies. Aim: 

Asessment of machine learning models performance for clinical prediction of insulin 

resistance in The Study of Cardiovascular Risk in Adolescents (ERICA) 2013-2014. 

Methods: We studied approximately 38,000 adolescents and considered  HDL 

cholesterol, LDL cholesterol, triglycerides, waist circumference, nutritional status, 

physical inactivity, smoking habits, alcohol consumption, sedentary behavior, 

socioeconomic status, blood pressure and age variables. We began stratifying the 

subset by sex and create the model building process for machine learning models 

logistic regression (LR), Poisson, Deep Neural Network (DNN), eXtreme Gradient 

Boosting (XGBoost), Random Forest (RF), Decision Tree (DT) and Support Vector 

Machine (SVM). We evaluate the models using area under the curve (AUC), calibration 

curves and decision curve analysis (DCA). Finally, we used SHapley Additive 

exPlanations. Results: LR, Poisson, XGBoost, DNN and RF models had the highest 

AUC ranging from 0.72 to 0.8 for boys and girls. Three models (LR, XGBoost and DNN) 

had higher calibration in girls than in boys, up to 80% vs up to 60%, respectively. The 

DCA curve showed prevalence values around 18% for girls and 16% for boys, and 

beyond this threshold of probability, all models could provide beneficial in clinical 

intervention, with exception of SVM model. Finally, the most important clinical 

predictors for both sexes were waist circumference, triglycerides and age. 

Conclusions: Our study suggests that the LR model could be useful to predict insulin 

resistance in ERICA adolescents and stands out as the most appropriate choice in this 

context due to its interpretability, broad applicability in clinical settings, computational 

efficiency, and comparable performance to other developed models.  

Keywords: machine learning, insulin resistance, adolescents, public health, HOMA-

IR. 
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1. INTRODUÇÃO 

Segundo um boletim das Nações Unidas, cerca de 21% da população mundial 

são adolescentes com idade entre 10 e 19 anos (UNITED NATIONS, 2019; WORLD 

HEALTH ORGANIZATION, 2020). A adolescência é considerada uma fase de 

transição entre a infância e a idade adulta, durante a qual ocorrem mudanças físicas, 

psicológicas e sociais intensas. Geralmente começa com a puberdade e termina por 

volta dos 19 anos (TANNER, 1962). 

A resistência insulínica (RI) pode ser definida como uma diminuição da resposta 

do tecido às ações celulares mediadas pela insulina e é o inverso da sensibilidade à 

insulina (LEVY-MARCHAL et al., 2010). Na puberdade, está frequentemente 

associada à ocorrência de um status de RI com aumento compensatório dos níveis 

de insulina (GORAN et al., 2001). 

Uma revisão sistemática mostrou que a prevalência de RI encontrada em 

adolescentes foi de 3,1% até 44%. Essa variação pode ser explicada pelo uso de 

diferentes equações para definir a resistência insulínica (VAN DER AA et al., 2015). 

Atualmente não há uma expressão numérica universalmente aceita para definir a RI, 

e não há um ponto de corte claro para distinguir entre normal e anormal (LEVY-

MARCHAL et al., 2010).  

Para medir a RI existem métodos considerados padrão-ouro como clamp 

euglicêmico hiperinsulinêmico e clamp hiperglicêmico. Porém, tais métodos são caros, 

trabalhosos e por isso são raramente utilizados em grandes estudos epidemiológicos 

(SINGH et al., 2010). Em crianças e adolescentes, métodos alternativos indiretos 

baseados em níveis de insulina e glicose em jejum são utilizados, como o 

Homeostasis Model Assesment Insulin Resistance (HOMA-IR) (SCHWARTZ et al., 

2008).  

O modelo HOMA é uma ferramenta matemática que estima a resistência 

insulínica (HOMA-IR) e a função das células beta (HOMA-%β) com base nas 

concentrações de glicose e insulina no sangue em jejum. Esse modelo é composto 

por equações empíricas não lineares que descrevem a regulação da glicose pelos 

órgãos e tecidos envolvidos (MATTHEWS et al.,1985). Uma das principais vantagens 

de se utilizar o HOMA-IR é que para o seu cálculo não são necessárias várias 
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amostras de sangue, tornando-o prático em estudos epidemiológicos e clínicos 

(SCHWARTZ et al., 2008). 

O Estudo de Riscos Cardiovasculares em Adolescentes (ERICA)  é um estudo 

multicêntrico brasileiro, cujo objetivo é fornecer estimativas de fatores de risco 

cardiovascular, síndrome metabólica (SM) e seus componentes. No estudo foram 

avaliadas as condições de saúde de cerca de 75 mil estudantes entre 12 e 17 anos, 

de 1.247 escolas brasileiras, públicas e particulares, distribuídas por 122 cidades 

participantes (DA SILVA et al., 2016).  

O estudo realizado por Chissini et al. (2020) analisou o ERICA e mostrou que os 

valores de corte ideais do HOMA-IR associados à síndrome metabólica na população 

total foram de 2,8 para os adolescentes do sexo masculino e de 2,32 para as 

adolescentes do sexo feminino. Esse estudo também mostrou que a resistência 

insulínica foi prevalente em 19,1% dos adolescentes (IC 95%), sendo a maior 

prevalência entre meninas com excesso de peso. 

A inteligência artificial (IA) têm sido aplicada de forma eficaz no diagnóstico de 

doenças, tratamento personalizado e prognóstico (YU et al., 2018; OIKONOMOU et 

al., 2023). Pesquisas no campo de aprendizado de máquina foram desenvolvidas 

buscando realizar a predição de resistência insulínica em suas respectivas 

populações alvo. Porém, podemos notar que existem poucos estudos focando em 

populações de países de renda média baixa, especialmente estudos com os 

adolescentes como população alvo (YU et al., 2018; OIKONOMOU et al., 2023; 

ZHANG et al., 2022; ZHANG et al., 2024; PARK et al., 2022; LEE et al., 2022)   

Buscando auxiliar profissionais de saúde na identificação da resistência 

insulínica, podemos utilizar modelos preditivos criados a partir de banco de dados de 

estudos epidemiológicos. Com isso, o objetivo do presente estudo foi desenvolver o 

melhor modelo preditivo de aprendizado de máquina para resistência à insulina, 

definido pelo HOMA-IR, baseado em dados do Estudo de Riscos Cardiovasculares 

em Adolescentes (BLOCH et al., 2015). 
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2. REVISÃO DE LITERATURA 

2.1 Implicações clínicas da Resistência Insulínica 

A história da resistência insulínica  remonta a década de 1960, quando 

pesquisadores começaram a identificar uma diminuição na capacidade das células-

alvo de responderem à ação da insulina, com isso demonstrou-se que indivíduos com 

diabetes mellitus apresentavam alta concentração de insulina em comparação com 

indivíduos não diabéticos (YALOW; BERSON, 1960a, 1960b). Desse modo, a RI foi 

definida como um estado em que é necessário uma quantidade maior de insulina do 

que o normal para obter uma resposta quantitativamente normal (YALOW;BERSON, 

1960a, 1960b).  

Em 1978, Ronald Kahn delineou a resistência à insulina como uma condição que 

ocorre sempre que concentrações normais de insulina resultam em uma resposta 

biológica abaixo do padrão normal (KAHN, 1978). Em 2010, um painel de 

especialistas debateu a maneira mais apropriada de avaliar a RI na infância e 

adolescência, que consistiu na caracterização como a redução da resposta dos 

tecidos às ações celulares mediadas pela insulina, representando o oposto da 

sensibilidade à insulina (LEVY-MARCHAL et al., 2010). 

Na fase adulta a resistência à insulina é amplamente reconhecida como um fator 

crucial no desenvolvimento do diabetes mellitus tipo 2 (DM2), associando-se à 

obesidade, síndrome metabólica, hipertensão e doença cardíaca (REAVEN, 1997). 

A DM2 e doenças cardiovasculares (DCV) emergem como uma preocupante 

epidemia global, demonstrando um grande aumento nas últimas décadas. Estima-se 

que o número total de pessoas com diabetes globalmente aumentará de 151 milhões 

em 2000 para 221 milhões até 2010 (AMOS et al., 1997) e para 300 milhões até 2025 

(ZIMMET et al., 2001). Além disso, estudos mostram que tem ocorrido um aumento 

na identificação de DM2 e DCV na infância e adolescência (DE QUADROS et al., 

2019; EKTA et al., 2016), sendo a RI o denominador comum entre DM2 e DCV 

(HAFFNER et al., 1992; BECK-NIELSEN et al., 1999). 

2.2 Sensibilidade e Resistência Insulínica na Puberdade e Adolescência 

Estudos recentes demonstram que há uma tendência de início precoce da 
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puberdade e mernarca nas meninas, tendência essa que pode ser explicada pelo 

aumento da prevalência da obesidade visto que o IMC mais alto leva ao início mais 

precoce da puberdade. Essa tendência não foi observada em meninos (HERMAN et 

al., 1997). 

Crianças pré-puberes crescem em média 5-6cm/ano e durante a puberdade essa 

velocidade é aumentada com uma rápida taxa de crescimento. Esse crescimento 

linear ocorre em resposta ao hormônio do crescimento. Os esteroides sexuais também 

contribuem para o aumento do hormônio do crescimento, promovendo esse 

crescimento ósseo longitudinal em ambos os sexos (TANNER et al., 1976; FRISCH et 

al., 1971). 

Durante a puberdade, verifica-se uma diminuição da sensibilidade à insulina. 

Esta diminuição da sensibilidade à insulina foi também confirmada por um estudo 

semilongitudinal, que demonstra que esta diminuição ocorre durante a puberdade 

(WEITS et al., 1988). Durante a puberdade, é necessária uma concentração elevada 

de insulina para promover um crescimento ideal, o que resulta numa resistência 

insulínica fisiológica, um processo que é autolimitado, ou seja, uma condição 

temporária que ocorre naturalmente nos adolescentes (ZEITLER; NADEAU, 2020).  

Os marcadores cardiovasculares ligados à sensibilidade à insulina se mostraram 

afetados pela puberdade. A pressão arterial sistólica aumenta em ambos em os sexos, 

mas a uma taxa mais acelerada em meninos. A pressão arterial diastólica também 

aumentou em ambos os sexos, mas sem diferença entre eles (SCHWARTZ et al., 

2008). 

2.3 Obesidade na Puberdade e Adolescência 

A obesidade afeta populações independentemente do estágio do ciclo da vida 

ou da condição socioeconômica. Deve ser considerada uma doença crônico-

degenerativa e multifatorial, que apresenta fatores etiológicos reversíveis e 

irreversíveis e que pode ser apontada como causa direta de doenças graves 

(WAJCHENBERG et al., 2014) 

Além disso, a obesidade é um dos contribuintes mais conhecidos para a 

resistência insulínica, mostra-se como um problema prevalente em diversos países. 

Em crianças e adolescentes, a obesidade é avaliada  através do IMC, que é a medida 
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de triagem aceita, e tem sido utilizado para estudos na atualidade. Considera-se o 

cálculo do IMC/idade pelo z score com as curvas percentílicas acima de z + 1 (percentil 

85) classificadas como sobrepeso e de z + 2 (percentil 95) como obesidade (REINEHR 

et al., 2015; MUST et al., 2005). 

 Nos Estados Unidos, aproximadamente 32% das crianças de 2 a 19 anos são 

consideradas com sobrepeso ou obesidade, e 17% são consideradas obesas. Isso 

aponta que cerca de um terço estão em risco de complicações associadas à 

resistência insulínica (OGDEN et al., 2014). A combinação de obesidade e puberdade 

representam grande grau de risco para os adolescentes no desenvolvimento da RI 

fisiológica, pois é caracterizada pela diminuição da oxidação da glicose e pela redução 

da supressão mediada pela insulina na oxidação de ácidos graxos livres. Com isso 

surge a necessidade aumentada de oxidação de gordura em decorrência da 

obesidade. Esse aumento da oxidação de gordura pode amplificar as manifestações 

glicêmicas da RI  (HANNON et al., 2006; WU et al., 2006). 

Na puberdade nota-se que a sensibilidade à insulina é inversamente 

proporcional ao índice de massa corporal (IMC) e percentual de gordura corporal, ou 

seja, os adolescentes obesos têm menor sensibilidade à insulina quando comparados 

com adolescentes de peso normal (LEVY-MARCHAL et al., 2010). Além disso, na 

adolescência a ação da insulina no metabolismo da glicose é cerca de 30% inferior, 

compensada pelo aumento da secreção de insulina (ARSLANIAN et al., 1994; 

CAPRIO et al., 1989).  

2.4 Aspectos de Estilo de Vida: Tabagismo, Álcool, Atividade Física e 

Comportamento Sedentário 

O uso de cigarros está associado ao aumento no triglicerídeo plasmático e 

diminuições na concentração plasmática de colesterol HDL. Tais mudanças são 

secundárias à resistência e captação de glicose, estimuladas por insulina e 

hiperinsulinemia (FACCHINI et al.,1992). No Brasil, segundo o estudo realizado pela 

Pesquisa Nacional de Saúde Escolar 2019 (PeNSE 2019), o consumo de cigarros 

entre adolescentes, de 13 a 17 anos, apresentou uma prevalência de 5,4%, quando 

os adolescentes foram perguntados se fumaram algum dia nos 30 dias anteriores à 

pesquisa (INSTITUTO BRASILEIRO DE GEOGRAFIA E ESTATÍSTICA, 2019). 
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Segundo estudo realizado por Choi (2019), indivíduos que aumentaram o 

consumo de bebida alcoólica tiveram um alto risco de síndrome metabólica (aOR, 

1,45; IC 95%, 1,09 a 1,92) quando comparados a indivíduos que diminuiram o 

consumo de bebida alcoólica (aOR, 0,61; IC 95%, 0,44 a 0,84). No Brasil, segundo o 

estudo PeNSE 2019, o consumo de bebida alcoólica em adolescentes que tomaram 

pelo menos um copo ou uma dose nos 30 dias anteriores à pesquisa, apresentou uma 

prevalência de 25,3% (IC de 23,5% a 27,1% para IC de 95%) para adolescentes entre 

13 a 17 anos. 

O grau de atividade física afeta a resistência insulínica, pois na prática de 

atividade física a utilização de glicose em todo o corpo é aumenta, e essa captação é 

é mediada pela insulina. Até mesmo uma atividade física moderada aumenta a 

captação de glicose pelas células musculares por mecanismos independentes da 

insulina (BURSTEIN et al., 1985). 

O exercício modula a translocação dos transportadores GLUT4, que 

normalmente são controlados pela secreção de insulina (WEITS et al., 1988), 

aumentando a captação de glicose de forma aditiva aos mecanismos mediados por 

insulina, contribuindo para uma homeostase glicêmica mais eficiente no geral (AMIEL 

et al., 1986). A prática de atividade física melhora a sensibilidade à insulina. Um estilo 

de vida que incorpore exercícios aeróbicos e/ou atividade física que cumpram as 

diretrizes de intensidade moderada por pelo menos 30 minutos em 3-5 dias por 

semana está associado à melhora da sensibilidade à insulina e ao controle glicêmico.  

Além disso, os benefícios da atividade física e exercício são evidentes em todas as 

idades, desde crianças até adultos mais velhos, incluindo aqueles categorizados como 

assintomáticos/saudáveis, pré-diabéticos/síndrome metabólica, e pacientes com DM2 

(BIRD et al., 2017). 

 O comportamento sedentário é caracterizado pela escassez no gasto de energia 

na realização de atividades sentado, reclinado ou em repouso (WORLD HEALTH 

ORGANIZATION, 2020b). Adultos com DM2 que substituíram várias horas por dia de 

sedentarismo por ficar em pé ou caminhar levemente apresentaram uma redução 

significativa da glicemia ao longo de 24 horas, em comparação com adultos que não 

substituíram os períodos de sedentarismo por atividade. Ao longo de 4 a 5 dias, a 

sensibilidade à insulina também melhorou nos grupos que substituíram os períodos 
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de sedentarismo por exercício. Essas mudanças parecem ocorrer por mediação da 

captação de glicose induzida pela contração, ao invés da captação de glicose mediada 

pela insulina. Assim, a melhora na sensibilidade à insulina pode ser observada até 

mesmo em um curto período de aumento dedicado de atividade não extenuante 

(DUVIVIER et al., 2016; DUNSTAN et al., 2012). De acordo com dados da PeNSE de 

2019, a prevalência de tempo de tela sedentário em adolescentes de 13 a 17 anos 

que ficaram mais de 3 horas por dia nos 7 semanas anteriores à pesquisa em 

atividades sentado, de frente para telas de televisão, computador, celular foi de 61,6% 

(INSTITUTO BRASILEIRO DE GEOGRAFIA E ESTATÍSTICA, 2019). 

2.5 Métodos de detecção de Resistência Insulínica  

Nas últimas décadas, estudos de investigação metabólica clínica são dedicados 

ao desenvolvimento de métodos para medir a resistência à insulina e sua utilização 

em mecanismos teciduais e celulares responsáveis subjacentes (SIMONSON, 2014). 

Mais de quarenta anos se passaram desde a publicação de dois métodos importantes 

para estudar resistência à insulina: clamp euglicêmico hiperinsulinêmico e clamp 

hiperglicêmico (DEFRONZO et al., 1979).  

Apesar do tempo, essas técnicas ainda são consideradas métodos padrão-ouro, 

porque efetivamente interrompem os mecanismos normais de retroalimentação 

homeostático que existem entre captação de glicose no tecido, secreção de insulina 

e a concentração plasmática de glicose, permitindo que o pesquisador estude cada 

variável de forma independente, enquanto controla as demais (DEFRONZO et al., 

1979; SIMONSON, 2014). Contudo, a estimação direta da resistência insulínica por 

meio dessas técnicas é complicada, trabalhosa, cara e raramente utilizada em 

grandes estudos epidemiológicos (SINGH et al., 2010).  

Também existem as medidas indiretas de resistência à insulina. Elas podem ser 

divididas em três categorias, sendo a primeira derivada de amostra de jejum (HOMA-

IR, QUICKI, FIRI, razão de insulina de jejum por glicose e razão de glicose de jejum 

por insulina); a segunda é derivada de valores de teste de tolerância oral a glicose 

(STUMVOLL et al., 2000) e a terceira é baseada em marcadores clínicos, medidas 

antropométricas e exames laboratoriais de jejum, como IMC, circunferência da cintura, 

diâmetro abdominal sagital, índice de triglicerídeos/glicose (TyG) e Razão de 



20  

triglicerídeos/HDL (Tg/HDL) (ANTUNA-PUENTE et al., 2011; IWANI et al., 40 2019; 

KIM, 2018; RUDVIK et al., 2018). Essas medidas se mostram mais aplicáveis a 

estudos de larga escala devido a sua simplicidade de aplicação (ARSLANIAN, 2005; 

MICHALISZYN et al., 2020). 

Por fim, também existe o método HOMA-IR, que é um modelo matemático de 

interação de glicose e insulina utilizado para indicar o grau de hiperglicemia e, desse 

modo, indicar o grau de resistência insulínica e de deficiência das células beta-

pancreáticas de acordo com as concentrações plasmáticas em jejum de glicose e de 

insulina do paciente (MATTHEWS et al., 1985). 

2.6 Modelos de Aprendizado de Máquina 

2.6.1 Modelagem preditiva de dados clínicos 

No cotidiano a equipe médica e os responsáveis por políticas de saúde precisam 

fazer previsões sobre o prognóstico de uma doença. Também compete a equipe 

médica a análise da probabilidade de uma doença subjacente, em outras 

oportunidades é necessário avaliar as previsões para solicitações de testes e/ou 

terapias para grupo de pacientes em alto risco. Na área da saúde chamamos este 

processo de tomada de decisão clínica. Tradicionalmente, os profissionais da saúde 

utilizam a ferramenta da medicina baseada em evidências visando evitar adotar 

práticas de saúde que não sejam eficazes para o paciente. Além disso, a medicina 

baseada em evidências visa evitar tratamentos sem base científica comprovada 

(OXFORD Centre for Evidence-Based Medicine, 2024). 

Nas últimas décadas, o estilo tradicional de tomada de decisão médica em que 

os médicos assumem a responsabilidade exclusiva pelas decisões de tratamento tem 

sido desafiado e nota-se a presença de tentativas para promover a tomada de decisão 

compartilhada, onde os pacientes têm a oportunidade de expressar seus valores e 

preferências e de participar das decisões sobre seus cuidados (COULTER, 1997). 

Diante dessa nova onda de transformação, os modelos de previsão clínica 

podem contribuir, fornecendo dados para a tomada de decisões partilhadas e munindo 

os profissionais de saúde de informações e predições, para que estes possam decidir 

o tratamento de cada paciente com base em mais dados (GERDS et al., 2022). 
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2.6.2 Desenvolvimento, avaliação e comparação de modelos preditivos 

Embora a Inteligência artificial (IA) e o aprendizado de máquina estejam 

estreitamente ligados, eles não são termos idênticos. A IA é um campo amplo da 

ciência que visa criar sistemas capazes de realizar tarefas que normalmente requerem 

inteligência humana, como reconhecimento de fala, tradução de idiomas, tomada de 

decisões, bem como tarefas criativas como gerar imagens e textos. Por outro lado, o 

aprendizado de máquina é um subcampo da IA que se concentra no desenvolvimento 

de algortimos que permitem aos computadores aprender a partir de dados e assim  

realizar previsões em casos novos ou não vistos durante o treinamento (BURKOV, 

2019; SARKER, 2021; PANCH, 2018). 

Na etapa de treinamento, o modelo é treinado com o conjunto de dados e faz 

previsões. Em seguida, o modelo ajusta seus parâmetros com base em uma métrica 

que quantifica quão boas ou ruins são as as previsões (função de perda). Também é 

de praxe, que durante o treinamento o modelo seja aplicado a um grupo “invisível” de 

observações (conjunto de validação) para obtermos uma avaliação mais confiável do 

desempenho em dados não vistos (GERDS, 2022). 

Antes da escolha do modelo a ser utilizado, há uma etapa anterior que consiste 

na escolha do tipo de aprendizagem a ser utilizado. Atualmente existem diversos 

métodos de aprendizagem, mas três são bem utilizados na área de medicina: 

aprendizagem supervisionada, aprendizagem não supervisionada e aprendizagem 

semi supervisionada (SARKER, 2021). 

A aprendizagem supervisionada é um processo que seleciona recursos de 

entrada (rótulos) e em seguida atribui pesos para vincular os dados de entrada em um 

determinado valor (modelos de regressão) ou classe (modelos de classificação). A 

aprendizagem não supervisionada, consiste na análise e agrupamento de dados não 

rotulados. Com essa análise os modelos identificam padrões ocultos nos dados e os 

agrupa em conjuntos (SARKER, 2021). Por fim, o aprendizado semi supervisionado é 

uma abordagem que surgiu buscando mesclar as outras aqui citadas, e essa técnica 

consiste em processar dados não rotulados e cria representações-chave nas suas 

predições (JING, 2021).  

Seja supervisionado, não supervisionado ou semi supervisionado, o processo de 

criação dos modelos de aprendizado de máquina requer um conjunto de regras e 
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técnicas estatísticas que podem aprender padrões significativos a partir de dados, 

conhecidos como algoritmos (OIKONOMOU et al., 2023). 

2.6.3 Principais algoritmos de aprendizagem de máquina em predição clínica 

2.6.3.1 Modelos lineares generalizados (MLG) 

Os modelos lineares generalizados são uma classe de modelos estatísticos que 

generalizam a regressão linear tradicional para situações onde os dados não seguem 

uma distribuição normal e/ou a relação entre variáveis não é linear. Esse tipo de 

modelo permite a criação de diversos modelos como regressão logística e regressão 

de Poisson (MÜLLER, 2004). 

Regressão Poisson:     

Regressão logística:  

2.6.3.2 Decision Tree 

Os modelos de Decision Tree se assemelham a um fluxograma de tomada de 

decisão. Esse tipo de modelo permite a visualização da tomada de decisão pois tem 

uma representação visual das suas decisões e possíveis consequências. Esse tipo de 

modelo toma decisões repartindo a árvore em nós, onde cada nó representa uma 

característica e cada ramificação representa uma possível resposta para essa 

característica. Esses modelos podem ser para resolver problemas de classificação ou 

de regressão (QUINLAN, 1986). 

 

Figura 1. Desenho esquemático do modelo decision tree contendo 8 nós e 7 ramos. Fonte: Imagem 

criada pela autora.  
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2.6.3.3 Random Forest 

Os modelos Random Forest são uma combinação de diversos modelos de 

árvore de decisão. Nesse tipo de modelo, não há uma árvore individual que seja 

escolhida como a melhor árvore para o resultado da predição. Em vez disso, o 

resultado final da previsão é determinado pela combinação das previsões de todas as 

árvores presentes no algoritmo (BREIMAN et al., 2001). 

 

Figura 2. Desenho esquemático do modelo random forest demonstrando a presença de diversas 

árvores de decisão. Fonte: Imagem criada pela autora.  

2.6.3.4 Support Vector Machine (SVM) 

O modelo SVM é um algoritmo capaz de realizar tarefas de classificação e 

regressão. A SVM busca encontrar um hiperplano que melhor separa diferentes 

classes de dados. Esse hiperplano é escolhido de forma a maximizar a margem, que 

é a distância entre os pontos mais próximos de cada classe (EVGENIOU et al., 2001). 
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Figura 3. Estrutura geral do algoritmo SVM. O algoritmo define o hiperplano de separação entre 

classes, onde a seleção desses vetores de suporte visam maximizar a margem de separação entre as 

classes. Fonte: BARBOSA et al., 2021. 

2.6.3.5 Redes Neurais Profundas  

Redes neurais profundas, tradução de Deep Neural Network (DNN), são 

modelos de aprendizado de máquina compostos por múltiplas camadas, e em cada 

camada encontra-se presente a estrutura chamada de neurônio. Cada neurônio 

realiza uma operação matemática que recebe as entradas, realiza o processamento 

e gera saídas que são passadas para a camada a seguir. Cada camada aprende a 

representar os dados de forma progressivamente, começando com características 

mais simples e avançando para características mais complexas, conforme avançamos 

em sentido a camada de saída. Essa capacidade de aprender representações 

hierárquicas dos dados faz com que esse tipo de modelo seja eficaz em tarefas como 

reconhecimento de imagem, processamento de linguagem natural e previsão. Tais 

características tornam as redes neurais profundas uma excelente ferramenta para 

lidar com problemas complexos de aprendizado e problemas não lineares 

(GOODFELLOW et al., 2016). 
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Figura 4.  Camadas de uma Rede Neural e interação entre os neurônios. A rede neural mostrada é 

formada por três camadas, sendo elas a de entrada, oculta e saída.Fonte: BARBOSA et al., 2021. 

2.6.3.6 Extreme gradient boosting (XGBoost) 

O modelo XGBoost pertence à família de algoritmos denominada de ensemble. 

Esse conceito consiste na utilização de vários modelos mais simples (como por 

exemplo árvores de decisão) que são combinados para formar um modelo. O 

XGBoost utiliza o método de Gradient Boosting que busca adicionar modelos 

sequencialmente, onde cada novo modelo tenta corrigir os erros dos anteriores, 

através do ajuste dos pesos para minimizar a função de perda. O XGBoost também é 

reconhecido por sua eficiência computacional e por lidar com grandes volumes de 

dados, realizando o treinamento de forma rápida (CHEN et al., 2016) 
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Figura 5.  Exemplo de um modelo XGBoost contêndo 3 árvores de decisão que buscam minimizar a 

função de perda para obtenção do melhor resultado. Fonte: Imagem criada pela autora. 

2.6.3.7 Categorical Boosting (CatBoost) 

O modelo CatBoost em termos de arquitetura se assemelha bastante do modelo 

XGBoost. A grande diferença é que o CatBoost pode consumir variáveis categóricas 

diretamente, sem a necessidade de um pré-processamento extensivo como a 

codificação one-hot que transforma variáveis categóricas em numéricas 

(PROKHORENKOVA et al.,2021). 
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Figura 6.  Exemplo de um modelo Catboost contêndo 3 árvores que buscam minimizar a função de 

perda para obtenção do melhor resultado. Fonte: Imagem criada pela autora. Fonte: SHAHANI et al., 

2022. 

2.7  Modelos de predição de resistência insulínica 

Na última década houve um aumento na criação e pesquisa de modelos de 

aprendizado de máquina buscando auxiliar no diagnóstico, tratamento personalizado 

e prognóstico de doenças. Em um estudo chinês com crianças de 6 a 12 anos, cinco 

modelos de aprendizado de máquina foram avaliados para prever RI (ZHANG et al., 

2022): Regressão Logística, Support Vector Machine, Random Forest, XGBoost e 

Catboost. Dentre esses, o XGBoost demonstrou o melhor desempenho com uma AUC 

de 0,85.  

De forma semelhante, outro estudo chinês envolvendo adultos com mais de 40 

anos treinou sete modelos de aprendizado de máquina (ZHANG et al., 2024): RL, 

SVM, RF, ExtraTrees, Light Gradient-Boosting Machine (LightGBM), XGBoost e 

Árvore de Classificação e Regressão CART. O LightGBM exibiu desempenho superior 

com uma AUC de 0,86.  

Um estudo coreano com adultos acima de 40 anos, sete modelos de aprendizado 

de máquina foram avaliados (PARK et al., 2022): RL, XGBoost, Decision Tree, K-

Nearest Neighbors (KNN), SVM, RF e Rede Neural Profunda (RNP). Tanto o RL 

quanto o XGBoost apresentaram os melhores resultados, cada um com uma AUC de 

0,86.  

Um estudo americano com pacientes com doença renal crônica acima de 18 

anos avaliou quatro modelos de aprendizado de máquina (LEE et al., 2022): XGBoost, 

Regressão Logística, Rede Neural Profunda (RNP) e RF. O XGBoost foi o mais eficaz 

com uma AUC de 0,78.   
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2.8 Preditores associados a resistência insulínica 

Estudos recentes identificaram preditores associados a resistência insulínica em 

adolescentes e adultos jovens, incluindo obesidade (LEVY-MARCHAL et al., 2010), 

baixo colesterol HDL (HOWARD et al., 1998; REYES-SOFFER et al., 2015), alto 

colesterol LDL, alto triglicerídeos (SATTAR et al., 2015), elevada circunferência da 

cintura (RAMÍREZ-MANENT et al., 2023; DEUSDARÁ et al., 2022) e pressão arterial  

alta (MORAIS et al.,2016). Além disso, fatores de estilo de vida como comportamento 

sedentário (TIMMERMAN et al., 2018; YARIBEYGI et al., 2019), consumo de álcool 

(CHOI et al.,2019) e bebidas açucaradas (MA et al., 2016) estão ligados ao aumento 

da RI. Foi observado que fumantes exibem maior resistência à insulina (FACCHINI et 

al.,1992). Em relação aos fatores de características socioeconômicas, embora a renda 

familiar não tenha afetado diretamente o HOMA-IR, a escolaridade dos pais teve uma 

forte relação com a RI presente nos adolescentes do estudo (GOODMAN et al.,2007).  

Por outro lado, o exercício físico melhora a sensibilidade à insulina (DELA et al., 

1993; FROSIG et al.,2007). Uma revisão sistemática avaliou o desempenho 

metodológico de estudos que previam o risco de diabetes mellitus tipo 2 (DM2) não 

diagnosticado ou risco futuro. Nessa revisão, os preditores mais comuns foram idade, 

histórico familiar de diabetes, índice de massa corporal, hipertensão, circunferência 

da cintura e sexo (COLLINS et al., 2011). 

 

 

 

 

 

 

 

 

 



29  

3. JUSTIFICATIVA 

Fatores de riscos associados à resistência insulínica em crianças e adolescentes 

incluem doenças cardiovasculares, diabetes mellitus tipo 2 e hipertensão (ZAVARONI 

et. al.,1999). Em 2015, o diabetes em adultos custou cerca de 1,4 trilhões de dólares 

no mundo todo, representando quase 2% do PIB mundial, de acordo com Bommer et 

al. (2018). O estudo prevê que até 2030, esse custo aumentará para até 2,5 trilhões 

de dólares.  

Portanto, diante desses aspectos, nota-se a importância de identificar a 

resistência insulínica em crianças e adolescentes visando melhorar a qualidade de 

vida, bem como do ponto de um melhor aporte dos investimentos do cuidado em 

saúde nessa população alvo (ZEITLER; NADEAU, 2020;LEVY-MARCHAL et al., 

2010). 
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4. HIPÓTESE 

Modelos de aprendizado de máquina superam modelos clássicos, como a 

regressão logística, na previsão da resistência à insulina. Isso ocorre porque eles 

conseguem lidar melhor com grandes volumes de dados e capturar padrões 

complexos e interações não lineares entre as variáveis. 
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5. OBJETIVO 

5.1 Objetivo geral 

Avaliar o modelo de aprendizado de máquina com melhor performance para 

predizer a resistência insulínica em adolescentes do Estudo de Riscos 

Cardiovasculares em Adolescentes. 

5.2 Objetivos específicos 

Analisar modelos de machine learning utilizados para predição em resistência 

insulínica 

Desenvolver um modelo de inteligência artificial que poderá ser usado no futuro 

para identificar a resistência insulínica em adolescentes. 

Analisar o modelo de melhor performance com base na melhor métrica de 

acurácia.   
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6. METODOLOGIA 

6.1 Estudo de Riscos Cardiovasculares em Adolescentes 

6.1.1 Desenho amostral  

O ERICA é um estudo multicêntrico nacional, realizado entre fevereiro de 2013 

e novembro de 2014, cujo objetivo foi fornecer estimativas de fatores de risco 

cardiovascular, de síndrome metabólica e seus componentes em adolescentes (DA 

SILVA et al., 2016; BLOCH et al., 2015).  

No estudo foram avaliadas as condições de saúde de cerca de 75 mil estudantes 

entre 12 e 17 anos, de 1.247 escolas brasileiras, públicas e particulares, distribuídas 

por 122 cidades participantes. Para a seleção amostral dos adolescentes foi utilizado 

o Censo Escolar de 2011 (VASCONCELLOS et al., 2015). 

A população utilizada foi estratificada em 32 estratos geográficos, sendo 27 

capitais e cinco estratos com municípios com mais de 100.000 habitantes de cada 

uma das cinco macrorregiões. O processo de amostragem foi realizado em três 

estágios, sendo eles escola, turma e alunos. Em cada escola, foram escolhidas três 

combinações de turno (manhã x tarde) e ano, correspondentes aos três últimos anos 

do ensino fundamental e os três anos do ensino médio (VASCONCELLOS et al., 

2015). 

No total, foram selecionadas 1.251 escolas de 124 municípios do total de 273 

municípios elegíveis. No estudo houve perdas de 4 escolas, sendo 3 no Estado de 

São Paulo e 1 no Estado do Amapá, resultando na coleta de dados em 1.247 escolas 

de 122 municípios. Os resultados têm representatividade nacional para os 32 estratos 

e as 5 macrorregiões (BLOCH et al., 2015; VASCONCELLOS et al., 2015). Uma 

descrição detalhada do projeto do estudo foi publicada, bem como todas as 

informações do questionário do ERICA (BLOCH et al., 2015). 

Apesar do estudo analisar as condições de saúde de cerca de 75 mil estudantes, 

na amostra utilizaremos somente as variáveis presentes no subconjunto de 37.815 

adolescentes, pois havia uma necessidade de jejum de 12 horas para a coleta dos 

exames bioquímicos. Com isso o perfil dos adolescentes que correspondeu a essa 

condição foram os alunos do turno da manhã (DA SILVA et al., 2016). 
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6.1.2 Questionários 

O questionário do adolescente foi autopreenchido pelos estudantes em coletor 

eletrônico de informações, Personal Digital Assistant, modelo LG GM750Q. O 

questionário possuía 11 blocos temáticos (características sociodemográficas, trabalho 

e emprego, atividade física, comportamento alimentar, tabagismo, consumo de álcool, 

saúde reprodutiva, saúde bucal, morbidade referida, duração do sono e transtorno 

mental comum) contendo um total de 105 questões (DA SILVA et al., 2016).  

O questionário do responsável possuía questões sobre problemas de saúde na 

família, além de outras variáveis relacionadas ao adolescente. Já o questionário da 

escola consistia em analisar características físicas encontradas em cada escola, como 

cantina, bebedouros e quadras de esportes. Todos os alunos participantes do estudo 

e seus pais ou responsáveis legais assinaram um termo de consentimento (BLOCH 

et al., 2015). 

6.1.3 Recordatário e exames bioquímicos 

O recordatório consistiu em uma entrevista sobre a alimentação do adolescente 

nas últimas 24 horas. Para os dados provenientes dos exames bioquímicos foi 

realizada uma coleta de sangue em uma subamostra contendo cerca de 40 mil 

adolescentes, pois era necessário o jejum de 12 horas. Logo, somente os alunos do 

turno da manhã participaram dos exames bioquímicos (DA SILVA et al., 2016). 

6.1.4 Medidas antropométricas e pressão arterial 

As medidas antropométricas coletadas foram o peso, estatura e perímetro da 

cintura. Para os dados da pressão arterial, realizou-se duas medidas utilizando o 

aparelho, marca Omron®, modelo 705-CP, validado para uso em adolescentes 

(BLOCH et al., 2015; STERGIOU et al., 2006) 

6.2 Conjunto de dados e seleção de variáveis 

6.2.1 Colesterol HDL 

A variável colesterol HDL representa a medida do nível plasmático de HDL 

(mg/dL) em jejum (BLOCH et al., 2015). 
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6.2.2 Colesterol LDL 

A variável colesterol LDL representa o nível plasmático de LDL em jejum (mg/dL). 

O LDL foi calculado pela equação de Friedewald [colesterol_hdl + (triglicerídeos/5)], 

apenas para aqueles com colesterol menor que 400 mg/dl (FRIEDEWALD et al., 

1972). 

6.2.3 Triglicerídeos 

A variável triglicerídeos representa o nível plasmático de triglicerídeos em jejum 

(mg/dL) (ALBERTI; ZIMMET, 2007). 

6.2.4 Circunferência da cintura 

A variável circunferência da cintura foi medida duas vezes no ponto médio entre 

a curva inferior da última costela fixa e a curva superior da crista ilíaca, com o 

adolescente em pé, braços ao lado do corpo, pés juntos e abdómen relaxado. Foi 

permitida uma variação máxima de um centímetro entre as duas medições. O 

assistente pessoal digital calculava então automaticamente a média das duas 

medidas (BLOCH et al., 2015). 

6.2.5 Inatividade Física 

A variável inatividade física foi criada a partir da variável "tempo despendido em 

desporto em min/semana", que inclui atividades desportivas como futebol, futsal, 

handebol, basquetebol, patins, atletismo, natação, ginástica olímpica, luta, dança, 

corrida, ciclismo, caminhada, voleibol de quadra, voleibol de praia, queimada, surf, 

musculação, ginástica, ténis de quadra, ginástica e futebol de praia. O adolescente foi 

considerado inativo se o tempo gasto na atividade foi menor ou igual a 420 

min/semana (WORLD HEALTH ORGANIZATION, 2010). 

6.2.6 Hábitos de fumo 

A variável hábitos de fumo foi criada a partir da variável "nos últimos 30 dias, em 

quantos dias você fumou cigarros?" Um adolescente foi classificado como fumador se 

tivesse fumado pelo menos um cigarro nos últimos 30 dias (WARREN et al., 2008). 



35  

6.2.7 Consumo de álcool 

A variável consumo de álcool foi criada a partir da variável "bebedor", que 

classifica se uma pessoa consome álcool ou não (consumiu pelo menos 1 copo de 

álcool nos últimos 30 dias). Foram classificados como consumidores de álcool os 

adolescentes que responderam ter consumido pelo menos um copo de bebida 

alcoólica nos últimos 30 dias, excluindo-se aqueles que não consumiram ou não se 

lembravam (WARREN et al., 2008). 

6.2.8 Comportamento sedentário 

A variável tempo de tela foi criada para mapear o comportamento sedentário dos 

adolescentes. O bloco sobre incluiu perguntas sobre as horas de uso de computador, 

televisão e videogame em um dia médio da semana. Foram considerados sedentários 

os adolescentes que responderam que utilizam esses aparelhos por mais de 3 horas 

por dia (AMERICAN ACADEMY OF PEDIATRICS, 2001). 

6.2.9 Variável socioeconômica 

A variável tipo de escola foi criada para representar os fatores socioeconômicos 

dos adolescentes, sendo que a variável possuía os níveis de escola pública e privada 

(GONZAGA et al., 2012). 

6.2.10 Estado nutricional 

A variável estado nutricional foi criada a partir do IMC, definido como o peso em 

quilogramas dividido pelo quadrado da altura em metros. A classificação do estado 

nutricional foi determinada pela Organização Mundial de Saúde, que leva em 

consideração o IMC por idade e sexo para adolescentes, utilizando escores Z. Os 

estados nutricionais de obesidade, sobrepeso, normal, abaixo do peso e baixo peso, 

foram definidos da seguinte forma: Z-score > +2; Z-score > +1 e Z-score ≤ +2; Z-score 

≥ -2 e Z-score ≤ +1; Z-score < -3; Z-score ≥ -3 e Z-score < -2, respetivamente (DE 

ONIS et al., 2007). 

6.2.11 Pressão Arterial 

A variável pressão arterial (PA) foi criada com base nos critérios de classificação 

do Fourth Report on the Diagnosis, Evaluation, and Treatment of High Blood Pressure 

in Children and Adolescents (NATIONAL HIGH BLOOD PRESSURE EDUCATION 
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PROGRAM WORKING GROUP ON HIGH BLOOD PRESSURE IN CHILDREN AND 

ADOLESCENTS, 2004).  Os níveis criados para a PA foram "Normal[=0]": Percentil 

da PA <P90, "Limítrofe[=1] (pré-hipertensão)": Percentil da PA P90 a <P95 ou 

PA≥120/80mmHg, "PA alta[=2] (hipertensão estágio 1)": Percentil da PA P95 a P99 + 

5mmHg, "PA muito alta [=3] (hipertensão estágio 2)": percentil da PA >P99 + 5mmHg, 

"sem classificação da PA [=9]":  Apesar de terem medições válidas da tensão arterial 

sistólica e da tensão arterial diastólica, não tinham uma medição da altura para 

verificar o percentil. 

6.2.12 Modelo Homeostático de Avaliação da Resistência à Insulina 

Chissini et al. (2020) analisaram o ERICA e mostraram que o ponto de corte ideal 

para o HOMA-IR associado à síndrome metabólica era de 2,8 para a população total, 

2,32 para adolescentes do sexo masculino e 2,87 para adolescentes do sexo feminino. 

Com base nesse ponto de corte, foi criada uma variável binária para identificar a 

resistência à insulina. 

6.3 Desenho do estudo 

O conjunto alvo do estudo foi de 37.815 adolescentes, devido a necessidade de 

um período de jejum de 12 horas para a coleta de exames bioquímicos, condição 

cumprida apenas pelos alunos do turno da manhã. Neste estudo, estratificamos os 

dados por sexo e todas as variáveis foram coletadas por meio de questionários dos 

adolescentes, questionários dos pais, recordatório de 24 horas, exames bioquímicos, 

medidas antropométricas e pressão arterial (DA SILVA et al., 2016). As variáveis com 

até 1% de dados faltantes foram excluídas do conjunto de dados, resultando em um 

conjunto de dados de 37.454 adolescentes (LITTLE; RUBIN, 2019; EMMANUEL et al., 

2021; REN et al., 2023).  

Na análise descritiva de todo o conjunto de dados, foram calculadas frequências 

absolutas e relativas para as variáveis categóricas, medidas de tendência central 

(média) e de variação (desvio-padrão) para as variáveis contínuas com distribuição 

normal. Para as variáveis não contínuas foram calculadas medianas e intervalos 

interquartílicos (IQR). 

Dividimos os 37.454 adolescentes em dois grupos, estratificados pelo sexo. Em 

seguida, cada subconjunto estratificado foi dividido aleatoriamente para formar os 
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conjuntos de dados de treino e de teste para os algoritmos, mantendo a proporção de 

70% dos dados para treino e 30% para teste. Para garantir a generalização e evitar o 

sobreajuste, cada grupo (meninas e meninos) foi dividido para manter a mesma 

proporção da variável de resultado nos subconjuntos de treinamento e teste. Além 

disso, padronizamos as  variáveis com escalas diferentes para garantir a uniformidade 

na escala de todas as variáveis preditoras, garantindo assim uma melhor 

convergência dos modelos desenvolvidos. 

O treino dos modelos de aprendizagem de máquina utilizou um método de 

validação cruzada k-fold, dividindo o conjunto de dados de treino em dez estratos de 

independentes (KOHAVI, 1995). Um estrato foi utilizado como conjunto de validação 

e os outros nove para treino. Este processo foi repetido dez vezes, utilizando em cada 

rodada um estrato diferente como conjunto de validação. Todos os algoritmos foram 

avaliados no subconjunto reservado para teste, com o objetivo de produzir um 

algoritmo que possa generalizar e produzir bons resultados para uma amostra que 

não esteja presente na base de dados. O desempenho preditivo de cada modelo de 

aprendizado de máquina gerado foi avaliado utilizando a área sob a curva (AUC). 

Também analisamos outras métricas como a sensibilidade, especificidade, pontuação 

f1, valor preditivo positivo (VPP) e valor preditivo negativo (VPN). 

Para avaliar a contribuição de cada variável para o modelo com melhor 

desempenho, utilizámos a abordagem SHapley Additive exPlanations (SHAP), que 

fornece informações sobre a importância preditiva de cada variável e o seu impacto 

(positivo ou negativo) na predição realizada (LUNDBERG et al., 2017). Também 

analisamos a curva de calibração das probabilidades previstas por cada modelo, 

buscando verificar se as previsões de probabilidade estavam bem calibradas e 

próximas da curva de calibração perfeita (OIKONOMOU et al., 2023). Finalmente, foi 

analisado o desempenho do melhor modelo em comparação com as estratégias de 

tratamento convencionais utilizando a análise da curva de decisão (DCA), tendo em 

conta a utilização do indicador clínico HOMA-IR para detetar a resistência à insulina 

(VICKERS et al., 2016). No caso da predição de resistência insulínica, a estratégia 

clínica poderia ser a modificação do estilo de vida, incluindo aconselhamento dietético, 

atividade física e perda de peso, bem como apoio profissional para ajudar nesta 

mudança. 
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Em seguida, realizamos uma análise de sensibilidade comparando a utilização 

do desenho amostral complexo e do desenho amostral não complexo no 

desenvolvimento do modelo de regressão logística. Realizamos uma análise de 

sensibilidade comparando o uso da amostragem complexa e não complexa no 

desenvolvimento do modelo de regressão logística. Para isso usamos o valor de corte 

HOMA-IR de 2,63 para meninas e 2,28 para meninos, que corresponde ao valor de 

corte do percentil 75. 

Todas as análises descritivas e o desenvolvimento do algoritmo foram 

efectuados utilizando a linguagem de programação R com versão 4.1.2 (R Core Team, 

Vienna, Austria). O objetivo foi utilizar ferramentas de código aberto para minimizar os 

custos de implementação de projectos tecnológicos (THE R PROJECT FOR 

STATISTICAL COMPUTING, 2022).  

6.4 Desenvolvimento e avaliação dos modelos de aprendizado de máquina 

No presente estudo, foram desenvolvidos modelos de classificação binária para 

prever a resistência insulínica. Os algoritmos de classificação binária mais comumente 

usados foram testados: Regressão Logística, Poisson, Decision Tree, Random Forest, 

Support Vector Machine, eXtreme Gradient Boosting e Redes Neurais Profundas. 

O conjunto de dados de  37.454 adolescentes foi estratificado por sexo, onde 

cada subconjunto foi dividido em um conjunto de treinamento (70%) e um conjunto de 

teste (30%), sendo que na divisão de treino e teste ocorreu a estratificação pela 

variável desfecho se manter proporcional entre ambos os conjuntos de treino e teste. 

Na etapa de pré-processamento as variáveis numéricas foram padronizadas para 

garantir que tivessem escalas comparáveis e que os modelos convergissem mais 

eficientemente para a resposta. 

O conjunto de treinamento foi utilizado para definir os parâmetros e 

hiperparâmetros de cada modelo desenvolvido durante a fase de treinamento. O 

conjunto de teste foi usado para avaliar o desempenho do modelo treinado com dados 

não vistos anteriormente. Variáveis ausentes com quase 1% de valores foram 

removidas do conjunto de dados. Na etapa de treinamento, utilizamos uma validação 

cruzada k-fold com dez estratos de dados independentes para treinar cada modelo. A 
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Figura 1 mostra todas as etapas envolvidas na construção dos modelos de 

aprendizado de máquina. 

 

Figura 7.  Etapas do fluxo de Aprendizado de Máquina desenvolvido para treinar modelos de 

aprendizado de máquina com o objetivo de prever a resistência à insulina no Estudo de Riscos 

Cardiovasculares em Adolescentes (ERICA) 2013-2014. . Dos 37.815 participantes potencialmente 

elegíveis para o desenvolvimento do modelo, 37.454 adolescentes atenderam aos critérios de inclusão. 

6.5 Aspectos éticos 

Este estudo foi aprovado pelo Comitê de Ética em Pesquisa da Instituto de 

Estudos em Saúde Pública, Universidade Federal do Rio de Janeiro (Aprovação 

Número 45/2008) e pelos Comitês de Ética de cada participante instituição. Os 

comitês de ética locais aprovaram o estudo, e o consentimento informado foi obtido 

de todos os indivíduos e seus pais ou responsáveis legais incluídos neste estudo. 
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7. RESULTADOS 

7.1 Manuscrito 
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8. CONSIDERAÇÃO FINAIS 
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